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Directores de la Tesis:

Dr. Wen Yu
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Resumen

En la presente tesis se desarrollan diferentes esquemas de diagnóstico con la finalidad de
obtener un oportuno diagnóstico de daño en estructuras tipo edificios, que permita el moni-
toreo de la salud estructural para aśı asegurar la integridad de las mismas ante la presencia
de movimientos śısmicos.
Entre las estrategias empleadas están los enfoques de métodos metaneuŕısticos, los cuales
consisten en aproximaciones diseñadas para resolver problemas de optimización combinato-
ria. Este enfoque se basa en la capacidad de las redes neuronales para aprender patrones
complejos a partir de datos estructurales, permitiendo una evaluación precisa y eficiente de
posibles deterioros.
Se sabe que el territorio mexicano tiene una gran variedad de fenómenos meteorológicos, los
cuales se encuentran presentes dentro de la atmósfera, estos pueden ser de un efecto posi-
tivo o negativo en el ecosistema, por lo que estos fenómenos naturales perjudican la salud
estructural de los edificios; en especial los causados por el Cinturón de Fuego que es la zona
śısmica donde se encuentra el páıs.
El diagnóstico de daño en estructuras civiles implica la identificación y evaluación de posi-
bles defectos, deformaciones o desgastes que puedan comprometer la integridad estructural;
en este contexto, las redes neuronales ofrecen una alternativa no invasiva, aprovechando la
capacidad de procesamiento de información, lo cual es importante para los sistemas que
procesan grandes cantidades de datos (por ejemplo, sistemas de radar y sonar), permitiendo
emplearlas para diagnóstico en una estructura civil.
Los métodos f́ısicos de identificación y evaluación de daño mencionados anteriormente, re-
quieren datos previos; un ejemplo es la rehabilitación de edificios, el cual requiere diferentes
análisis para saber el estado de la estructura, como lo son: análisis cualitativo y cuantitativo
debido a que existen edificios con la misma edad, materiales y caracteŕısticas similares al
edificio que se estudie, todos estos análisis permiten recopilar la información necesaria para
conformar una base de datos que permita tener la información del estado estructural de un
edificio en espećıfico.
Por lo que utilizando datos recopilados a través de tecnoloǵıas de monitoreo como: sensores
de vibración, acelerómetros y otros dispositivos de detección. La metodoloǵıa propuesta se
basa en el aprendizaje de la red neuronal con un conjunto de datos representativos de con-
diciones estructurales normales y dañadas.
De modo que los métodos de identificación de daño, implican la observación y el análisis del
un componente de un sistema a lo largo del tiempo, por lo cual se mencionaran diferentes
métodos que se han utilizado, denotando sus ventajas y desventajas, aśı como el modo en el
cual es empleado en las estructuras; y el porqué se combina con las redes neuronales.
Para ello, el modelo matemático implementado para el trabajo en cuestión, se tomaron los
conceptos de las vibraciones, los movimientos armónicos, frecuencia y el amortiguamiento;
con respectivas caracteŕısticas de cada uno de ellos y con enfoques respectivos sobre las ne-
cesidades que se deben tener para la toma de datos que interpretarán y usarán las redes
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Resumen vii

neuronales.
El diagnóstico de daño estructural requiere el uso de técnicas avanzadas. Como lo son, las
redes neuronales, las cuales se han convertido en una herramienta imprescindible para inge-
nieros y profesionales en el área.
De modo que se emplearan las redes neuronales multicapa, las cuales se encuentra compuesta
por múltiples capas de neuronas, que procesaran los datos obtenidos de diferentes instru-
mentos de medición para la estructura a estudiar. Para aśı obtener un diagnóstico de daño
estructural que se base en la recopilación y procesamiento de datos de diferentes escenarios
de daños que puede presentar una estructura.
Por lo cual, el presente trabajo se embarca en una exploración integral de las aplicaciones
de las redes neuronales, destacando su potencial en el diagnóstico de daños en estructuras
civiles. De modo que este enfoque interdisciplinario entre la ingenieŕıa estructural y la in-
teligencia artificial, aspira a propiciar avances que redefinan la forma en que abordamos la
salud estructural de las infraestructuras.
Donde la combinación de tecnoloǵıas de monitoreo avanzadas con la capacidad de aprendiza-
je de máquinas ofrece una perspectiva innovadora para el futuro de la evaluación estructural,
promoviendo la seguridad, eficiencia y sostenibilidad a largo plazo de nuestras infraestruc-
turas civiles impulsando aśı un futuro más seguro y sostenible.



Abstract

In this thesis, different diagnostic schemes are developed with the purpose of obtaining
a timely diagnosis of damage in building-type structures, which allows the monitoring of
structural health to ensure their integrity in the presence of seismic movements.
Among the strategies used are metaneuristic method approaches, which consist of approa-
ches designed to solve combinatorial optimization problems. This approach is based on the
ability of neural networks to learn complex patterns from structural data, allowing accurate
and efficient evaluation of possible deteriorations.
It is known that the Mexican territory has a wide variety of meteorological phenomena,
which are present within the atmosphere, these can have a positive or negative effect on the
ecosystem, so these natural phenomena harm the structural health of buildings. ; especially
those caused by the Ring of Fire, which is the seismic zone where the country is located.
The diagnosis of damage in civil structures involves the identification and evaluation of pos-
sible defects, deformations or wear that may compromise structural integrity; In this context,
neural networks offer a non-invasive alternative, taking advantage of the information pro-
cessing capacity, which is important for systems that process large amounts of data (for
example, radar and sonar systems), allowing them to be used for diagnosis in a civil struc-
ture.
The physical methods of identification and damage assessment mentioned above require
prior data; An example is the rehabilitation of buildings, which requires different analyzes to
know the state of the structure, such as: qualitative and quantitative analysis because there
are buildings with the same age, materials and similar characteristics to the building being
studied, all These analyzes allow us to collect the necessary information to form a database
that allows us to have information on the structural state of a specific building.
So using data collected through monitoring technologies such as: vibration sensors, accele-
rometers and other detection devices. The proposed methodology is based on learning the
neural network with a set of data representative of normal and damaged structural condi-
tions.
So the damage identification methods involve the observation and analysis of a component
of a system over time, for which different methods that have been used will be mentioned,
denoting their advantages and disadvantages, as well as the way in which it is used in struc-
tures; and why it is combined with neural networks.
For this, the mathematical model implemented for the work in question, the concepts of
vibrations, harmonic movements, frequency and damping were taken; with respective cha-
racteristics of each of them and with respective approaches on the needs that must be had
for collecting data that will be interpreted and used by neural networks.
Diagnosing structural damage requires the use of advanced techniques. As are neural net-
works, which have become an essential tool for engineers and professionals in the area.
So that multilayer neural networks will be used, which are composed of multiple layers of
neurons, which will process the data obtained from different measuring instruments for the

viii
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structure to be studied. In order to obtain a diagnosis of structural damage that is based on
the collection and processing of data from different damage scenarios that a structure may
present.
Therefore, this work embarks on a comprehensive exploration of the applications of neural
networks, highlighting their potential in the diagnosis of damage to civil structures. So this
interdisciplinary approach between structural engineering and artificial intelligence aspires
to foster advances that redefine the way we approach the structural health of infrastructure.
Where the combination of advanced monitoring technologies with machine learning capabi-
lities offers an innovative perspective for the future of structural assessment, promoting the
safety, efficiency and long-term sustainability of our civil infrastructures thus driving a safer
and more sustainable future.
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yi(t) Función de salida en un piso i
m Número de capas que tiene la red neuronal
Wm Matriz de pesos sinópticos de una capa m
bmi Pesos sinópticos de las conexiones entre las neuronas en la capa m
bm Matriz de pesos sinópticos de las conexiones entre las neuronas en la capa m

am+1 Salida de la neurona dentro de las capas ocultas
y(k) Salida deseada en una interacción k
ŷ(k) Salida estimada en una interacción k
e Error medio cuadrático en una interacción
E Vector de error medio cuadrático
smi Sensibilidad ante un cambio en la entrada i
sm Vector de sensibilidad del algoritmo de retropropagación

Operadores usados en el modelo matemáticos de la estructura civil:

x(t) Posición en un tiempo t
v(t) Velocidad en un tiempo t
a(t) Aceleración en un tiempo t
A Amplitud
ω Frecuencia excitante o forzada

(
rad
sec

)
t Instante en un tiempo (s)

ϕ Ángulo de fase
T Periodo (s)
f Frecuencia 1ciclo

s

n Número de ciclos completos
dt Tiempo de muestreo (s)
ωn Frecuencia natural (sin amortiguar)

(
rad
s

)



Nomenclatura xv

ωe Frecuencia de excitación externa
u Desplazamiento; desplazamiento relativo al suelo
ug Desplazamiento del suelo (o soporte)
ugo Desplazamiento máximo del suelo
R Factor de modificación en la fuerza
üg Aceleración del suelo (o soporte)
Rd Factor de respuesta de deformación (o desplazamiento)
g Aceleración gravitacional
Fe Fuerzas externas ejercidas en la estructura por un sismo
Fei Fuerza externa ejercida que afecta a cada piso en la estructura
xi Coordenadas generalizadas
ẋi Velocidad en el piso i
ẍi Aceleración en el piso i
R Función de disipación de Raleigh
L Función lineal lagrangiano
EI Enerǵıa total
T Enerǵıa cinética
U Enerǵıa potencial
ES Enerǵıa de deformación elástica
ED Enerǵıa disipada por el amortiguamiento viscoso de la estructura
EH Enerǵıa por deformación de la estructura en el rango inelástico
mi Masa en el piso i
ci Rigidez en el piso i
ki Amortiguamiento en el piso i
Ms Matriz de masa
Cs Matriz de rigidez
Ks Matriz de amortiguamiento
x(t) Vector de desplazamiento relativo con respecto a la posición inicial
ẋ(t) Vector de velocidad relativa con respecto a la posición inicial
ẍ(t) Vector de aceleración relativa con respecto a la posición inicial
1 vector que distribuye la señal escalar ẍg a cada piso de la estructura

z(t) Variables de estado
y(t) Salidas del sistema en términos de desplazamiento que se presenta en cada piso
z Fuerza de histéresis

A, β y γ Regulan el tamaño del lazo de histéresis en el modelo de Bouc-Wen
r suavidad en las transiciones del lazo en el modelo de Bouc-Wen
α Razón es la relación de post-rendimiento a pre-ceder (elástico)

en el modelo de Bouc-Wen
v Degradación de la resistencia en el modelo de Bouc-Wen
η Degradación de la rigidez en el modelo de Bouc-Wen
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Caṕıtulo 1

Introducción

Considerando que, las estructuras civiles son susceptibles a presentar daño estructural a
lo largo de su vida útil debido a la presencia de diversos factores f́ısicos o naturales como:
el deterioro por uso, envejecimiento, corrosión, fatiga, o por fenómenos naturales (sismos,
vientos fuertes) que inciden de manera negativa en su integridad estructural, entre otros.
Por lo que, si se desea conocer el estado de salud en el que se encuentra una estructura civil,
se requiere monitorear las propiedades dinámicas del sistema [1]:

El peŕıodo de vibración: Es el tiempo que le toma a la estructura civil oscilar de un
lado a otro cuando hay presencia de vibraciones.

Razón de amortiguamiento: Es una medida adimensional que posee una estructura
civil para la disipación de enerǵıa producto de la fricción interna de los materiales.

Formas modales: Una estructura civil tiende a vibrar a ciertas frecuencias, la cuales son
conocidas como frecuencias naturales o de resonantes. Y a cada frecuencia es asociada
ha una forma modal, y ante la presencia de actividad śısmica tiende a adoptar su forma
modal al vibrar a esa frecuencia.

Una manera de obtener esta información es a partir de la implementación de instrumentos
de medición, de acuerdo al tipo de inmueble; como los sensores, que son capaces de medir
aceleraciones, velocidades y desplazamientos. O en su defecto, se debe contar con algoritmos
que permitan estimar estas señales para correlacionarlas con el daño potencial que pudieran
sufrir la estructura civil.
Es decir, a partir de propiedades dinámicas del sistema y su correlación con el modelo ma-
temático de las estructuras de tipo edifico, podŕıan ser de utilidad como un indicador sobre
la condición estructural actual. Esta tarea es comúnmente conocida como monitoreo de salud
estructural (ver figura 1.1 [1]), la cual permite detectar problemas de vibración causados por
propiedades mecánicas, geométricas e incluso estéticas.
Por lo que se requiriere de una inspección monitoreada para la localización del daño estructu-
ral y aśı, poder realizar un diagnóstico de la salud estructural o implementar una estrategia
para conservar la integridad de la estructura civil.
En consecuencia, se requiere de un diagnóstico en tiempo real del estado estructural, me-
diante la utilización de algoritmos que permitan detectar fallas estructurales.
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2 Caṕıtulo 1

Figura 1.1: Monitoreo de salud estructural.

1.1. Planteamiento del problema

El diagnóstico de daño en estructuras civiles es un proceso esencial para la evaluación y
reparación de edificaciones y otras infraestructuras. Este procedimiento permite identificar
y evaluar las posibles fallas y caracteŕısticas anormales en la estructura, con el objetivo de
determinar la causa del daño y proponer soluciones adecuadas. Lo cual reducirá el man-
tenimiento correctivo y aumentará las acciones mantenimiento preventivo, asegurando la
integridad de la estructura como la seguridad de los usuarios.
Aśı mismo:

Se requiere un algoritmo capaz de realizar un análisis a partir de las caracteŕısticas
de la estructura (materiales utilizados, diseño y condiciones de uso). Es importante
recopilar toda la información relevante para tener una visión completa del problema y
poder tomar decisiones a partir de cambios ambientales, es decir, sea capaz de poder
adaptarse a las condiciones climáticas que puedan afectar la rigidez de la estructura.

Por lo que es necesario obtener los datos necesarios, o de lo contrario se requiere realizar
una inspección visual de la estructura. Donde se examinan los elementos clave como muros,
columnas, vigas, losas y cimientos, buscando signos evidentes de deterioro, como grietas,
desplomes o corrosión.
Además, se pueden utilizar técnicas no destructivas, como la tomograf́ıa de resistividad
eléctrica o el análisis ultrasonido, para obtener información más precisa sobre posibles daños
ocultos, pero siendo métodos en los que se requieren equipos costosos y de personal capaci-
tado para operarlo.
En este sentido, se presenta la oportunidad de desarrollar un algoritmo para el diagnóstico
de daño, que presente la capacidad de detectar, localizar y pronosticar daños en estructuras
civiles, pese a recibir perturbaciones o ruidos. Por lo que, se necesitará de mediciones, eva-
luación de las cargas y deformaciones que presente la estructura.
Buscando aśı que, el algoritmo sea capaz de lograr un diagnóstico de daño sin la necesidad
de modificar el modelo empleado originalmente, ya sea ante la presencia de fuertes lluvias,
el terreno incrementa su rigidez o en el caso de que una estructura presente fisuras.
De este modo, se puede explorar la implementación de redes neuronales para detección de
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Introducción 3

daños. Permitiendo estudiar técnicas de aprendizaje automático a partir de los registros ob-
tenidos, atreves del uso de instrumentos de medición especializados, como sensores de carga,
extensómetros y acelerómetros, que permiten obtener datos objetivos sobre el comporta-
miento de la estructura bajo diferentes condiciones. De esta manera, se puede determinar si
existen desviaciones significativas respecto a las condiciones de diseño o no.

1.2. Objetivo general

Diseñar un algoritmo basado en redes neuronales para el diagnóstico de daños en estruc-
turas de tipo edificio que proporcione una oportuna localización del piso dañado en el menor
tiempo posible, permitiendo una adecuada toma de decisiones o evacuación en el peor de los
escenarios. Para reducir de forma favorable las pérdidas materiales y/o humanas.
Por esta razón, los objetivos espećıficos son:

Desarrollar un algoritmo de identificación implementando Redes Neuronales para de-
tección de daño.

Implementar un modelo de histéresis para detectar la gravedad del daño.

Comparar el algoritmo propuesto mediante ı́ndices de desempeño para evaluar la efi-
ciencia.

1.3. Justificación

El territorio nacional (México), presenta una variedad de fenómenos meteorológicos, los
cuales, se dan en la atmósfera y de acuerdo a su intensidad, pueden tener efectos positivos
o negativos en los ecosistemas, pero que afectan directamente a la salud estructural de los
edificios, provocando: agrietamiento, desplazamientos, ablandamiento del asfalto, dilatación
de los materiales metálicos que causan fallos estructurales [2].
Aśı mismo, se presentan: sismos y terremotos, siendo movimientos de la corteza terrestre, ya
que, la ubicación geográfica del páıs se encuentra en:

Zona śısmica (ver figura 1.2 [3]), por el hecho de que se encuentra dentro del área
conocida como el Cinturón de Fuego del Paćıfico, donde se concentra la mayor actividad
śısmica del planeta. Debido a que, se encuentra situado entre cinco placas tectónicas:
Caribe, Paćıfico, Norteamérica, Rivera y Cocos [4].
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4 Caṕıtulo 1

Figura 1.2: Placas tectónicas que afectan a la República Mexicana.

Siendo esta la principal motivación para realizar el presente proyecto, debido a que, México
es considerado un páıs con actividad śısmica frecuente, en el cual se presentan movimientos
telúricos de baja intensidad todos los d́ıas, y al menos se registra uno de magnitud moderada
al año. Siendo estos lo que, provocan mayor daño en las en estructuras.
Por esta razón, evaluar algoritmos que permitan una oportuna detección, localización y
pronóstico de daños en estructuras civiles, que facilite el analizar los datos pronosticados
para obtener un diagnóstico, y en caso de no ser favorable, se puedan tomar las mejores
decisiones de mantenimiento, restructuración o demolición, según sea el caso.
De modo que, se obtenga un monitoreo continuo, y si se habla de una estructura civil con
un número significativo de pisos, esto proporcionará la información oportuna para la toma
de decisiones a partir de una evaluación de los datos recabados.

1.4. Estructura de la tesis

En el caṕıtulo dos se describen los métodos existentes para el diagnóstico de daño en
estructuras de tipo edificio, exponiendo las ventajas y limitaciones de cada uno de ellos. Aśı
como un panorama sobre las redes neuronales donde se denota: clasificación, comparación y
aplicaciones.
Posteriormente, se presenta el caṕıtulo tres, que consta del modelo matemático de las es-
tructuras de tipo edifico. Adicionalmente, se presentan conceptos fundamentales y el modelo
de histéresis a utilizar que permita realizar un diagnóstico de daño.
Después, en el caṕıtulo cuatro, se describe el desarrollo del algoritmo de diagnóstico de daño
basado en redes neuronales, aśı mismo una comparación de dos algoritmos metaheuŕısticos
presentados en el caṕıtulo dos a partir del empleo de simulación e ı́ndices de daño.
Finalmente, en el quinto caṕıtulo se presentan las conclusiones a partir del análisis de los
resultados obtenidos, dando respuesta a los objetivos e hipótesis planteadas. Además, se
presentan algunas sugerencias para investigaciones futuras.
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Introducción 5

1.5. Aportaciones

Desarrollar un algoritmo de identificación de daños estructurales, el cual será evaluado en
un prototipo de edificio de 2 niveles localizado en el Laboratorio de usos experimentales en el
Departamento de Control Automático del Centro de Investigación y de Estudios Avanzados
del Instituto Politécnico Nacional Unidad Zacatenco.
Esto brindará la oportunidad de implementar el algoritmo en prototipos más grandes o lle-
varlo a modelos reales, para mantener un diagnóstico constante del estado actual e integridad
de los inmuebles.
Por lo cual, el proyecto se vuelve de vital importancia para tener un seguimiento de la salud
estructural en tiempo real y poder aśı tomar medias de mantenimiento preventivo en caso
de ser requeridos.
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Caṕıtulo 2

Estado del arte

2.1. ¿Qué es el diagnóstico estructural?

Un diagnóstico estructural es un estudio técnico cuyo objetivo es la verificación de la
estabilidad y resistencia mecánica de una edificación, donde se cumplan con los requisitos
exigidos por la normativa vigente de seguridad [5].
Un aspecto importante del diagnóstico mencionado son los parámetros que proporcionan la
estabilidad de la estructura, los cuales al ser modificados son considerados como causantes
de daños en la estructura [6] y estos se presentan por:

Procesos mecánicos: Deformaciones, grietas, fisuras, desprendimiento parcial en super-
ficies y erosión mecánica por desgaste de materiales.

Procesos f́ısicos: Se consideran los factores meteorológicos como: la temperatura, el
viento y la lluvia, que afectan generando humedad y erosión en la superficie de los
materiales y deslizamiento o derrumbe de las estructuras.

Geológicos: La localización de la estructura, se encuentra cerca o edificado en una falla
tectónica.

En los diagnósticos estructurales se emplean métodos [7] que permiten realizar estudios en
todo el edificio o centrarse en un piso espećıfico de la edificación, como son:

Métodos f́ısicos: Magnetometŕıa, fotogrametŕıa, termograf́ıa, fotograf́ıa ultravioleta,
métodos acústicos, medición empleando ultrasonido. Con estos métodos se emplean
equipos f́ısicos que requieren ser traslados a la ubicación de la edificación, los cuales
en diferentes escenarios de daños no permiten que los análisis sean llevados con la
profundidad necesaria o en todas las partes de la edificación.

Métodos anaĺıticos: Basados en frecuencia de vibraciones, análisis modal, propagación
de onda y en identificación empleando redes neuronales, las cuales se abordaran más
adelante en este caṕıtulo.

Los diagnósticos permiten la evaluación y/o estudio de los daños existentes para la realización
de los cálculos estructurales necesarios para el mantenimiento preventivo y/o correctivo del
inmueble, y en el peor de los casos, la demolición del mismo.
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Estado del arte 7

2.2. Tipos de diagnósticos estructurales

2.2.1. Rehabilitación de edificios

Para ello, en el mismo diagnóstico se hace una evaluación en la seguridad [8] como:

Análisis histórico: Evaluación del comportamiento estructural desde su construcción,
el cual permite diagnosticar comportamientos futuros, indicando el nivel de seguridad
con el que cuenta la estructura actualmente.

Análisis cualitativo: También llamado como procedimiento inductivo, se realiza me-
diante la comprobación del estado actual de la estructura en la que se lleva a cabo
el estudio; comparándola con edificaciones de similar edad estructural que hayan sido
evaluadas y confirmado su estado.

Análisis cuantitativo: Se consideran los métodos basados en la ingenieŕıa estructural,
obteniendo aśı, un modelo matemático de las estructuras de tipo edifico.

2.2.2. Adquisición de datos

Para todo estudio existe la adquisición de datos [9], y en los estudios estructurales se
debe tener una base de datos existente y confiable.

Reunir la información histórica: Se reúne la información de la estructura desde su año
de edificación hasta la actualidad, la cual consiste en las técnicas empleadas en la
construcción, aśı como de las modificaciones realizadas y su desempeño al pasar de los
años, donde se considera también la situación actual de toda la edificación.

Determinación de caracteŕısticas estructurales: Las propiedades geométricas y mecáni-
cas, se consideran los planos estructurales, el levantamiento de daños y deterioros a lo
largo de su vida estructural. Donde se determina si los daños se han estabilizado.

Estudios de campo: Realización de pruebas que determinan las propiedades mecánicas
de los materiales estructurales y del subsuelo donde el inmueble está construido.

Monitoreo de daños: Se consideran principalmente las grietas visibles o no visibles,
desplomes de cemento o de partes que sean de soporte del edificio y asentamientos.

2.3. Métodos de identificación

La vigilancia o monitoreo de la salud estructural, conocido en inglés como; Structural
Health Monitoring (SHM), implica la observación y el análisis de un componente o sistema
a lo largo del tiempo, para identificar la variación de alguna de sus caracteŕısticas (f́ısicas,
qúımicas o eléctricas), en los términos más generales; daño se define como cambios introdu-
cidos en un sistema que afectan adversamente su desempeño actual o futuro.
Siendo un concepto impĺıcito en esta definición está el concepto de que el daño no es signi-
ficativo sin una comparación entre dos estados diferentes del sistema, uno de los cuales se
supone que representa el estado inicial y, a menudo, sin daños, por lo tanto, la definición de
daño se limitara a los cambios que se presentan en las propiedades materiales y/o geométri-
cas de estos sistemas, incluidos los cambios en las condiciones de entorno y de comunicación
del sistema.
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8 Caṕıtulo 2

En diversas infraestructuras de ingenieŕıa como la civil, mecánica, entre otras, se llega a
conocer como monitoreo de la salud estructural; el cual es un proceso donde se implica la
observación de una estructura o de un sistema mecánico a lo largo de un tiempo; donde es
utilizado un sistema de mediciones espaciadas periódicamente para una extracción de carac-
teŕısticas de sensibilidad al daño de estas mediciones y se logre hacer un análisis estad́ıstico
de dichas caracteŕısticas, para la determinación del estado actual de la salud del sistema.
Algunos de los métodos más comunes se basan en los cambios que presenta la estructura
civil ante la presencia de fuerzas externa, las cuales generan curvas de comportamiento de las
formas modales, enerǵıas de deformación, rigideces y flexibilidades, las cuales son medidas
dinámicamente.

Método del cambio de la matriz de flexibilidad, medida dinámicamente (FM Flexibility
Method).

Método del cambio de la matriz de rigidez, medida dinámicamente (SM - Stiffness
Method).

Comparación de curvaturas de las formas modales mediante Enfoque Mixto (MA –
Mixed Approach).

Métodos con enfoque de Transformada de la Ondaleta (Wavelet).

Método basado en la Transformada Continua Wavelet (CWT - Continous Wavelet
Transform).

Método Mixto.

2.4. Métodos basados en frecuencia de vibración

La comunidad de ingenieŕıa civil se ha dedicado al estudio de la evaluación de daños
basada en vibraciones de estructuras de puentes desde principios de la década de los años
80´s, haciendo que la investigación en la identificación de daños basada en vibraciones se
haya expandido rápidamente en el último par de años; donde la idea básica detrás de esta
tecnoloǵıa es, que a partir de los parámetros modales definen el comportamiento de las
propiedades f́ısicas de la estructura.
Por lo que, el análisis de vibración se define como un estudio en el cual se requiere medir
los niveles de vibración y su frecuencia natural de vibración del sistema para analizar los
datos obtenidos con la finalidad de monitorear y detectar daños que se presentan en las
estructuras civiles. Donde la frecuencia natural asociada a su vibración está relacionada con
sus propiedades f́ısicas (densidad) y mecánicas (módulo de elasticidad). En consecuencia, el
cálculo de frecuencias naturales y formas modales se denomina análisis modal, de frecuencia
y de modo normal.
Por ende, este tipo de método requiere de la obtención de modos normales que corresponden
a las frecuencias en las que cuando vibra cada piso de la estructura cuando vibran a la misma
frecuencia, pero manteniendo una diferencia de fase constante, aśı poder obtener el periodo
fundamental de vibración en una estructura. De manera que se realiza mediante estimaciones
de los desplazamientos que sufre la estructura, o a partir de instrumentos de medición de
vibración como: acelerómetros, transductores de velocidad o sondas de desplazamiento.
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Estado del arte 9

2.4.1. Trabajos hasta el momento

A continuación se presentan trabajos realizados, con el enfoque de frecuencias de vibra-
ción:

Creación de bases de datos

Se crea una base de datos a partir de mediciones disponibles, las cuales permiten iden-
tificar tipos de daños espećıficos a partir de caracteŕısticas particulares de la forma de las
vibraciones; donde generalmente se conoce la ubicación aproximada del daño, lo que es hecho
por un analizador de transformada rápida de Fourier (FFT).
Por lo que, presenta una variabilidad de resultados que depende de las condiciones ambien-
tales o de operación, siendo esto un problema, por lo que se requiere la normalización de
datos de forma temporal para facilitar la comparación, aśı como un proceso de limpieza de
datos por las personas directamente involucradas en la adquisición de datos. Y se debe tener
en cuenta, que la parte de adquisición y limpieza de datos de un proceso de monitoreo de la
salud estructural, no debe ser estática [10].

Identificación por medio de actualización de matrices de rigidez

Se basa en la solución de una serie de Taylor de primer orden, que minimiza una función
de error de las perturbaciones de la matriz. Mejor conocida como método de actualización
basado en la sensibilidad. Siendo el vector de perturbación de parámetros calculada por un
método interactivo como Newton-Raphson, el cual permite la minimización de la función de
error, pero al ser interactivo se presenta un error por diferencia principal debido al número
de decimales pedidos hasta obtener el error relativo sea aproximadamente menor al error
fijado [11].

Cambios en caracteŕısticas de vibración

Sin importar la base de datos que se emplee, se presentaran errores de sesgo. Aśı mismo,
los valores de las frecuencias finitas que se obtienen son a partir de las condiciones ambientales
cambiantes durante la prueba, provocando que los parámetros modales identificados sean
menos representativos de las verdaderas propiedades dinámicas de la estructura. Ya que
cuando se trata de estudiar sistemas que cambian de lineal a no lineal, las series de tiempo
por śı solas (en realidad, su frecuencia, espectros de potencia de dominio) son suficientes
para identificar daños [12].

Evolución no Destructiva, conocido en inglés como Non-destructive evolution
(NDE)

La implementación de NDE es utilizada principalmente para la caracterización y veri-
ficación de la gravedad de los daños, cuando se conoce la localización de estos. Por otra
parte, cuando se usa el enfoque de control estad́ıstico de procesos, conocido en inglés como
Statistical Processes Control (SPC), se basa en el proceso en lugar de estructura y utiliza
una variedad de sensores para monitorear los cambios que se presentan en el proceso. Y aśı
poder obtener las causas que generan que una estructura de tipo edificio presente daño. Y
una vez que se ha detectado el daño, se utiliza un pronóstico de daño, conocido en inglés
como Damage Forescast (DP) para determinar la vida útil de la estructura para su uso,
pero se presenta el problema del pronóstico de daños, ya que no puede predecir dónde o
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cuándo se presentará un daño de severidad tal, que la estructura se vea comprometida por
completo [13].

2.4.2. Ventajas, limitaciones y desventajas

Ventajas

Al tratarse de una metodoloǵıa no invasiva, presenta ventajas [14] como lo son:

Se puede realizar un estudio general de la salud estructural, aún cuando éste se en-
cuentre en lugares de dif́ıcil acceso o instrumentación.

Se puede realizar aún cuando la instalación se presente en un estado de servicio.

Las mediciones necesarias se pueden realizar con un número mı́nimo de instrumentación
de medición, sin que la precisión en la localización de daño se vea afectada.

Limitaciones y desventajas

Por otra parte, las limitaciones y desventajas de esta metodoloǵıa son:

Al utilizar métodos basados en la transformada Wavelet, se tiene que en casos de
presencia de daño severo detectan con precisión la localización del daño, pero en caso
de daños ligeros no es posible distinguir los errores causados por el método a los datos
obtenidos en la presencia de daño.

Al implementar un enfoque mixto, la elección de los factores de limitación jugarán un
papel importante, ya que determinaran la precisión, con la que se localice el daño en
la estructura.

Los errores causados por presencia de ruido en las mediciones se intensifican cuando
no se realiza una filtración adecuada de la señal.

2.5. Métodos basados en análisis modal

La mayoŕıa de los métodos para el monitoreo de la salud en ingenieŕıa estructural, civil y
mecánica se basan en el análisis modal. El cual es un método experimental, donde se define
el modelo dinámico de una estructura a partir de determinar de las propiedades dinámicas
o parámetros modales, los cuales son:

Frecuencia de vibración.

Amortiguamiento de la estructura.

Modos de vibración.

Las propiedades dinámicas dependen de la masa y rigidez que presente la estructura, por
lo que es necesario identificar las frecuencias de vibración y conocer la respuesta de la es-
tructura cuando una fuerza actúa sobre la misma. Lo que permitirá conocer la deformación
provocada en la estructura compuesta por una combinación o una mezcla de todos los modos
de vibración.
Por lo que, se emplea el análisis modal para determinar los modos de vibración, siendo estos
los patrones o forma caracteŕıstica del sistema al momento de vibrar [15].
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2.5.1. Trabajos hasta el momento

A continuación se presentan trabajos realizados, con el enfoque de análisis modal:

Cálculo de formas modales y periodos de vibración para edificios altos, emplean-
do modelos continuos

Se considera el modelo flexión-cortante en paralelo, modelo en el cual se presenta una
viga en flexión con ISE (Interacción Suelo Estructura), obteniendo como resultados el modelo
de un edificio tubo en tubo, que consiste en el entramado de vigas y columnas con nudos
empotrados entre śı.
Verificando aśı, la equivalencia de los parámetros modales que definen la variación de la
forma modal con respecto a la altura entre el modelo de un edificio tubo en tubo, de una
forma rápida. Por lo que, se queda limitado a modelos en los cuales se considere una base
empotrada y principalmente estructuras esbeltas [16].

Identificación de propiedades dinámicas empleando modelo de una estructura

En este caso se presenta un trabajo el cual se desarrolló un prototipo experimental de una
estructura, la cual fue sometida a pruebas de vibración ambiental (viento y temperatura),
aśı como de vibración forzada utilizando una mesa vibradora para generar la simulación de
actividad śısmica y obtener aśı el comportamiento de la estructura.
Lo que permitió obtener las frecuencias de vibración, formas modales y estimaciones del
amortiguamiento cŕıtico empleando análisis espectral. Por lo que, si se desea tener mejores
resultados, se requiere emplear más instrumentos de medición que permitan registrar de
forma simultánea las vibraciones en diferentes puntos de la estructura, aśı como el empleo de
un método de corrección por sobreestimación, debido a qué el mecanismo empleado al tener
diferente número de entradas, produce una sobre apreciación de los resultados obtenidos [17].

Método de diagnóstico local empleando metodoloǵıa no probabiĺıstica y método
de series de tiempo

La integración del modelo de reconocimiento de modos de vibración y un modelo auto-
rregresivo de medio móvil, conocido en inglés como AutoRegressive Moving Average Models
(ARMA), permite detectar daños significativos, como no significativos, aśı mismo con y sin
presencia de perturbaciones ambientales. Pero necesita una cantidad grande de instrumentos
de medición (acelerómetros) y realización de cálculos complejos, aśı mismo presenta problema
en la exactitud para localizar el daño [18].

Análisis de vibración a partir de mediciones en diferentes casos de estudio

Se analizan como el puente del Cañón de Alamosa que es el caso de estudio, presenta
diferentes frecuencias naturales y formas modales. Ante la presencia de diversos factores
como lo son: la cantidad de tráfico y las condiciones ambientales, implementando el uso de
cambios en los parámetros modales para identificar la ubicación y el alcance del daño en
las estructuras [19]. Por lo que, se necesita obtener mediciones de las propiedades dinámicas
de estructura que se desea estudiar en diferentes épocas del año, diferentes condiciones
climáticas y en condiciones de servicio, por lo que al emplear el análisis modal se presentan
errores aleatorios introducidos durante el proceso de medición y selección de datos. Haciendo
que la localización de daño estructural cause cambios en los parámetros si el daño localizado
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se encuentra fuera de estos ĺımites permitidos para que realizar una exacta localización de
daño [20].

Análisis de vibración usando series de tiempo

El enfoque se basa en la premisa de que si hubiera daño en la estructura, el modelo de
predicción previamente identificado utiliza la serie de tiempo cuando la estructura no está
dañada, no podŕıa reproducir la serie de tiempo obtenida cuando la estructura se encuentra
dañada. Además, que el aumento de errores residuales se maximizaŕıa en los instrumentos
de medición, si se encuentran cercanos a las ubicaciones reales de los daños estructurales.
Por lo cual, el método no ha demostrado ser efectivo para detectar daños en un estado
temprano [21].

2.5.2. Ventajas, limitaciones y desventajas

Ventajas

El análisis modal es la opción más utilizada para obtener el comportamiento de las
estructuras ante la presencia de actividad śısmica, cuando estas se encuentran construidas
de concreto reforzado o modelo de tubo en tubo.

Limitaciones y desventajas

Mientras que las limitaciones y desventajas de esta metodoloǵıa son:

Se requiere realizar un mayor número de experimentos aumentando el tiempo de en-
sayo, por ende aumentando el financiamiento económico requerido para llevar a cabo
el estudio [22].

Los trabajos presentados, no se han aplicado en modelos de estructuras reales [18].

Requiere de un monitoreo continuo mediante instrumentos de medición que permitan
adquirir los parámetros o la filtración necesaria para eliminar las molestias ambientales.

Se presentan problemas en la exactitud para la localización de daño estructural.

2.6. Métodos basados en propagación de onda

Debido a que las frecuencias naturales de un sistema estructural presentan variaciones no
lineales, bajo distintos niveles de excitación, siendo atribuidas al tipo de suelo en el que se
encuentra situada la estructura; en diferentes trabajos escritos, el ablandamiento estructural
no lineal no está bien caracterizado o definido.
De modo que, se debe tenerse en cuenta si se va a utilizar de manera efectiva el monitoreo
del edificio en tiempo real como una herramienta de evaluación de daños posteriores a la
actividad śısmica. Es decir, los cambios observados en las frecuencias fundamentales se co-
rrelacionan con el clima, el historial de terremotos y el uso de los edificios [23].
Por lo cual, dentro de los métodos que evalúan las vibraciones, se estudia el análisis de pro-
pagación de ondas en la estructura, siendo un método que permite conocer el daño causado
por la actividad śısmica, a partir del análisis de propagación de las ondas flexionantes. La
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cual permite determinar cómo se distribuyen las fuerzas internas en una estructura encon-
trando la fuerza cortante y el momento flexionante, siendo determinantes para garantizar la
resistencia y estabilidad en una estructura [24].

2.6.1. Trabajos hasta el momento

A continuación se presentan trabajos realizados, con este enfoque de propagación de
ondas:

Identificación de velocidad de onda de corte

Se plantea la identificación paramétrica de una estructura, utilizando un modelo de barra
elástica y discretizada, que cuenta con un punto de corte. En la cual se emplea una identifica-
ción por mı́nimos cuadrados normalizados con factor de olvido y un esquema de proyección
paramétrica que asegure la convergencia, para aśı obtener la velocidad de onda de corte, la
cual permite calcular la rigidez de la estructura de los pisos o el módulo cortante del suelo
en el que se encuentra.
Por lo que implementando este tipo de identificación permite resolver el problema que se pre-
senta en las metodoloǵıas anteriores en las que se requiere desacoplar los parámetros rigidez-
masa y amortiguamiento-masa. Aśı mismo, elimina perturbaciones constantes y atenúan
el ruido de medición al utilizar una parametrización filtros lineales de tipo integral, pero
requiere de señales de aceleración medibles [25].

Identificación de rigidez en los entrepisos de un edificio

Se plantea una detección de daños por identificación de rigidez en los entrepisos, los cuales
separan horizontalmente un piso de otro dentro de los diferentes niveles de una estructura.
Por cuál esta identificación se basa en la programación de un pulso de Ricker a través de la
estructura, generando tiempos de arribo en cada piso.
Por lo tanto, se puede replantear la ecuación de rigidez en función de los retardos de tiempo
obtenidos. Y para determinar el tiempo propagación de onda son calculados aplicando el
método de Haskell, permitiendo aśı que se pueda usar esté enfoque a edificios de múltiples
pisos [26].

2.6.2. Ventajas, limitaciones y desventajas

Ventajas

Se trata de una metodoloǵıa fácil y rápida que evalúa la integridad y el funcionamiento
de los edificios, luego de estar sometidos a activa śısmica de gran intensidad. Aśı mismo,
presenta fácil una adaptación a los instrumentos de medición disponibles.

Limitaciones y desventajas

Mientras que la limitación de este enfoque es debido a que se desarrolla en el dominio de
la frecuencia, por lo que no se puede emplear en tiempo real, aśı mismo la precisión para iden-
tificación de los parámetros y en el tiempo requerido para la estimación son fundamentales
para la correcta detección de daño.
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2.7. Método basado en redes neuronales

El método de redes neuronales está enfocado a evaluar el daño causado por actividad
śısmica en cada piso de una estructura. De modo que, para utilizar una red neuronal se em-
plean dos bases de datos, la primera contara con datos de la estructura, la cual no presentará
daño, y la segunda será cuando la estructura presente daño, para aśı poder realizar la pre-
dación de daño, a partir del entrenamiento realizado con la primera base de datos obtenidos
para el entrenamiento de la red neuronal.
Por consiguiente, se requiere obtener las bases de datos que serán empleadas como entradas
para la red neuronal, las cuales se encuentran compuestas por las frecuencias naturales a las
que vibra la estructura cuando se presenta actividad śısmica. Y poder aśı utilizar la base de
datos obtenida a partir del método de los elementos finitos para el entrenamiento de la red
neuronal.
Mientras que para predicción de daño en cada nivel de la estructura, se obtiene de la com-
paración de las matrices de rigidez de la estructura previstas por el método y la identificada
a partir de pruebas pseudodinámicas, por datos experimentales que proporcionan las carac-
teŕısticas modales de la estructura estudiada.
En consecuencia, el interés en este método de identificación de daño en estructuras y/o sis-
temas mecánicos ha crecido en las últimas décadas por razones económicas y de seguridad.
Lo que ha llevado a desarrollar numerosos métodos basados en vibraciones para detectar el
daño en etapas tempranas.
Por otra parte, en la última década se ha explorado un enfoque basado en redes neuronales
para la identificación de daño, el cual permite emplear modelos experimentales tridimensio-
nales simplificados de una estructura compuestos por barras y masas concentradas.
De modo que, los modelos experimentales de estructuras pueden ejemplificar los diferentes
tipos de rigidez de vigas mixtas y de la densidad del material, como lo es el hormigón, debido
a que las variables f́ısicas son más inciertas. Son considerados como parámetros que serán
actualizados, de tal forma que se parten de estos para obtener las base de datos de que
contiene las frecuencias naturales de la estructura, empleado un modelo flexionante el cual
realiza una variación aleatoria de los parámetros ya mencionados.

2.7.1. Trabajos hasta el momento

A continuación se presentan trabajos realizados, con este enfoque de redes neuronales:

Detección de daño empleando una red neuronal multicapa o perceptrón multi-
capa, conocido en inglés como; Multilayer Perceptron (MLP)

Se emplea una red multicapa, por lo que se requiere recaba una base de datos, la cual
se filtra para evitar la generación de errores por ruido de medición que afecte el aprendizaje
y obteniendo aśı una base de datos final conformada por las frecuencias naturales de la es-
tructura estudiada.
En este caso se emplea un algoritmo de aprendizaje supervisado conocido como retropropa-
gación, con la finalidad de reducir el error en la predicción de daño que presente cada viga.
Donde el error es definido como el cociente entre la rigidez a la flexión de la viga dañada
y la de la no dañada, obteniendo aśı que la red multicapa diseñada presenta un error en la
predicción de daño del 5 y 10% con respecto a la estructura se encuentra sin daño.
Pero si, se considera la rigidez de las columnas y vigas en el modelo, se obtiene la rigidez
total de cada piso de la estructura, por el cual el parámetro de daño se puede definir como
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la relación entre la rigidez de la viga dañada y la no dañada. Por lo tanto, la matriz de
rigidez obtenida para la estructura no dañada es ahora más cercana a la experimental, con
diferencias absolutas entre elementos comprendidas entre 0,04 y 0, 41%, llegando a que el
modelo reproduce mejor las propiedades f́ısicas de la estructura [27].
Un aspecto importante a considerar en este modelo de red neuronal es que se realiza el apren-
dizaje y prueba, fuera de ĺınea, esto quiere decir, que se debe generar las bases de datos para
aśı poder utilizarla.

Método Nelder-Mead SimplexRed combinado con una red multicapa

Se diseña una red multicapa combinada con el método Nelder-Mead Simplex para detectar
daño, el cual consiste en emplear este método numérico para minimizar la función de objetivo
en un espacio multidimensional como lo es la red multicapa.
De modo que este método busca a partir de aproximaciones una solución óptima local con
N número de variables, cuando la función a minimizar vaŕıa suavemente. Debido a esto,
los ingenieros pueden emplearlo en la detección de daño, ya que se puede fijar los valores
de entrada y considerar factores externos tales como: vibraciones, vientos, materiales de
construcción, entre otros.
Esto se debe a que el método genera una nueva posición en cada interacción a través de
extrapolación del comportamiento de la función en los vértices de un simplex. Debido a
esto no es necesario calcular todos los valores posibles de la función, ya que el algoritmo
reemplaza los puntos de prueba ajustándose para aśı encontrar la solución que minimiza la
función más rápidamente
Por lo cual, no solo se requiere tener la base de datos que contenga las frecuencias naturales de
la estructura, sino también la flexibilidad modal de cada piso de la estructura. Por lo tanto,
se deberá definir una cantidad espećıfica de modos idénticos permitidos para no generar
conflicto con la definición de simplex.
Lo lleva a que el error máximo obtenido en la detección de daño es menor al 0,05 en 80% de
los casos que se estudiaron, por otra parte, se obtuvo una identificación errónea igual 3%, un
error mayor al 0.2 en 2% en las simulaciones realizadas y solo en el 1% de las simulaciones
no se detectó el daño.
En este caso se presentan ventajas: de basarse en consideraciones geométricas en vez de
requerir la derivada de la función objetivo, aśı mismo en las primeras interacciones se busca
un mı́nimo más amplio para aśı evitar caer en mı́nimos locales que dificulten el aprendizaje.
Mientras que la desventaja que presenta es que se requiere un mayor número de interacciones
aumentando aśı el tiempo que se requiere para la convergencia [28].

Detección de daño empleando redes neuronales convolucionales para identifica-
ción y redes neuronales convolucionales para clasificación, conocidas en inglés
como Convolutional Neural Networks for Indentification (CNNFI) y Convolu-
tional Neural Networks for Classification (CNNFC) respectivamente

En este caso se diseñan redes neuronales de tipo CNNFI y CNNFC, para la localización
de daños en estructuras de dif́ıcil acceso para equipos de diagnósticos. Por lo cual para eva-
luar su desempeño se requiere realizar pruebas más exhaustivas.
Por lo que, se emplea una combinación de estas redes con un método de histéresis para aśı
validar los resultados obtenidos a través de las redes neuronales. Permitiendo entender como
la activada śısmica afecta la disipación de enerǵıa en las estructuras a través de la generación
de ciclos de histéresis que describen el comportamiento de los materiales.
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Pero debido a que este estudio se realizó en un escenario controlado para realizar las prue-
bas de adquisición de datos y poder aśı obtener ı́ndices de rendimiento mejores que otras
redes neuronales diseñadas para detección. Esto provoca que se reduzca la veracidad de re-
sultados ante la presencia diferentes mecanismos de daño debido a la caracterización que
se requiere para diferentes ciclos de histéresis [29]. Ya que se empleara la metodoloǵıa de
redes neuronales, en la sección siguiente se profundizará en este método para aśı poder tener
un panorama más completo de la estructura de una red neuronal como de su funcionamiento.

2.8. Redes neuronales

El cerebro humano es considerado una computadora notable, capaz de interpretar in-
formación imprecisa, adquirida por los sentidos a una alta velocidad. Con la capacidad de
distinguir una voz en espećıfico entre una sala ruidosa, identificar una persona entre una
multitud o entender mensajes subliminales en discursos; siendo su capacidad más notable el
poder aprender requerir de instrucciones expĺıcitas.
Por la eficiencia que presenta el cerebro al realizar diferentes procesos, han inspirado a in-
vestigadores, ha desarrollar la teoŕıa de redes neuronales, conocida en inglés como; Neural
Networks (NN), la cual emula el funcionamiento de redes neuronales biológicas. Presentando
una alternativa a la computación clásica, para problemas, en los cuales los métodos tradi-
cionales no han sido eficientes o han entregan resultados insatisfactorios.
Por lo que, existen diferentes maneras para definir las redes neuronales, entre las cuales se
puede tener una descripción amplia y detallada hasta una corta y genérica. Como se presenta
a continuación:

Definición 1. “Sistema de computación hecho por un gran número de elementos simples,
elementos de proceso altamente interconectados, los cuales procesan información por medio
de su estado dinámico como respuesta a entradas externas” [30].

Definición 2. “Redes neuronales artificiales son redes interconectadas masivamente en para-
lelo de elementos simples (usualmente adaptativos) y con organización jerárquica, las cuales
intentan interactuar con los objetos del mundo real del mismo modo que lo hace el sistema
nervioso biológico” [31].

Por lo cual, las redes neuronales [32] son un método de aprendizaje y procesamiento au-
tomatizado, inspirado en el funcionamiento del sistema nervioso del ser humano. De modo
que se trata de un sistema que se encuentra compuesto por un conjunto de neuronas (no-
dos) interconectadas entre śı mediante enlaces (bias) colaborando entre śı para producir un
est́ımulo de salida, pareciéndose aśı al cerebro humano.
Respecto a cada neurona se considera una entrada o salida, que a su vez es entrada de las
neuronas en la capa antecesora, donde cada una de las entradas es multiplicada por un peso
sinóptico, sumándose aśı a los resultados parciales y al implementar una función de activa-
ción se calcula la salida. Siendo aśı la composición más simple de una red neuronal.
En resumen, las redes neuronales van más haya de los sistemas de redes interconectados masi-
vamente en paralelo de elementos simples, por lo cual se emplea una organización jerárquica.
De esta manera, las redes neuronales intentan resolver problemas complicados, creando aśı
un sistema adaptable que las computadoras emplean para aprender de sus errores y mejorar
continuamente, como lo hace el sistema nervioso biológico(ver figura 2.1 [33]). En la tabla
2.1, se presenta la comparación entre los elementos que componen una neurona biológica con
respecto a la neurona artificial.
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Figura 2.1: Red neuronal biológica.

Neurona biológica Neurona artificial
Dendritas Entradas

Sinapsis o Núcleo Pesos sinópticos
Axón Salidas

Tabla 2.1: Comparación entre una neurona biológica y una artificial.

2.9. Clasificación de Redes Neuronales

2.9.1. Clasificación según la topoloǵıa de red

Red neuronal monocapa o Perceptrón Simple, conocido en inglés como; Single
Layer Network

La red neuronal monocapa o perceptrón simple [34], es la red neuronal más simple que
existe de aprendizaje supervisado. Ya que se encuentra compuesto por una sola capa de
neuronas, como se presenta en la figura 2.2. [35]

Figura 2.2: Estructura red neuronal monocapa.

El funcionamiento de la red neuronal monocapa, consiste en leer los valores de entrada,
para aśı emplear la regla de propagación seleccionada y el resultado obtenido se introduce
en una función de activación que entregara el resultado final. En consecuencia, se puede
considerar que el funcionamiento es sencillo.
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Por otra parte, el proceso de aprendizaje en una red monocapa consiste en encontrar los
pesos sinópticos y el umbral (el grado de inhibición de la neurona), a partir de una selección
arbitraria de hiperparámetros, que se irán modificando de acuerdo con los valores deseados
y los calculados por la red. Por lo tanto, se trata de un proceso adaptativo que aprende de
manera iterativa siguiendo estos pasos:

1. Inicialización de hiperparámetros, en este caso: pesos sinópticos y umbrales.

2. Se crea un bucle el cual terminara cuando, los pesos sinópticos calculados nos entreguen
un error que se encuentre dentro del margen de error aceptable:

Leer valores de entrada.

Calcular error.

Evaluar error calculado con el error definido como aceptable.

• Error obtenido mayor al margen de error aceptable, se actualizan pesos sinópti-
cos según el error calculado.

◦ Actualización de pesos sinópticos de entradas.

◦ Actualización de umbral.

• Error calculado menor al margen de error aceptable, se detiene el bucle.

En general, este tipo de red solo se recomienda usar en sistemas lineales, debido a que
no dispone de capas ocultas que permitan un mejor aprendizaje y aśı poder obtener una
validación para su implementación en sistemas más complejos. Por lo cual la función de
activación más empleada para la red monocapa es la función sigmoide.

Red neuronal convolucional, conocida en inglés como; Convolutional Neural Net-
works (CNN)

Uno de los problemas clásicos en la inteligencia artificial, se presenta en la identificación
de objetos en imágenes. Debido a que se realiza mediante un aprendizaje automático, de
modo que sé basa en redes neuronales.
Sin embargo, al utilizar redes neuronales se presenta un desempeño adecuando cuando se
trata de detectar un elemento en imágenes pequeñas, pero si se desea localizar ese mismo
elemento en una imagen de mayor tamaño se vuelve insatisfactorio su desempeño. Dado que,
se requiere procesar un mayor número de ṕıxeles, lo que implica un aumento exponencial a las
variables de entrada (features) que se analizarán, provocando que el manejo de información
se dificulte o no la identificación por redes neuronales no sea una opción.
Esto se soluciona al emplear redes neuronales convolucionales [36], debido a que cada parte de
la red se le entrena con la finalidad de realizar un análisis, permitiendo reducir la arquitectura
de la red, en consecuencia la fase de aprendizaje será más rápida en realizar. Por lo cual, son
aplicadas en:

Problemas de visión por computador.

Análisis de imágenes.

Reconocimiento de imagen.
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Una red neuronal convolucional es capaz de detectar caracteŕısticas simples como: bordes,
ĺıneas, etc. y formar mapas de caracteŕısticas hasta detectar el elemento buscado. Como
sucedió en el 2012, cuando una “convolutional neural network”, ganó por primera vez la
competición de reconocimiento de objetos ImageNet, la cual consiste en clasificar 1000 ob-
jetos en conjuntos de más de un millón de imágenes [37].
La estructura habitual de una red neuronal convolucional, es de tipo multicapa conforma-
da por dos diferentes capas. Donde cada una se encarga de realizar operaciones espećıficas
dentro de la red, por lo cual es necesario conocer cómo funciona la capa: convolucional y de
reducción alternada, para poder usar al final una capa clasificadora de conexión total, como
se puede observar en la figura 2.3 [38].

Figura 2.3: Estructura red neurnal convolucional.

Antes de empezar a describir el funcionamiento de las redes neuronales convolucionales,
se necesita aclarar que el kernel, en este caso se considera como el filtro que se aplica a
la imagen, para poder extraer las caracteŕısticas importantes o los patrones que se desean
identificar.
En primer lugar, se tiene la capa convolucional, donde se realiza la operación de convolución.
La cual consiste en tomar un grupo de ṕıxeles de la imagen de entrada para ir realizando
el producto escalar con un filtro (kernel) estos se irá modificando de igual manera que los
pesos sinópticos. De modo que se genere un mapa de caracteŕısticas (features maps), en el
que se encontrará cada posible ubicación del filtro a partir de una imagen de entrada.
Las imágenes que entran, suelen tener dimensiones de n× n (matriz bidimensional), donde
n representa el número de ṕıxeles de alto y ancho. Por otra parte, la definición del número
de canales dependerá de los colores de la imagen, ya que si se encuentra en escala de grises,
equivaldŕıa a un canal o si se encuentra dentro del espectro visible “RBG” (rojo, verde y
amarillo), equivaldŕıa a 3 canales. Por lo cual, es necesario definir y considerar:

El tamaño de la matriz bidimensional del kernel, es variable y depende del diseñador
de la arquitectura, de acuerdo a las necesidades del problema a resolver.

El número de filtros que se empleen por capa, se determina de igual manera por el
diseñador.

Si la imagen se encuentra dentro del espectro “RGB”, se tendrán 3 filtros del mismo
tamaño, los cuales se sumarán para tener una imagen de salida.
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Se requiere normalizar los datos, es decir, se requiere codificar un pixel en 8 bits (1
byte). De modo que, un pixel permite hasta 256 variaciones de color, por lo tanto, cada
color tiene un valor espećıfico entre 0 y 255. Por lo cual, para normalizar cada pixel y
aśı encuentre en un rango de valores entre 0 y 1, se dividen los ṕıxeles entre el valor
más alto permitido 255.

Se debe de considerar que a mayor cantidad de filtros, la cantidad de caracteŕısticas que
se podrán extraer será mayor, pero aumentado aśı el costo computacional. Aśı mismo, si el
tamaño del filtro es grande, el número de pesos sinópticos que se deberán ajustar en la red
aumentara proporcionalmente.
La ventaja de utilizar filtros es que su tamaño determinara el número de neuronas que se
utilizaran:

Ejemplo 1. Si se tiene un filtro de 4× 4 se utilizarán 16 neuronas.

Esta caracteŕıstica sirve para extraer el mismo número de caracteŕısticas en cualquier par-
te de la entrada, aśı se puede se reduce el número de conexiones y el número de parámetros,
que se deben configurar dentro de la capa convolucional, los cuales son:

Paso (Stride): Establece el número de pasos que dará el filtro mientras recorrer la
imagen de entrada para aplicar la operación de convolución como se presenta en la
figura 2.4. Es importante que el stride sea de 2 o más, para conseguir que los mapas
de caracteŕısticas de salida tengan un tamaño reducido en comparación a la entrada.

Ejemplo 2. Recorrido del filtro atreves de los ṕıxeles de entrada.

(a) Número de pasos igual a 1.

(b) Número de pasos iagual a 2.

Figura 2.4: Recorrido del filtro de acuerdo al número de pasos definidos.

Función de activación: Se aplica después de aplicar la convolución en los mapas de
caracteŕısticas, para este tipo de redes se utilizan las funciones de activación: tangente
hiperbólico o ReLU, debido a que ofrecen una tasa de aprendizaje adecuada y monito-
rean la cantidad de neuronas muertas, que se presentan cuando la función de activación
como su derivada son iguales a cero.
También se podŕıan implementar las funciones de activación: Leaky ReLu o Softmax,
pero no se recomienda utilizar la función de sigmoide.
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Aśı mismo, junto a las capas de convolución se añaden otros dos tipos de capa:

Capa de activación: Se codifica de tal forma, que se encarga de aplicar las funciones de
activación a las neuronas, anteriormente vistas, a cada uno de los ṕıxeles de la imagen
de salida o a los mapas de caracteŕısticas.

Capa de normalización por lotes (Batch Normalization): Tienen una finalidad de nor-
malizar los mapas de caracteŕısticas de salida para que los valores que los compongan
estén en un rango normalizado de acuerdo a la función de activación.

En segundo lugar, se emplea la capa de reducción (pooling). Esta capa se emplea después
de una capa convolucional o antes de utilizar otra capa convolucional. Tiene la función de
disminuir el tamaño de los parámetros al eliminar las caracteŕısticas menos repetidas y con-
servar las caracteŕısticas más repetidas, para las siguientes capas convolucionales.
La disminución de parámetros se realiza mediante la extracción de caracteŕısticas, que con-
siste en reducir y codificar las variables sin procesar en caracteŕısticas más manejables que
describan los de datos originales, Se debe considerar que al realizar esto sé perdiendo pre-
cisión, pero se gana compatibilidad. Esta extracción de caracteŕısticas se puede realizar
mediante: la agrupación promedio (Average Pooling) o el máximo de una región fijada del
mapa de caracteŕısticas (Max Pooling).
Los parámetros de diseño para este tipo de capa son los stride (saltos), ya que deben ser
superiores o iguales a dos, debido a que la función de aplicación son filtros fijos de un tamaño
en espećıfico que realizan la aplicación del operador de convolución.
Por lo tanto, se tiene la peculiaridad de que pueden ser o no usadas debido a que si se emplea
un stride (paso) de valores superiores o iguales a dos en las capas de convolución se pueden
conseguir resultados similares. Es por ello por lo que en algunas arquitecturas de este tipo
de red no se utilizan.
Por último, para completar la estructura CNN, se requiere utilizar una capa de salida, la cual
es una capa totalmente conectada, conocida en inglés como; Fully Connected (FC) Layers.
Ante esta situación, para convertir los mapas de caracteŕıstica en vectores unidimensionales,
se emplea una capa que clasifique la salida, de forma tal, que se tendrá una neurona por
cada variación de color que se desee predecir.
Algunas de las redes CNN más importantes en los últimos años para reconocimiento de
objetos son:

AlexNet [37]
Se trata de una red compleja para reconocimiento de objetos que las empresas siguen
utilizando, y se encuentra compuesta por 5 capas convolucionales, 3 capas de reducción,
3 capas conectadas totalmente al final. Presentado una tasa de error del 25% al 17%,
al momento de reconocer un objeto determinado.

VGGNet [39]
Red para reconocimiento de objetos, con arquitectura conformada por 19 capas con-
volucionales con tamaños de filtro de 3 × 3 y paso igual a 1, y capas de max pooling
con paso igual a 2. Presentando una tasa de error del 7.2%, al momento de reconocer
un objeto determinado.

GoogLeNet [40]
Red enfocada a reconocimiento de objetos, presenta una arquitectura compleja, ya
que es un modelo bastante diferente al general que se ha mencionado. se encuentra
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compuesta por varios bloques, en los cuales se realizan diversas operaciones en paralelo,
en vez de en forma secuencial. Presentando una tasa de error del 6.7%, al momento
de reconocer un objeto determinado.

Red neuronal recurrente, conocida en inglés como; Recurrent Neural Network
(RNN)

La idea de las redes neuronales recurrentes [41] surge a partir de querer procesar datos
de manera secuencial o temporal, al contrario de las redes:

Feedforward, en las cuales los datos fluyen en una sola dirección

Red neuronal convolucional, como se presentó anteriormente, requieren realizar el pro-
ceso de convolución y clasificación para obtener una respuesta.

Mientras que las redes neuronales recurrentes, no tiene una estructura de capas definida
como se presenta en la figura 2.5 [42], es decir, presentan conexiones arbitrarias entre las
neuronas, permitiendo que los datos fluyan de una capa a otra a través de un estado oculto.
Lo que permite a la que la red tener memoria, en la cual se almacena información sobre los
estados anteriores.
Aśı mismo, la salida del estado oculto, se actualizan en cada paso de tiempo y en un momento
dado se utiliza como entrada para el siguiente paso de tiempo. De manera que, la RNN
presenta memoria a largo plazo, siendo capaz de detectar patrones previo a secuencias de
datos que se extienden por largos periodos de tiempo.

Figura 2.5: Estructura red neuronal recurrente.

Las redes neuronales recurrentes tienen variantes y cada una está sujeta a cierta selección
de hiperparámetros, por lo cual se presentaran las más conocidas y los usos de estas.

Redes recurrentes simples, conocida en inglés como; Simple Recurrent Networks (SRN)
Las redes neuronales recurrentes se incorporan la retroalimentación, lo que se consigue

CINVESTAV Departamento de Control Automático
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crear la temporalidad, permitiendo a la red que tenga memoria. Teniendo una estruc-
tura que se extenderá igual al número de datos en el vector x, como se presenta en la
figura 2.5, se explica de la siguiente forma:

• xt, es la entrada en un tiempo t.

• st, es el estado oculto, ya que no se observa como: dato o salida, en un tiempo t
que se calcula como:

st = f1(U xt + W st−1) (2.1)

• ot, es la salida en un tiempo t, tal que:

ot = f2(V st) (2.2)

En este caso la red solo se define como: una sola unidad, celda o cell, pero este pro-
cesamiento requiere de tres matrices de pesos sinópticos: U , V y W . Siendo esta la
estructura más simple de una red neuronal recurrente.

Red de memoria corta a largo plazo, conocida en inglés como; Long-Term Short Me-
mory (LTSM)
Dado que las redes neuronales recurrentes, presentan problemas en la fase de apren-
dizaje, ya que el gradiente de retropropagación es propenso a desvanecerse o crecer
desmesuradamente, esto se debe a que no solo depende del error presente sino también
de los errores pasados. Haciendo que la acumulación de errores dificulte la capacidad
de almacenamiento de la memoria a largo plazo.
Surgen las redes LSTM (Long Short Term Memory) las cuales están compuestas por
unidades LSTM como se presenta en la figura 2.6 [42], es un tipo especial de red neu-
ronal recurrente descrito en 1997 por Hochreiter & Schmidhuber [43]. De modo que
nos permiten solventar el problema presentado en las RNN, puesto que se incorporan
una serie de pasos que permite separar la información que se guardara en memoria de
la que se eliminara. La unidad de memoria de término largo, contiene tres puertas que
controlan el modo en que la información pasa de ct−1 a ct.:

• Puerta de entrada, controla la información que nueva que puede entrar o no.

• Puerta del olvido, se encarga de realizar la selección de información entre datos
importantes y superfluos. A partir de la utilización de switches que controlan el
“olvido” de la memoria pasada y la nueva información a “recordar”.

• Puerta de salida, es una selección controlada de los resultados obtenidos al pro-
cesar el almacenamiento actualizado.

Por lo que son empleadas para: compresión de textos de lenguajes naturales, reconoci-
miento de escritura a mano, reconocimiento de voz y reconocimiento de gestos, siendo
los más notados en los últimos años.

Unidades Recurrentes Cerradas, conocida en inglés como; Gated recurrent Unit (GRU)
Las redes Unidades Recurrentes Cerradas [44] es un tipo especial de red neuronal
recurrente, la cual es: unidad de memoria GRU que consta de dos puertas, controlan
el flujo de información:

• Puerta de actualización y una puerta de reajuste: Realiza la actualización de
datos que se indique de acuerdo con la cantidad de información que se requiera
mantener con respecto a las celdas anteriores.

CINVESTAV Departamento de Control Automático
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Figura 2.6: Estructura red neuronal LTSM.

• Puerta de reajuste: Incorpora las entradas actualizadas con los contenidos ante-
riores de la celda.

En comparación a las redes LSTM, que pueden operar con conjuntos de datos más
grandes, por lo cual son más expresivas y proporcionar mejores resultados ante contex-
tos complejos. Sin embargo, las redes GRU han demostrado que presentan un mejor
rendimiento en conjuntos de datos más pequeños. Ya que son más simples de diseñar:

• Requieren de un tiempo de aprendizaje menor.

• Tienen menos hiperparámetros.

• Ejecución más eficiente.

• No requieren de puerta de salida.

• Permite modelar una red neuronal recurrente estándar, al establecer la puerta de
reajuste a 1 y la puerta de actualización a 0.

Por lo que las redes neuronales recurrentes, son consideradas muy potentes, por esta razón
se emplean para procesar secuencias de datos en aplicaciones como lo son: reconocimiento
de voz, la traducción automática y la generación de texto.

2.9.2. Clasificación según el método de aprendizaje

Para una red neuronal; se derivan diferentes tipos de metodoloǵıas de aprendizaje; donde
consiste en distintas etapas, aunque el contenido o la metodoloǵıa utilizada vaŕıe, las etapas
suelen ser muy similares con diferencias entre śı.

Etapa 1. Recepción de la información.
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Etapa 2. Transmisión de la información.

Etapa 3. Comprensión de información.

Etapa 4. Retención la información a largo plazo.

Y en estas mismas se pueden subdividir; estas mismas metodoloǵıas de aprendizaje como:

Aprendizaje supervisado

El proceso de aprendizaje es realizado por un entrenamiento controlado o supervisado
[45], en el cual se determina la respuesta que debe de generar la entrada; esto se realiza a
partir de que se expone el sistema a una entrada a la cual se conoce la respuesta de salida
que se debe obtener, en el caso de que no sea correcta se modifican los pesos sinópticos, con
el fin de que la salida sea lo más próxima a lo deseado.
El aprendizaje supervisa puede realizarse por medio de los siguientes aprendizajes:

Aprendizaje por corrección de error
El cual ajusta los pesos de las conexiones de la red de acuerdo a la función de error co-
metido; el cual, es decir, que es la diferencia entre los valores esperados a los obtenidos.
Donde algunos algoritmos que se utilizan son:

1. Perceptrón.

2. Mı́nimo error cuadrado (Leat Mean Squared).

3. Programación hacia atrás (Backpropagation).

Aprendizaje estocástico
Es por el cual se realizan cambios aleatorios sobre los pesos; donde se va calculando la
predicción y a su vez va mejorando o empeorando con cada cambio hecho en los pesos;
por el cual en su aprendizaje va quedándose con los cambios que mejor resultado den.

Aprendizaje no supervisado [46]

Este tipo de aprendizaje es caracterizado porque no se requiere de conocer la salida para
el ajuste de los pesos sinópticos; el cual busca encontrar las caracteŕısticas, regularidades,
correlaciones o las categoŕıas que se puedan establecer entre los datos presentados en las
entradas. Lo principal que se toma en cuenta es en la interpretación de los datos de los
cuales dependerán de la estructura del algoritmo de aprendizaje empleado.
Como en el aprendizaje supervisado, el no supervisado también se puede dividir en diferentes
tipos de aprendizaje como lo son:

Aprendizaje hebbiano
Este tipo de aprendizaje permite medir la familiaridad de las caracteŕısticas de los
datos entrada.

Aprendizaje competitivo y comparativo
Este permite realizar la clasificación de los datos de entrada, donde consiste en ir
añadiendo elementos a una clase; por el cual si un nuevo elemento se determina que es
de la misma clase, los matiza; pero si son de forma contraria, crea una nueva clase con
el elemento asociado a una serie de pesos propios.

CINVESTAV Departamento de Control Automático
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Aprendizaje por refuerzo
Es considerado el aprendizaje más lento de su estilo; dado que en este caso no se
dispone de un conjunto complejo de datos exactos de salida, por el cual este indica
si el dato es aceptable o no, donde el algoritmo ajusta los pesos que se basan en un
mecanismo de probabilidades.

2.10. Comparación de redes neuronales

En la tabla 2.2, se presentan las caracteŕısticas más relevantes de las redes neuronales
anteriormente mencionadas, denotando sus ventajas y desventajas en cada caso.
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Red Ventajas Desventajas
Conexión hacia
adelante (red
feedforward)

Empleado regularmente pa-
ra selección y la clasifica-
ción de objetos.

Permite el aislamiento de
elementos del sistema para
su análisis.

Requiere de un alto número
de hiperparámetros.

Requiere de un tiempo de
aprendizaje largo.

Recurrentes

Empleada en predicción de
series de tiempo, ya que pre-
senta un buen desempeño.

Requiere del uso de la me-
moria interna.

El tiempo de aprendizaje es
menor en comparación a la
red feedforward.

Implementada en aplicacio-
nes de identificación y/o
control de sistemas.

Lo aprendido por la red, so-
lo se puede manejar con me-
moria de largo

Igual que las redes feedfor-
ward, se requiere de un gran
dimensionamiento.

Presenta problemas durante
la trasferencia de informa-
ción en la fase de aprendi-
zaje.

Algoritmos de aprendizaje
más complejos en compara-
ción a las redes feedforward,
debido a la presencia de re-
currencias.

Convolucionales

Considera una versión me-
jorada de las redes feedfor-
ward.

La fase de aprendizaje se
realiza más rápido en com-
paración de sus antecesoras.

Las dimensiones de la red
son menores a comparación
con la red feedforward.

Debido a la operación de
convolucional, la fase apren-
dizaje se complica, ya que
requiere un aprendizaje más
preciso.

Presenta mejores resultados
cuando se emplea, varias es-
tructuras de la misma red
conectadas entre śı.
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Hı́bridas

Presenta
mejores
resultados
cuando
se emplea
una sola
red.

Permite
aprovechar
las venta-
jas de la
cada red,
para aśı
obtener
mejores re-
sultados al
combinar
las estruc-
turas.

Las desventajas de las es-
tructuras de las redes em-
pleadas, se pueden heredar
total o parcialmente a la es-
tructura diseñada.

La fase de aprendizaje se
complica proporcionalmen-
te a la complejidad de la es-
tructura de la red.

Multilayer
perceptron
(Perceptrón
multicapa)

Presenta una alta capaci-
dad de aprendizaje.

Tienen una estructura fle-
xible, por lo cual se pue-
den diseñar, para reali-
zar predicciones con datos
de diversas naturalezas co-
mo: textos, imágenes, au-
dio, señales de sensores, etc.

En el caso de modelos no
lineales son capaces de re-
crearlos o crearlos.

Permite ejecutar la fase
de aprendizaje online (en
ĺınea), a partir de medicio-
nes que estén disponibles.

Requiere una base de datos
grande para realizar la fase
de aprendizaje.

Debido a su capacidad
de aprendizaje, tiende a
presentar sobre-aprendizaje
con mucha facilidad.

Presenta una función de
pérdida en general no con-
vexa con más de un mı́nimo
local, por lo que los valores
aleatorios inicialmente asig-
nados a los pesos sinópticos
de los enlaces entre neuro-
nas pueden tender a mode-
los con diferente precisión.

Requiere de un alto número
de hiperparámetros, lo que
dificulta su optimización.

Son muy sensibles a la esca-
la de los datos, por lo que
estandarizarlo de tal forma
que todas tengan un mismo
valor medio e idéntica des-
viación estándar

Tabla 2.2: Comparación entre diferentes tipos de redes neuronales.
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2.11. Redes neuronales y sus aplicaciones

Las redes neuronales se han utilizado para aprender estrategias de solución, esto se debe a
que pueden aprender y modelar las relaciones entre los datos de entrada y salida. Permitiendo
su uso en las siguientes tareas [47]:

Procesamiento de imágenes, para el diagnóstico médico mediante la clasificación de
imágenes médicas.

Reconocimiento de patrones, empleado en marketing mediante el filtrado de redes
sociales y el análisis de datos de comportamiento.

Predicciones, empleado en el sector financiero mediante el procesamiento de datos
históricos de instrumentos financieros.

Filtrado de señales.

Procesos en donde se requiera un control de calidad o una optimización.

Visión artificial, con las redes neuronales, la computadora puede distinguir y/o reco-
nocer imágenes.

• Reconocimiento visual de señales de tráfico y a otros usuarios del camino en los
veh́ıculos autónomos.

• Moderación de contenido para eliminar contenido inseguro o inapropiado en los
archivos de imágenes y videos.

• Identificación de rostros y reconocimiento de rasgos distintivo como ojos abiertos,
gafas y vello facial, mediante el uso de reconocimiento facial.

• Identificación de logotipos de marcas, ropa, equipos de seguridad en imágenes.

Reconocimiento de voz, mediante el análisis del habla humana a pesar de los diferentes
patrones de habla, el tono, el idioma y el acento.

• clasificación de llamadas de forma automática en centros de llamadas.

• Obtención de documentos de textos a partir de conversaciones en tiempo real.

• Generación de subt́ıtulos en videos y/o grabaciones de reuniones.

Procesamiento de lenguaje natural, procesamiento de los datos y los documentos de
texto para obtención de información.

• Generación de chatbots y agentes virtuales automáticos.

• Organización y clasificación de datos escritos.

• Análisis de documentos como lo son: formato largo, emails y formularios.

• Generación de resúmenes a partir de documentos.

• Clasificación de frases de acuerdo a palabras clave.
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2.11.1. Ventajas

Las redes neuronales permiten la toma de decisiones inteligentes en procesos compu-
tacionales con limitada participación humana, esto debido a que se encuentran diseñadas
para aprender y modelar relaciones complejas y no lineales entre datos de entrada y salida,
permitiendo denotar las siguientes ventajas [48].

La red neuronal presenta robustez que permite reconocer patrones con ruido, distor-
sionados o incompletos en datos de entrada y salida.

Ante la destrucción parcial de la red, se puede retener información que ha sido proce-
sada antes de presentarse la degradación de la estructura.

La complejidad del problema y los criterios de diseño de la red son independientes entre
śı, debido a que se puede utilizar una red neuronal con el mismo número de neuronas
y/o capas ocultas para problemas de diferentes complejidades y lo que determinara si
se requiere modificar sus criterios de diseño serán los ı́ndices de desempeño obtenidos.

Los criterios de diseño son de rápido ajuste y simulación que permite obtener gráficas
en las que se puede observar desempeño que se tiene en cada intención de entrenamiento
o la actualización de los pesos sinópticos de cada neurona.

Presenta un aprendizaje adaptativo, el cual consiste en aprender a realizar tareas ba-
sadas a partir de una fase de aprendizaje o una experiencia inicial.

Presenta un proceso de auto-organización mediante el cual crea su propia organización
y/o representación de información que recibe durante la etapa de aprendizaje.

Responden apropiadamente ante la generalización, esto significa que presenta la habili-
dad de inducir caracteŕısticas generales a partir de los datos particulares de aprendizaje,
permitiendo reconocer patrones a los que no han sido presentados con anterioridad.

Permite operación en tiempo real.

Las redes neuronales presentan una inserción dentro de la tecnoloǵıa existente, debido
a que mejoran su funcionalidad en cierta tarea.

2.11.2. Desventajas

Aśı mismo, las redes neuronales, ante la falta de reglas definitorias durante el proce-
dimiento de realización de una red, se presentan algunos problemas que hacen notar las
desventajas [49] de las mismas, como lo son:

Presenta un comportamiento de un sistema de black box (caja negra).

Los criterios de diseño son arbitrarios, entre estos se encuentran: el dimensionamiento,
inicialización de pesos sinópticos, número de bias.

Soluciones diferentes ante la división aleatoria de datos para aprendizaje, validación y
test, que pueden provocar sobreaprendizaje o perdida de generalización.

La complejidad de aprendizaje está relacionada con la tarea a realizar, debido a que
entre más necesite aprender una red, más complicado será entrenarla.
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El tiempo de aprendizaje depende de dos factores: la cantidad de patrones a identificar
o clasificar y la flexibilidad o capacidad de adaptación de la red neuronal para reconocer
patrones que sean sumamente parecidos, esto determinará el tipo requerido para que
la red converja.

Cuando se requiere una mayor flexibilidad para la red neuronal, se necesita una can-
tidad mayor de datos para su aprendizaje debido a que se necesita más información
para enseñarle y aśı realice de forma adecuada la identificación.

La red por śı sola proporciona una salida, que no puede ser interpretado por śı misma,
por lo que requiere de la intervención del programador y de la aplicación en śı para
interpretar lo que se ha aprendido y aśı encontrar un significado a la salida proporcio-
nada.

Por lo que, la red neuronal más común para este tipo de estudio es la implementación de red
neuronal multicapa entrenada por backpropagation, también conocida como ≪red neuronal
backprop≫. La red neuronal backprop con una función de activación sigmoide en cascada
donde las salidas de una capa, multiplicadas por los pesos, sumadas y luego desplazadas por
un sesgo, se utilizan como las entradas de la capa siguiente. Una vez elegida la arquitectura
de la red, la función representada por la red neuronal se codifica mediante los pesos y los
sesgos.
De modo que datos se ejecutan repetidamente a través del aprendizaje, hasta llegar a un
error aceptable entre en los datos y la red neuronal. Lo que nos lleva a que las ventajas,
limitaciones y desventajas de esta metodoloǵıa pueden ser englobadas juntas debido a que
depende de la estructura del caso de estudio:

El peso computacional asociado al aprendizaje de la red neuronal está directamente
relacionada con el tamaño de la estructura, por lo cual al tener mayor número de pisos
la estructura, el aprendizaje de la red es más mayor.

Se requiere utilizar el algoritmo de optimización adecuado al sistema con tal de obtener
un mejor procesamiento de datos.

La definición de la cantidad de capas ocultas y el número de neuronas por capa se
realizó a partir de diferentes simulaciones.

Selección adecuada de datos de aprendizaje para la red neuronal.

La red neuronal puede presentar sobre-aprendizaje, en este sentido la red presenta un
aprendizaje a tal grado que solo puede identificar un sistema siempre y cuando las
condiciones de aprendizaje y prueba sean iguales o similares lo más posible.
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Modelo matemático de las estructuras
de tipo edificio

3.1. Conceptos fundamentales

Antes de presentar el modelo matemático recordaremos algunos conceptos para entender
los resultados obtenidos. Debido a que las estructuras civiles experimentan vibraciones ante
la presencia de actividad śısmica, se obtiene una base de datos para determinar la frecuencia
natural y la relación con el amortiguamiento de la misma.

3.1.1. Vibración

Una vibración mecánica [50] se describe como el movimiento periódico repetitivo de un
objeto alrededor de una posición de equilibrio, sin que se genere desplazamiento.

Vibración libre: Se produce a partir de un impulso inicial con condiciones iniciales en
posición y velocidad.

Vibración forzada: Se produce partir de una fuerza o perturbación externa al sistema,
aplicada de forma continua en cada instante de tiempo.

Las vibraciones que se presentan a partir de terremoto en las estructuras civiles suelen
provocar daños a la construcción, como lo son:

Destrucción del techo.

Vidrios que se rompen.

Fisuras en pisos y columnas.

El criterio empleado para la identificación de daños generados por la vibración está enfocado
en la deformación de materiales. Por lo que la resistencia de materiales es el punto admisible
para localizar la deformación en las estructuras civiles estudiadas, y se pueda concluir el
ĺımite admisible de la vibración que soporta el cuerpo de estudio antes de presentar algún
daño.
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3.1.2. Movimiento armónico

Es un movimiento vibratorio donde la posición (x(t)), velocidad (v(t)) y aceleración (a(t))
suelen ser descritas mediante funciones senoidales o cosenoidales, generalmente en una sola
dirección.
El movimiento armónico más sencillo es el movimiento armónico simple (ver figura 3.1),
donde la ecuación de movimiento es, dada por una función:

x(t) = Asin(ωt+ ϕ)

x(t) = Acos(ωt+ ϕ)
(3.1)

donde, A, ω, t y ϕ, representan la amplitud de la onda, frecuencia excitante, instante en un
tiempo y ángulo de fase, respectivamente.
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Figura 3.1: Movimiento armónico.

3.1.3. Frecuencia

La frecuencia de un objeto en vibración se determina con el número de ciclos completos,
generados en un segundo, siendo su unidad de medida Hertz (Hz) [51].

T =
1

f
−→ T = n · dt

F =
ωn

2π

(3.2)

donde, T , f , n, dt, ωn, π, representan el periodo, la frecuencia, el número de ciclos com-
pletos, el tiempo de muestreo, la frecuencia natural y la relación entre la longitud de una
circunferencia con su diámetro en geometŕıa euclidiana respectivamente.

Frecuencia natural [52]: Es la frecuencia a la que sigue vibrando un sistema mecánico,
después que se retira la señal de excitación.

ωn = 2πf (3.3)
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Frecuencia de excitación externa: En el caso de las estructuras civiles, las fuentes de
vibraciones externas son generalmente debidas a: circulación vehicular en calles o rutas
y ferrocarriles, operación de maquinaria pesada relacionada con la construcción, vientos
fuertes, aśı como los movimientos telúricos o comúnmente conocidos como actividad
śısmica.

x(t) =
1

ωn − ωe

(3.4)

Frecuencia de resonancia: La Resonancia es un fenómeno que amplifica una vibración.
Se produce cuando una vibración externa se transmite a un objeto cuya frecuencia
natural es igual o muy cercana a la de la fuente.

ωe ≈ ωn (3.5)

3.1.4. Amortiguamiento

El amortiguamiento en las estructuras civiles [53] es considerado un efecto disipativo, el
cual se representa con la pérdida de enerǵıa que genera un sistema mecánico en movimiento.
Siendo un fenómeno asociado con la fricción y las micro-fracturas internas.
Los valores de amortiguamiento en estos modelos son aproximados y se basan en mediciones
experimentales en las estructuras civiles. Por lo que todas las estructuras poseen un factor
de amortiguamiento propio, pero hay dispositivos que incrementan el amortiguamiento disi-
pando enerǵıa cuando la estructura se mueve.
Las tres fuentes t́ıpicas de amortiguamiento [54] son:

La fricción seca o rozamiento.

La fricción viscosa.

El amortiguamiento histerético asociado a la deformación de los materiales.

3.2. Instrumentos de medición de vibraciones

La medición de vibraciones es de gran interés en la ingenieŕıa estructural, ya que se
requiere el estudio de las oscilaciones mecánicas que se presentan en las estructuras civiles;
por consecuencia la medición del movimiento del suelo durante un terremoto proporciona
datos básicos con la finalidad de registrar los movimientos resultantes de una estructura
brindando la información sobre el cómo se comporta durante el movimiento telúrico, para
realizar estudios, análisis o conclusión del sistema bajo pruebas.
El proceso de medición se ilustra en la figura 3.2 [55], donde se muestra el procedimiento
para la adquisición de la medición, el cual se encuentra conformado por:

Transductores de vibraciones: Se representa como un sistema de masa-resorte-amortiguador
montado dentro de un marco ŕıgido que se fija a la superficie cuyo movimiento se va
a medir. Funcionando a partir del movimiento del punto de apoyo, la masa del trans-
ductor se mueve en relación con el marco y el desplazamiento relativo se registra en la
señal obtenida, trasforma las vibraciones en señales eléctricas.

Un sistema de acondicionamiento de señal: Recolecta las diferentes señales para am-
plificarlas a niveles de tensión adecuados para el sistema de adquisición de datos.
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Tarjeta de adquisición de datos: Realiza la digitalización de la señal, en la cual se
realiza un muestreo individual de la señal analógica obtenida, en el acondicionamien-
to de señal para aśı ingresarla a una computadora donde se realizan diversos tipos
de procesamiento, obtener toda la información necesaria para análisis y/o control de
vibraciones.

Figura 3.2: Proceso de Medición de vibraciones.

Los datos obtenidos pueden ser usados para minimizar o eliminar el ruido de medición
generado en la obtención de las mediciones de vibración.

3.2.1. Medición de desplazamiento

La utilización de mediciones de desplazamiento [56] como factor para determinar el de-
terioro o daño sufrido en estructuras civiles a partir de la presencia de actividad śısmica,
son poco empleadas debido a la complejidad para obtener instrumentos de medición que
proporcionen las correctas mediciones, aśı como de la idealización en los escenarios para su
utilización.
Debido a esto, la medición de desplazamiento requiere tener disponible el desplazamiento
relativo (u(t)) y el desplazamiento del suelo o soporte (ug(t)) en caso de ser un modelo ex-
perimental. Estas mediciones se basan en hacer que el resorte del transductor de vibración
que se coloque en el soporte, sea menos flexible o que la masa del transductor sea mayor
para poder obtener una lectura.
Pero si se emplean ambas consideraciones al momento de presentarse activad śısmica, el so-
porte oscilará y la mesa a la cual se encuentre sujeta no se moverá. Siendo aśı un instrumento
de medición dif́ıcil de manejar, debido a las caracteŕısticas que debe cumplir el transductor
de vibración; ya que se debe anticipar el desplazamiento máximo del soporte (ugo), el cual
puede oscilar entre 12 y 36 pulgadas dependiendo de la intensidad del movimiento telúrico.
Por lo que el movimiento armónico ante actividad śısmica queda descrito como:

ug(t) = ugosinωt (3.6)

Para frecuencias de excitación superiores a la frecuencia natural; que presenten un factor de
modificación en la fuerza (R) cerca de la unidad y el ángulo de fase (ϕ) sea aproximadamente
de 180°, y la ecuación se reescribe como:

u(t) = −ugosinωt (3.7)

Por lo cual, el desplazamiento registrado es igual al desplazamiento del soporte con signo
negativo. Pero si la frecuencia de resonancia es muy pequeña, la atenuación del instrumento
no es un parámetro cŕıtico, por lo cual tendrá poco efecto en el movimiento registrado.
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3.2.2. Medición de aceleración

El movimiento a medir suele variar aleatoriamente con el tiempo y puede contener mu-
chos componentes armónicos que cubren una amplia gama de frecuencias. Sin embargo, es
muy importante considerar primero el grado de movimiento armónico, que generará el des-
plazamiento de la masa estructural con respecto a la estructura metálica o marco móvil en
prototipos se puede reescribir como:

u(t) = −
[(

1

ω2
n

)
Rd

]
üg

(
ϕ

ω

)
(3.8)

donde, Rd y üg son dos términos nuevos que representan el factor de respuesta de deforma-
ción y la aceleración del suelo respectivamente.
En la ecuación anterior, el desplazamiento se registra por medio de la aceleración con un
factor de corrección dado por −Rd/ω

2 y el registro por el desfase temporal es ϕ/ω. Y esto
depende de la frecuencia ω, pero ω2

n es una constante en el instrumento independiente del
movimiento del soporte.
El diseño se basa en hacer que el factor de modificación en la fuerza (R), y ϕ/ω sean in-
dependientes de la frecuencia de excitación. Debido a que cada componente armónico de la
aceleración [57] se registra con el mismo coeficiente relación y con un retardo de tiempo.
Aunque el movimiento registrado consta de muchos componentes armónicos, el desplaza-
miento registrado tiene la misma forma que el movimiento de referencia en el tiempo.
Los equipos disponibles actualmente para medir la aceleración del suelo debido a terremotos,
presentan las siguientes caracteŕısticas:

El rango de frecuencia es de 0 a 100 Hz y el error es insignificante.

Se registra el desplazamiento del suelo y no la aceleración.

El rango de movimiento del suelo es desde 0.001 hasta 2 g, donde g es la aceleración
gravitacional, que siente un cuerpo debido a la fuerza de la gravedad

3.2.3. Información requerida para la medición

En la medición de prueba de vibración se debe tener en cuenta diversos factores los cuales
determinaran la metodoloǵıa a utilizar, donde se consideran:

Selección de instrumentación: se considera que en la mayoŕıa de los casos, las mediciones
no se pueden tomar debido a restricciones del terreno que impiden el acceso a la
estructura. Lo cual se complica debido a que los dispositivos requieren estar en contacto
con la superficie que se está midiendo, no como en el caso de los acelerómetros, pero
siendo esta la única medición disponible.

Caracteŕısticas de la fuente de excitación:

• Duración de la excitación.

• Variación de la amplitud de la excitación: Estable, ćıclica, aleatoria o aperiódica.

Información primaria concerniente a la estructura espećıfica que se va a estudiar como
son:

• Caracteŕısticas estructurales: Altura, extensión, materiales y fundación.
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• Parámetros dinámicos teóricos: Formas de modales, frecuencias naturales y amor-
tiguamiento.

• Caracteŕısticas del terreno: Propiedades geotécnicas del suelo, excavaciones, esta-
bilidad.

Tipo de análisis para los resultados.

3.3. Modelo matemático

El modelado matemático es hoy un medio imprescindible para la resolución de una gran
variedad de problemas (cient́ıficos, económicos, biológicos) y en particular para el estudio de
los llamados sistemas dinámicos. Su estudio está motivado por los avances en procesadores
de cálculo, nuevas teoŕıas matemáticas y el análisis de sistemas [58].
Desde el punto de vista matemático, los modelos se definen como descripciones lógicas sobre
hechos y/o fenómenos del mundo real, que van desde el crecimiento de una población hasta
fenómenos f́ısicos como la velocidad, como el voltaje o la temperatura.
La finalidad del modelado matemático es entender ampliamente el fenómeno y aśı predecir
o tener una idea de su comportamiento futuro bajo determinadas condiciones, los puntos
del proceso en general para elaborar un modelado matemático que involucran los siguientes
pasos [59]:

1. Seleccionar un problema del mundo real: El modelado matemático es en cierta medida
multidisciplinario, ya que bien puede aplicarse tanto a la ingenieŕıa en sus diferentes
ramos, como a la economı́a, el medio ambiente, astronomı́a, la agricultura, etc.

2. Formular un modelo matemático acerca del problema: Mediante la identificación de
las variables del problema coma la aplicación de las leyes universales (f́ısicas, qúımicas,
matemáticas) estableciendo hipótesis que permitan tratar dicha formulación de manera
matemática.

3. Aplicar los conocimientos matemáticos de abstracción: De tal forma que permitan
obtener conclusiones matemáticas concretas (modelos matemáticos reducidos).

4. Simular y comparar los resultados obtenidos con los datos reales: Esto para validar el
modelo matemático resultante. Si los datos difieren considerablemente, se reinicia el
proceso.

Para solucionar el problema de modelado se entiende la comprensión o entendimiento de
un sistema determinado que permita predecir su comportamiento y posiblemente obtener
información sobre cómo identificar y/o controlar el sistema real. En general, los modelos de
sistemas se pueden obtener de 2 formas:

Anaĺıticamente.

Experimentalmente.

Algunos de los problemas principales de obtener modelos mediante experimentos son los
siguientes:

Podŕıa resultar muy caro.
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Podŕıa resultar muy peligroso.

El sistema requerido para el experimento podŕıa no existir.

Por otro lado, coma cuando el modelo se obtiene a través del análisis (matemático) del
sistema, entonces se recurre a la simulación. La simulación es un experimento desarrollado
sobre un modelo virtual, con el objetivo de estudiar su comportamiento bajo diferentes
condiciones de operación. Algunas de las razones principales para utilizar la simulación son:

Supresión de efectos secundarios.

Se evita el problema de hacer experimentos muy caros o muy peligrosos.

La escala de tiempo no es compatible con el experimento.

Las variables a medir podŕıas estar e inaccesibles.

Fácil manipulación.

Supresión de perturbaciones.

Sin embargo, el abuso en la simulación también trae consigo sus consecuencias. Algunos de
los problemas que se tienen al utilizar la simulación son:

Forzar la realidad a las restricciones del modelo.

Olvidar que el modelo tiene un nivel de precisión limitado.

Ahora bien, empleando un formalismo del modelo matemático [60] consiste en la representa-
ción de un sistema o proceso por medio del lenguaje matemático, de tal modo que describe
y predice el comportamiento de las caracteŕısticas más sobresalientes y de mayor interés.
Donde los elementos esencialmente son las variables y las funciones relacionadas mediante
expresiones matemática.
Por consiguiente, si aplicamos lo anterior para obtener un modelo matemático que describa
el comportamiento de una estructura civil, como un sistema lineal de múltiples grados de
libertad, como se presenta en la figura 3.3 [61], la cual representa una edificación sometida
a una excitación externa de tipo śısmica.
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Figura 3.3: Edificio de n− pisos.

Para obtener el modelo matemático de una estructura de tipo inmueble, esta se considera
como un conjunto de n masas que se encuentran interconectadas por medio de resortes, aśı
como de amortiguadores viscosos lineales. Donde se tienen las siguientes consideraciones:

Los cimientos de la estructura se encuentra enterrados bajo suelo firme, para aśı so-
portar el peso de la edificación.

Los diafragmas o pisos de una edificación, determinan el comportamiento de las cargas
gravitacionales y laterales que presenta una estructura. Por lo cual tiene dos funciones:

1. Transferir las cargas horizontales o cargas śısmicas a los elementos verticales.

2. Transferir cargas verticales a los pisos inferiores, atravez de las columnas que son
flexibles para deformación.

Por lo cual se emplea la formulación de Euler-Lagrange que incluye funciones de enerǵıa
disipativa, requeridas para las estructuras tipo edificio, lo que nos lleva a la ecuación (3.9).

d

dt

(
∂L

∂ẋi

)
− ∂L

∂xi

+
∂R

∂ẋi

= Fe (3.9)

Donde:

Fe representa las fuerzas externas ejercidas en la estructura tipo edifico por un sismo.

Las coordenadas generalizadas son xi i = 1, 2, . . . , n.

R es una función de disipación de Rayleigh donde en la que se representa la fuerza
absorbida por el amortiguador por la estructura tipo edificio [62].

L es la función lineal conocida como lagrangiano, la cual se define en la ecuación (3.10)
que involucra T y U las cuales representan la enerǵıa cinética y la enerǵıa potencial,
respectivamente.

L = T − U (3.10)
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Las funciones T , U , y R, son definidas en las ecuaciones siguientes (3.11), (3.12) y (3.13),
en función de las variables mi, ci y ki con i = 1, 2, · · · , n, son la i−ésima masa, rigidez y
amortiguamiento de entre los pisos de la estructura, siendo estas las caracteŕısticas f́ısicas.

T =
1

2
(mix

2
i ) (3.11)

U =
1

2
ki(xi − xi−1)

2 (3.12)

R =
1

2
ci(ẋi − ẋi−1)

2 (3.13)

Tal que se inicia desde i = 1 hasta n:

T =
n∑

i=1

1

2
(mix

2
i ) =

m1ẋ
2
1

2
+

m2ẋ
2
2

2
+

m3ẋ
2
3

2
+ · · ·+ mnẋ

2
n

2
(3.14)

U =
n∑

i=1

1

2
ki(xi − xi−1)

2 = −k1
2
[x1]

2 − k2
2
[x2 − x1]

2 − k3
2
[x3 − x2]

2 − · · · − kn
2
[xn − xn−1]

2

(3.15)

R =
n∑

i=1

1

2
ci(ẋi − ẋi−1)

2 =
c1
2
[ẋ1]

2 +
c2
2
[ẋ2 − ẋ1]

2 +
c3
2
[ẋ3 − ẋ2]

2 + · · ·+ cn
2
[ẋn − ẋn−1]

2

(3.16)

El siguiente paso es definir las ecuaciones de movimiento, a partir de las derivadas parciales
de la ecuación (3.9), con respecto a la primera coordenada generalizada xi, como se expresan
a continuación para el caso x1 se obtienen las ecuaciones (3.17), (3.18) y (3.19).

∂L

∂q̇i
=

∂L

∂ẋ1

= m1ẋ1 (3.17)

∂L

∂qi
=

∂L

∂x1

= −k1(x1) + k2(x2 − x1) (3.18)

∂R

∂q̇i
=

∂R

∂ẋ1

= c1(ẋ1) + c2(ẋ1 − ẋ2) (3.19)

Se realiza el mismo procedimiento, para la coordenada x2:

∂L

∂q̇i
=

∂L

∂ẋ2

= m2ẋ2 (3.20)

∂L

∂qi
=

∂L

∂x2

= −k2(x2 − x1) + k3(x3 − x2) (3.21)

∂R

∂q̇i
=

∂R

∂ẋ2

= c2(ẋ2 − ẋ1) + c3(ẋ2 − ẋ3) (3.22)

Se repite este procedimiento para obtener las derivadas de cada piso xi de la estructura hasta
llegar al último piso xn.

∂L

∂q̇i
=

∂L

∂ẋn

= mnẋn (3.23)

∂L

∂qi
=

∂L

∂xn

= −kn(xn − xn−1) (3.24)

∂R

∂q̇i
=

∂R

∂ẋn

= cn(ẋn − ẋn−1) (3.25)
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Al resolver las derivadas con respecto al tiempo se obtiene un conjunto de ecuaciones diferen-
ciales ordinarias (3.17)-(3.25), que se sustituyen en la ecuación dinámica de Euler-Lagrange
(3.9).

m1ẍ1 + c1ẋ1 + k1x1 + k2(x1 − x2) + c2(ẋ1 − ẋ2) = Fe1 (3.26)

m2ẍ2 − c2ẋ1 + (c2 + c3)ẋ2 − c3ẋ3 − k2x1 + (k2 + k3)x2 − k3x3 = Fe2 (3.27)

m3ẍ3 − c3ẋ2 + (c3 + c4)ẋ3 − c4ẋ4 − k3x2 + (k3 + k4)x3 − k4x4 = Fe3 (3.28)

... =
...

mnẍn + kn(xn − xn−1) + cn(ẋn − ẋn−1) = Fen (3.29)

Donde:

Fei, representa la actividad śısmica que afecta a cada piso de la estructura y su com-
portamiento se describe por la ecuación (3.30).

Fei = miüg(t) (3.30)

üg, es la aceleración del suelo en el que se encuentre fijada la estructura.

El sistema puede ser reescrito en forma matricial con Ms, Cs y Ks, como se presenta en la
ecuación (3.31), a partir de las ecuaciones (3.26) - (3.29).

Msẍ(t) + Csẋ(t) +Ksx(t) = −Ms1ẍg (3.31)

1 = [1, 1, 1, . . . , 1] ∈ Rn×1

Donde, 1 es eñ vector que distribuye la señal escalar ẍg a cada piso de la estructura. Y las
matrices de masa, amortiguamientos y rigidez, se encuentran definidas por las ecuaciones
(3.32)-(3.34), en las cuales mi, ci y ki con i = 1, 2, . . . , n, son la i−ésima masa, rigidez y
amortiguamiento de entre los pisos de la estructura, siendo estas las caracteŕısticas f́ısicas.

Ms = diag[m1, m2, m3, . . . , mn] > 0 ∈ Rn×n (3.32)

Cs =


c1 + c2 −c2 · · · 0 0

−c2 c2 + c3 · · · ...
...

...
...

. . .
...

...
...

... · · · cn−1 + cn cn
0 0 · · · −cn cn

 > 0 ∈ Rn×n (3.33)

Ks =


k1 + k2 −k2 · · · 0 0

−k2 k2 + k3 · · · ...
...

...
...

. . .
...

...
...

... · · · kn−1 + kn kn
0 0 · · · −kn kn

 ≥ 0 ∈ Rn×n (3.34)

Aśı mismo, los vectores de desplazamiento, velocidad y aceleración, son mediciones relativas
con respecto a la posición inicial y están representados por x(t), ẋ(t) y ẍ(t), respectivamente.

x(t) = [x1(t), x2(t), x3(t), . . . , xn(t)]
T ∈ Rn×1

ẋ(t) = [ẋ1(t), ẋ2(t), ẋ3(t), . . . , ẋn(t)]
T ∈ Rn×1

ẍ(t) = [ẍ1(t), ẍ2(t), ẍ3(t), . . . , ẍn(t)]
T ∈ Rn×1 (3.35)

1 = [1, 1, 1, . . . , 1] ∈ Rn×1
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Definiendo la estructura tipo edificio en variables de estado se parte de la ecuación (3.36),
lo que permite reescribir el modelo presentado en la ecuación (3.9), a la su representación
en variables de estado como se presenta en la ecuación (3.37).

z(t) =

[
z1(t)
z2(t)

]
=

[
x(t)
ẋ(t)

]
(3.36)

[
ż1(t)
ż2(t)

]
=

[
0n×n In×n

−M−1
s Ks −M−1

s Ds

]
︸ ︷︷ ︸

A

[
z1(t)
z2(t)

]
−
[
0n×n

1

]
︸ ︷︷ ︸

B

y(t) =
[
In×n 0n×n

]︸ ︷︷ ︸
C

z(t)

(3.37)

A partir del modelo en variables de estado de la estructura tipo edificio presentado en
la ecuación (3.37), se obtiene que y(t), representa las salidas del sistema en términos de
desplazamiento que se presenta en cada piso. Esta representación del sistema permite:

Realizar simulaciones a lazo abierto para la recolección de datos de comportamiento
ante la presencia de una perturbación śısmica.

La matriz A de la ecuación (3.37), proporciona los valores propios del sistema.

Los polos del sistema se pueden expresar en términos de las frecuencias naturales
y los factores de amortiguamiento, como se presenta en la ecuación (3.38). Donde
j ∈ {1, 2, . . . , n}, de forma que para cada par de polos se pueda obtener la frecuencia
natural y su respectivo factor de amortiguamiento.

s(2j−1, 2j) = −ωn(j)
ξ(j) ± i ωn(j)

√
1− ξ2(j) (3.38)

En este tipo de sistemas que describen el comportamiento de una estructura de tipo
edifico, los polos serán complejos conjugados [63].

3.3.1. Caracteŕısticas que pueden ser modificadas

Las caracteŕısticas que se requieren considerar y que pueden ser modificadas en el modelo
son [64]:

Las estructuras civiles reales son sistemas de múltiples grados de libertad, por lo cual
suelen poseer el mismo número de formas modales que grados de libertad, donde cada
una tiene su propia frecuencia a la que vibra ante presencia de actividad śısmica.

La frecuencia fundamental es la forma modal más baja a la que vibra la estructura.

El amortiguamiento de la estructura civil depende del tipo de construcción [65].

El amortiguamiento suele aumentar con el incremento de los desplazamientos que pre-
sente la estructura civil.

Los daños caudados por vibración pueden ser mitigados al modificarse el periodo de
vibración en la estructura, esto puede ser por medio de:

• Aumento de masa [66]
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Ejemplo 3. Aumento de amortiguamiento por medio de masa sintonizada.
Esto consiste en suspender un cuerpo esférico que se encontrará sujeto mediante
cables de acero a la parte superior de la estructura, asemejando a péndulo y conec-
tando la estructura con la esfera por medio de amortiguadores de fluido viscoso.
El ejemplo más claro seŕıa la Torre Taipei 101, en Taiwan como se presenta en
la figura 3.4 [67], donde el péndulo sé ajusta con precisión a la frecuencia natural
de vibración de la estructura.
Esto es posible, ya que se emplea un acoplamiento entre la frecuencia natural de
la estructura y un oscilador simple para contrarrestar la frecuencia de resonancia
y minimizará la respuesta dinámica de la estructura.

Figura 3.4: Aumento de amortiguamiento por medio de masa sintonizada, en Torre Taipei
101.

• Amortiguamiento artificial [68].

Ejemplo 4. Amortiguadores viscosos.
Un amortiguador viscoso o de fluidos, se presenta en la figura 3.5 [69], el cual
es un pistón que transmite la enerǵıa por medio del moviendo de fluido en el
regulador, este movimiento del fluido absorbe la enerǵıa cinética y la convierte en
calor. Por lo que, durante un terremoto, la fuerza generada por la aceleración se
transmite al amortiguador, donde se regula el paso de fluido comprimido a través
de pequeños hoyos. Aśı la enerǵıa śısmica es disipada tan rápido como el ĺıquido
fluye a través de los agujeros.
Esto genera que la estructura presenten menos movimientos horizontales, aśı como
daños causados por actividad śısmica.
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Figura 3.5: Funcionamiento de un amortiguador viscoso.

Una estructura civil puede llegar a vibrar en frecuencias en las que un ser humano las
perciba (3 Hz – 8 Hz).

Una carga dinámica puede hacer resonar la estructura.

3.4. Modelo de histéresis de Bouc-Wen

El modelo de histéresis de Bouc-Wen [70] es el modelo matemático más utilizado en
ingenieŕıa estructural, debido a que describe el comportamiento no lineal de los mate-
riales cuando estos se encuentran sometidos bajo cargas ćıclicas, las cuales son genera-
das cuando las estructuras están sujetas a diferentes fuerzas mecánicas, deformaciones,
tensiones y estrés. Este modelo se basa en la teoŕıa de histéresis desarrollada por Bouc
y Wen en la década de 1960, y desde entonces ha sido ampliamente utilizado en el
análisis de estructuras sometidas a cargas śısmicas.
Se reescribe el sistema (3.31) como:

Msẍ(t) + Csẋ(t) +Ksx(t) + ρ(x, z) = −Ms1ẍg (3.39)

ρ(x, z) = [ρ1(x1, z1) ρ2(x2, z2) . . . ρi(xi, zi)]
T

El modelo de histéresis de Bouc-Wen se basa en una serie de ecuaciones, las cuales
describen la relación que existe entre la fuerza, el desplazamiento y la velocidad. Es-
tas ecuaciones incluyen parámetros que representan la rigidez, el amortiguamiento, la
asimetŕıa y la elasticidad en la estructura. Estos parámetros son determinados experi-
mentalmente a partir de pruebas de laboratorio o mediante técnicas de identificación
de parámetros.
Por lo cual, los parámetros del modelo de Bouc-Wen que corresponden al desplazamien-
to histerético (hysteretic displacement) del edificio ante fuerzas cortantes no lineal, son
A, β y γ las cuales permiten controlar el tamaño y la forma en que los bucles serán ge-
nerados. Mientras que r > 1 permite modificar la suavidad en las transiciones del lazo
y la degradación de la resistencia (v) y rigidez (η) estarán en función de la duración y
amplitud generada por la respuesta śısmica, obteniendo aśı la fuerza de histéresis (z)
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que presenta la estructura.

ρi = akixi − (1− α)Dkizi (3.40)

=
Aiẋi − vi(βi|ẋi|z|r−1

i zi − γiẋi|z|ri )
ηi

(3.41)

En este sentido, el modelo de Bouc-Wen se caracteriza por su capacidad para captu-
rar los efectos del amortiguamiento y la rigidez no lineal en la respuesta estructural. A
diferencia de otros modelos que asumen una relación lineal entre la fuerza y el desplaza-
miento, el modelo de histéresis de Bouc-Wen tiene en cuenta el fenómeno de histéresis,
que es una caracteŕıstica fundamental de los materiales no lineales.
Por lo que se puede acotar los modelos de Bouc-Wen con estabilidad de tipo BIBO co-
mo se presentan en la tabla 3.1, donde presentan los posibles valores que puede tomar
el conjunto de variables del modelo. Donde la Clase I no solo es estable, sino también
compatible con el tipo BIBO, permitiendo ser usada en sistemas reales.

Caso Ω Cota superior Clase
A > 0, β+γ > 0 y β − γ ≥ 0 R máx(|z(0)|, z0) I

β-γ > 0 y β − γ ≥ 0 [−z1, z1] máx(|z(0)|, z0) II
A < 0, β − γ > 0 y β + γ ≥ 0 R máx(|z(0)|, z1) III

β − γ > 0 y β + γ ≥ 0 [−z1, z1] máx(|z(0)|, z1) IV
A = 0, β+γ > 0 y β − γ ≥ 0 R |z(0)| V

El resto de casos 0 0

Tabla 3.1: Clasificación de modelos Bouc-Wen BIBO estables

Por lo que la principal ventaja del modelo de histéresis de Bouc-Wen es su capacidad
para describir de manera precisa y flexible una amplia gama de comportamientos no
lineales. Estos comportamientos incluyen la rigidez no lineal, el amortiguamiento va-
riable y la respuesta asimétrica ante cargas positivas.
De manera que este modelo permite simular de manera más precisa el comportamiento
de las estructuras en condiciones reales, debido a esto se utiliza en problemas como:
problemas de ingenieŕıa, incluidos sistemas de múltiples grados de libertad (MDOF),
edificios, marcos, respuesta bidireccional y torsional de sistemas histeréticos, continuos
bidimensionales y tridimensionales, licuefacción del suelo y aislamiento básico sistemas;
sus variantes y extensiones se han utilizado en control estructural.
Por lo cual, es importante entender la información que proporciona los ciclos de histére-
sis, en el caso de los edificios con daño estructural, es un fenómeno complejo que re-
quiere comprensión y análisis detallados, ya que permite obtener información de las
deformaciones y fisuras que se producen en los elementos estructurales durante acti-
vidad śısmica. Las cuales modifican la respuesta estructural y generan cambios en el
comportamiento de la estructura.
En este sentido, los ciclos de histéresis en edificios con daño estructural proporcionan
información valiosa sobre el desempeño de la estructura y su capacidad para resistir
esfuerzos śısmicos. Debido a que el comportamiento de los edificios durante un evento
śısmico es crucial para poder garantizar la seguridad de las personas y la integridad de
las estructuras.
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En este sentido, para comprender adecuadamente los ciclos de histéresis en edificios
con daño estructural, es necesario tener una comprensión básica de la histéresis en śı
misma. La histéresis es un fenómeno en el que la respuesta de una estructura no es
completamente reversible cuando se le aplica una carga ćıclica. Es decir, cuando una
estructura experimenta fuerzas repetitivas, no vuelve exactamente a su estado original
después de que la fuerza sea removida.
De modo que, la curva de histéresis presenta el grado de deterioro que se presenta en
relación de la deformación-carga aplicada en los materiales y para los elementos estruc-
turales es la degradación de rigidez, permitiendo una deformación plástica de manera
sostenible sin romperse de la disipación de enerǵıa śısmica.
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Modelo implementado con Red
Neuronal Multicapa

Actualmente, para realizar el diagnóstico de daño estructural en edificios, es de vital
importancia el uso de técnicas avanzadas, por lo cual las redes neuronales se han convertido
en una herramienta imprescindible para ingenieros y profesionistas en la rama. Una de es-
tas técnicas es la red neuronal multicapa o perceptrón multicapa, conocido en inglés como
Multilayer Perceptron (MLP), la cual permite realizar un diagnóstico preciso y eficiente, que
garantice la seguridad y la integridad de las estructuras civiles.
La red neuronal multicapa es una red neuronal artificial que está compuesta por múltiples
capas de unidades de procesamiento interconectadas. Cada una de estas unidades toma una
serie de entradas y produce una salida que es transmitida a la siguiente capa. Esta estructura
en capas permite al perceptron aprender y reconocer patrones complejos a partir de los datos
de entrada.
Este modelo de red neuronal es especialmente útil para el diagnóstico de daño estructural,
debido a que permite analizar la información recopilada durante el monitoreo de las estruc-
turas y detectar posibles anomaĺıas o daños. Esto se debe a su capacidad para aprender y
reconocer patrones que indiquen la presencia de daño, como cambios en: la rigidez, la defor-
mación o vibraciones anormales.
En conclusión, la aplicación de la red neuronal multicapa en el diagnóstico de daño es-
tructural se basa en la recopilación y procesamiento de datos de diferentes instrumentos de
medición que monitoreen la estructura en cuestión. Estos sensores pueden medir diferentes
variables, como: deformación, aceleración o la vibración de la estructura, y las variables a
medir dependerán de las mediciones disponibles, de acuerdo a la accesibilidad o capacidad
de obtener los instrumentos necesarios. Los datos recolectados forman la base de datos que
se utilizarán en la red neuronal, ya que los procesará y analizará para identificar patrones
relacionados con el daño.

4.1. Estructura de una neurona artificial

Una red neuronal es un conjunto de neuronas interconectadas entre śı, que trabajan de
manera conjunta. Por lo que es necesario tener claros los conceptos asociados a cada neurona,
la cual se encuentra compuesta de tres partes interconectadas: función de entrada, función
de activación y función de salida, ver figura 4.1 [33].
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Figura 4.1: Estructura de una neurona artificial.

4.1.1. Función de entrada

La función de entrada se encuentra compuesta por tres elementos, los cuales son:

1. Valores de entrada.

2. Pesos sinópticos.

3. Regla de propagación.

Valores de entrada

Los valores de entradas y salidas en una neurona pueden ser clasificados en dos grupos:

Binari (digital), admiten dos valores posibles que consisten en los siguientes dos alfa-
betos 0,1 o -1,1.

Continua (analógica), las cuales admiten valores dentro de un determinado rango, las
cuales dependen del modelo de aplicación.

Enfocándonos en este caso en espećıfico los valores de entrada, representarán la variación
de las frecuencias de anti-resonancia para obtener el comportamiento del modelo, cuando la
salud estructural no se encuentra comprometida (sin daño) o cuando presente algún daño,
ante una excitación śısmica. Por lo cual la entrada para una neurona de diagnóstico se
denotan por:

xi×n(t) (4.1)

donde i representara el valor de frecuencia en un tiempo espećıfico y n el número del piso
en el que se obtuvo la medición.

Peso sinóptico

El peso sinóptico [71] representa la intensidad de la conexión sinóptica entre dos neuronas,
entre cada neurona presináptica i y la neurona postsináptica j. Los pesos sinópticos se
denotan por:

wi,j (4.2)

De modo que los pesos sinópticos serán determinados por medio del entrenamiento de la red
neuronal propuesta, a partir del uso de los datos obtenidos por el prototipo tipo edificio.
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Definiendo aśı la intensidad de interacción entre la neurona presináptica i y la postsináptica
j. Lo que nos lleva a los dos tipos de sinapsis:

La sinapsis excitadora se presenta cuando el peso sinóptico tiene un valor positivo, por
lo cual excitara a la neurona postsináptica.

La sinapsis inhibidora se presenta cuando el peso sinóptico tiene un valor negativo, por
lo cual inhibirla a la neurona postsináptica.

Regla de propagación

La regla de propagación (hi(t)) [72] determina el valor de la neurona postsináptico, re-
sultante de la interacción de la neurona i en función de sus pesos y entradas. Es decir:

hi(t) = (wi,j , xi×n(t)) (4.3)

Las reglas de propagación más utilizadas en los diferentes modelos de redes neuronales son:

Sumatoria de las entradas pesadas, es la suma de los productos escalares de todos los
valores de entrada por sus correspondientes pesos sinópticos.

neti(t) = hi(t) =
n∑

j=1

(wi,j xi,j(t)), con j= 1, 2, . . . , n (4.4)

Productoria de las entradas pesadas, es el producto ponderado de todos los valores de
entrada multiplicados por sus correspondientes pesos sinópticos.

neti(t) = hi(t) =
n∏

j=1

(wi,j xi,j(t)), con j= 1, 2, . . . , n (4.5)

Máximo de las entradas pesadas, solo se toma en consideración el valor de entrada más
fuerte y este es previamente multiplicado por su peso sinóptico correspondiente.

neti(t) = hi(t) =
n

máx
j=1

(wi,j × xi,j(t) xi,j(t)), con j= 1, 2, . . . , n (4.6)

4.1.2. Función de activación

La versatilidad de las redes neuronales se presenta por el uso de funciones de activación
[73], las cuales determinan la salida que se obtiene de una neurona dada una entrada o
conjunto de entradas. Por lo cual, la función de activación representa la relación entre el
estado de activación actual (a(t)), con base a su estado anterior (ai(t− 1)) y de su potencial
postsináptico actual. Como se presenta en la siguiente ecuación:

ai(t) = fi(ai(t− 1) , hi(t))) (4.7)

o

ai(t) = fi(ai(t− 1) , neti(t))
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donde, Sin embargo, en algunos modelos de redes neuronales, se suele considerarse que el
estado actual de la neurona no depende de su estado anterior, sino únicamente del actual,
por lo que se reescribe como:

ai(t) = fi(hi(t)) (4.8)

o

ai(t) = fi(neti(t))

Además, es importante considerar que la función de activación debe satisfacer una carac-
teŕıstica esencial: tener un comportamiento no lineal, ya que esto permite una mejor adap-
tación del modelo, dado que se puede utilizar una base de datos con un mayor número de
mediciones.
Por lo que se busca que la función de activación al momento de obtener su derivada sea
simple, ya que esto permite minimizar el coste computacional y poder aśı tener un conjunto
de valores de salida dentro de un rango determinado como (0, 1) o (−1, 1).

Función sigmoide

La función sigmoide o loǵıstica se puede observar gráficamente en la figura 4.2, esta
función asigna los valores de entrada en un rango de salida que se encuentra entre cero y
uno, donde los valores altos tienden de manera asintótica a 1 y mientras que los valores muy
bajos tienden de manera asintótica a 0. A continuación se presentan las caracteŕısticas de
esta función de activación:

La función sigmoide no se encuentra centrada en cero, es decir, no es simétrica en cero.
En consecuencia, se dificulta el aprendizaje y validación, debido a que el gradiente se
desplaza hacia una dirección particular.

Presenta lenta convergencia, es decir, requiere un periodo de tiempo largo para que la
red neuronal converja a los valores deseados.

Este tipo de función es empleada principalmente empleada en la última capa de una
red neuronal debido a que se utiliza para la clasificación binaria.

Presenta el problema de saturación, el cual depende de la función de activación debido
a que śı es muy plana en los extremos. Al momento de derivar la función en esos puntos
se obtendrán valores muy pequeño, por lo tanto, el gradiente será cercano a cero.

Presenta el problema de gradiente desvaneciente, es decir, que a medida que se realiza la
retropropagación el gradiente se va haciendo más pequeño al punto que la actualización
de los pesos sinópticos tienda a cero.

Presenta el problema de explosión de gradientes, es decir, el gradiente es demasia-
do grande, haciendo que la red neuronal se vuelva inestable. Por lo cual, los pesos
sinópticos crecerán desmesuradamente al punto de tener valores NaN .

CINVESTAV Departamento de Control Automático
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Figura 4.2: Función sigmoide.

Función tangente hiperbólica

La función tangente hiperbólica es una función no lineal, como sé puede observar gráfi-
camente en la figura 4.3. Debido a esto,las redes neuronales puedan modelar relaciones no
lineales entre los datos.
Donde los valores de salida se encuentran dentro del rango dé (−1, 1), por lo tanto, los valores
negativos tienden de manera asintótica a −1 y los positivos tienden de manera asintótica a
1. A continuación se presentan las caracteŕısticas de esta función de activación:

Presenta el problema de saturación y de gradiente desvaneciente.

Es comúnmente empleada en redes neuronales recurrentes o para clasificación binaria.

La salida de la función se encuentra centrada en cero.

Presenta un erro en la etapa de aprendizaje al momento de utilizar el algoritmo de
propagación hacia atrás.

Presenta lenta convergencia.
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Figura 4.3: Función tangente hiperbólica.

Función unidad lineal rectificada - ”ReLU”

La función unidad lineal rectificada, conocida en inglés como; Rectified Lineal Unit (Re-
LU) se puede observar gráficamente en la figura 4.4, es considerada la función de activación
que más se asemeja al funcionamiento de una neurona biológica. De modo que los valores de
entrada menores o iguales a cero se obtiene una salida igual a cero, de lo contrario se obtiene
que la salida es igual a su entrada. A continuación se presentan las caracteŕısticas de esta
función de activación:

Esta función de activación se emplea para redes neuronales de arquitectura profunda
o redes neuronales convolucionales, debido a que permite un rápido aprendizaje.

No presenta el problema del gradiente desvaneciente.

Presenta Dying ReLU, es decir, tiende a volver inactivas el 60% de las neuronas debido
a que presenta una gran capacidad de aprendizaje, reduciendo aśı la capacidad de
aprendizaje del modelo si se deja entrenando por un largo periodo de tiempo.

Presenta la activación de Sparse, es decir, solo se activa la función si los valores son
positivo.

Se presenta la muerte de neuronas, es decir, la función de activación da como resultado
cero y al momento de derivarla también es cero.
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Figura 4.4: Función ReLU.

Función unidad lineal rectificada - ”Leaky − ReLU”

La función ”Leaky − ReLU” se puede observar gráficamente en la figura 4.5, ante la
entrada de valores negativos estos son multiplicados por un coeficiente rectificativo, mientras
que al presentarse valores mayores o iguales a cero estos se mantienen según entran. A
continuación se presentan las caracteŕısticas de esta función de activación:

Evita la muerte de neuronas debido a la pendiente que existe cuando x < 0.

Esta función de activación es principalmente usada en redes neuronales convucionales
o para redes de identificación en imágenes.

Figura 4.5: Función Leaky ReLU.

Función unidad lineal rectificada - ”Softmax”

La función ”Softmax” se puede observar gráficamente en la figura 4.6, esta función de-
termina la probabilidad que tiene un valor de entrada de pertenecer a una clase determinada,
A continuación se presentan las caracteŕısticas de esta función de activación:
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Utilizada en modelos de regresión loǵıstica para clasificación múltiple.

Presenta un buen rendimiento cuando se emplea en las últimas capas.

Empleada cuando se requiere obtener una representación en forma de probabilidades.

Se emplea para la clasificación de datos, siendo un ejemplo nde esto que ante la entrada
de una imagen de frutas se pretende determinar el tipo de fruta al que pertenece,
entregando a la salida la probabilidad, siendo el resultado la clase que tenga mayor
probabilidad, donde la suma de las probabilidades debe será igual a 1.

Figura 4.6: Función Softmax.

En la tabla 4.1, se presentan las funciones de activación anteriormente mencionadas deno-
tando su nombre, función y rango de respuesta.

Función Rango
Sigmoide f(x) = 1

1+e−x [0,+1]

Tangente hiperbólica f(x) = 2
1+e−2x − 1 [-1,+1]

ReLU f(x) =

{
0 para x < 0
x para x ≥ 0

No está acotada

Leaky ReLU f(x) =

{
0 para x < 0

a · x para x ≥ 0
No está acotada

Softmax f(z)j =
ezj∑K
k=1

ezk [0,+1]

Tabla 4.1: Funciones de activación.

4.1.3. Función de salida

La función de salida [74], sé encuentra compuesta por una función de activación, donde
si el valor de entrada está por debajo de un umbral determinado, no se obtiene un valor
de salida para la neurona subsiguiente, puesto que, no cualquier valor es permitido como
entrada, debido a que los valores de salida están comprendidos por un rango determinado
con base a la función de activación.
En resumen, el valor de la función de salida será trasferido a la siguiente capa de neuronas
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vinculas o si nos encontramos en la última capa de neuronas serán los valores que determinen
la identificación o clasificación de los datos de entrada. Las funciones de salida más comunes:

Función identidad, se presta cuando los valores que entran a la neurona son idénticos
a los valores de salida.

Binaria,

{
1 si fi(t) ≥ ξi
0 de lo contrario

, donde ξi es el umbral.

La función de salida es dentada por:

yi(t) = fi(hi(t)) (4.9)

o

yi(t) = fi(neti(t))

En este caso, si nos enfocamos en diseñar una red neuronal que identifique el daño que
presenta una estructura en cada uno, de sus pisos, la identificación de daño estructural
será a partir de la perdida de rigidez que presente el prototipo. Esto será por medio de la
comparación de los factores que representen la razón entre la variación de la rigidez y la
rigidez inicial.
Por lo cual es conveniente elegir una función de activación que permita clasificar los datos
de la siguiente manera:

Para indicar que el piso se encuentra sin daño, la salida en la red neuronal será igual
a yi = 0.

Para identificar la presencia de daño, la salida en la red neurona debe ser 0 < yi ≤ 1.

4.2. Estructura de una red neuronal multicapa

Las redes neuronales multicapa son modelos, que se encuentran construidos a partir de
un número determinado de neuronas formando niveles o capas, como se muestra en la figura
4.7 [33]. Donde las partes principales de una red neuronal multicapa son [75]:

1. Capa de entrada.

2. Capas ocultas.

3. Capa de salida.
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Figura 4.7: Red neuronal multicapa totalmente interconectada.

4.2.1. Capa de entrada

Es una capa trasparente, es decir, en una capa de neuronas se recibe los valores de
entrada, donde los datos son: analizados o clasificados, para aśı pasar la información que se
quiere a la siguiente capa. En este caso, la capa de entrada tiene como base de datos las
frecuentas a las que vibra el prototipo ante una excitación śısmica.

4.2.2. Capas ocultas

Son capas que se encuentran interconectadas dentro de la red neuronal, las cuales no
tienen contacto directo con la salida, estas pueden estar o no presentes, debido a que depen-
den de: la selección de hiperparámetros elegidos y de la complejidad de los patrones que se
desean aprender.
Cuando la red está conformada por una única capa de neuronas, se conoce como red neu-
ronal monocapa, donde las neuronas que conforman la capa entrada cumplen la función de
entrada y salida simultáneamente.
Por otra parte, cuando la red está compuesta por más de una capas, se habla de redes neuro-
nales multicapa, donde cada capa oculta analiza la salida de la capa anterior, con la finalidad
de proporcionar un mejor aprendizaje, hasta llegar a la última capa oculta.

4.2.3. Capa de salida

Esta capa proporciona los ı́ndices de daño que se presentan en cada piso del prototipo
hacia el exterior, siendo este el procesamiento de datos que realiza la red neuronal, de acuerdo
a su aprendizaje.
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4.2.4. Formas de conexión entre neuronas

La conectividad entre la red neuronal está relacionada con la forma en que la señal de
salida de una neurona pueden ser una entrada de otras neuronas o incluso ser una entrada
de śı mismas (conexión auto-recurrente), teniendo dos tipos de conexiones:

Propagación hacia delante o redes feedforward: cuando las interconexiones entre las
distintas neuronas, ninguna salida de las neuronas es entrada de neuronas del mismo
nivel o de niveles precedentes, por lo que siguen un único sentido, es decir, se realiza
la propagación desde la entrada de la red hacia su salida.

Propagación hacia atrás o redes feedbackward: cuando las interconexiones entre dis-
tintas salidas pueden ser conectadas como entradas de neuronas de su mismo nivel o
de niveles previos o, incluso, de śı mismas, como es el caso de las redes neuronales
recurrente.

4.2.5. Hiperparámetros

Los hiperparámetros o arquitectura de las redes consiste en la organización y disposición
de las neuronas en la red, formando capas. Donde los parámetros fundamentales de la red
son:

Número de capas.

Número de neuronas por capa.

Grado de conectividad.

• Totalmente conectadas, es decir, todas las neuronas de una capa de entrada se
encuentran conectadas con todas las neuronas de la siguiente capa.

• Parcialmente conectadas, es decir, no todas las neuronas de entrada están conec-
tadas a las neuronas de la siguiente capa.

Forma de conexión entre neuronas.

Número de interacciones o margen de error aceptable.

Valor de los pesos sinópticos iniciales.

4.3. Red Neuronal Multicapa

Este tipo de red neuronal se encuentra compuestas por múltiples capas de neuronas
interconectadas [76], donde cada capa contiene un conjunto de neuronas que trabajan en
conjunto para procesar la información. Donde la primera capa es la capa de entrada, la
cual recibe los las frecuencias anti-resonancia, que en este caso son obtenidas a partir del
monitorio del prototipo tipo edificio ante la señal de excitación śısmica a los cual estará
sujeto el modelo estructural y los env́ıa a la siguiente capa para su procesamiento. Las capas
ocultas, situadas entre la capa de entrada y la capa de salida, son responsables de realizar
cálculos más complejos y extraer caracteŕısticas clave de los datos. Finalmente, la capa de
salida entregará los indicadores de daño encontrado en cada piso de la estructura.
Aśı mismo, cada capa puede tener un número diferente de neuronas e incluso una función
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de activación diferente, por lo que se emplea la utilización de supeŕındices para identificar el
número de capas; por lo tanto, se agruparan los pesos sinópticos de la primera capa en una
matriz que es denotada por W 1 y la segunda matriz que englobe los pesos sinópticos es W 2

y aśı sucesivamente.

4.3.1. Aplicaciones de redes neuronales multicapa

Las redes neuronales multicapa tiene diferentes aplicaciones, pero las principales están
enfocadas a:

Aproximación de funciones

Al utilizar una red neuronal para aproximación de funciones se puede generalizar dife-
rentes modelos en uno solo y aśı predecir la respuesta que se deberá obtener partir de una
base de datos desconocidos, basándose de los aprendizajes pasados.
Principalmente, se emplean en los sistemas de control, debido a que permite encontrar una
función de retroalimentación adecuada que mapee las salidas medidas hasta las entradas de
control.

Ejemplo 5. Identificación de sistema lineal con redes neuronales

y(k) = −0,12y(k − 1) + 0,7y(k − 2) + u(k) (4.10)

Primero se utilizó una red neuronal monocapa (ver figura 4.8) para realizar una identificación
del sistema presentado en el ejemplo 5, en este caso se tiene un aprendizaje y prueba que se
podŕıa considerar bueno, pero no identifica el sistema al 100%. Por lo cual presenta un error
considerable y si se tratara de un sistema que requiere una exactitud precisa, este modelo de
red neuronal no seŕıa una opción recomendable para su implementación.
Por otra parte, si se emplea una red neuronal multicapa (ver figura 4.9), se presenta un error
de identificación casi imperceptible a comparación de una red neuronal monocapa, haciendo
que si se requiera más precisión se modificaŕıan los hiperparámetros.

(a) Entrenamiento. (b) Prueba.

Figura 4.8: Identificación de sistema 4.10, con red neuronal monocapa.
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(a) Entrenamiento. (b) Prueba.

Figura 4.9: Identificación de sistema 4.10, con red neuronal multicapa.

De manera que al utilizar las redes neuronales con un enfoque de identificación de siste-
mas, se utilizara de una base de datos que contenga las frecuencias a las que vibre el prototipo
ante una excitación śısmica. Para poder aśı obtener el comportamiento de la enerǵıa cuando
se presente daño estructural en el prototipo.

Clasificación de patrones

Por otra parte, si se utilizan las redes neuronales multicapa, con un enfoque de clasifi-
cación de patrones, ya sea de una función binaria como la función ”XOR” o bien de una
base de datos con decenas de caracteŕısticas. De modo que para realizar una clasificación de
datos, se requiere una fase de aprendizaje, en la cual recibe un conjunto de datos de entrada
junto con las etiquetas de clase correspondientes.
Y a medida que la red procesa los datos, se env́ıa una señal de retroalimentación desde la
capa de salida hacia las capas ocultas, permitiendo aśı un ajustar en los parámetros de ma-
nera automáticamente. Por lo tanto, si se requiere minimizar la diferencia entre las salidas
esperadas y las salidas obtenidas, y aśı mejorar la probabilidad de pertenencia a la clase
correcta.

4.3.2. Aprendizaje por algoritmo de retropropagación (Backpro-
pagation)

El aprendizaje por algoritmo de retropropagación o propagación hacia atrás de erro-
res, es un método que permite calcular el gradiente a partir de un proceso de propaga-
ción–adaptación. Es decir, los datos de entrada se propaga capa por capa hasta llegar a la
salida de la red, en donde, la señal de salida es comparada con la salida deseada, obteniendo
aśı una señal de error para cada una de las salidas.
A partir de tener las salidas de error se realiza una propagan hacia atrás capa por capa, es
decir, desde la capa de salida hasta a la primera capa de neuronas. Donde se repetirá un
proceso de ponderación aproximado de la contribución relativa que tuvo cada neurona de la
red con respecto a la señal de salida, hasta que todas las neuronas de la red hayan recibido
una señal de error que describa su contribución al error total.
La importancia de este tipo de aprendizaje radica en que a medida que se entrena la red
neuronal, las capas ocultas aprenden a reconocer distintas caracteŕısticas de los valores de
entrada. De modo que el entrenamiento permite que las capas ocultas responderán a pa-
trones arbitrarios de entrada que contenga ruido, siempre y cuando se asemeje a aquella
caracteŕıstica que las neuronas individuales hayan identificado.
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Las ecuaciones que describen este algoritmo son:

am+1 = fm+1
(
Wm+1am + bm+1

)
Para m=0, 1, . . . , m-1 (4.11)

Donde, m es el número de capas que tiene la red neuronal, bm+1 son los pesos sinópticos
de las conexiones entre las neuronas, am+1 las de la neurona dentro de las capas ocultas y
xi×n son los valores de entrada externos. Por lo que, las neuronas de la primera capa reciben
entradas externas:

a0 = xi×n (4.12)

La última capa de neuronas proporciona la salida de la red neuronal, la cual se encuentra
descrita por:

a = am (4.13)

la cual proporciona el punto de partida para la ecuación 4.11. Por ejemplo, para una red de
3 capas es descrita como:

a3 = f 3
(
W 3f 2

(
W 2f 1

(
W 1xi×n + b1

)
+ b2

)
+ b3

)
(4.14)

Índice de desempeño

Los ı́ndices de desempeño o indicadores de rendimiento, están directamente relacionados
con medir la diferencia entre los valores previstos por el modelo predictivo y los valores
reales. Proporcionando aśı una estimación de la capacidad que posee el modelo predictivo
puede predecir el valor deseado.
En este sentido, los ı́ndices de desempeño en las redes neuronales evalúan el aprendizaje
que esta tiene, por esta razón se define el error medio cuadrático (MSE), el cual describe la
relación de este método con la regresión lineal, obteniendo aśı un valor numérico que exprese
el desempeño de la red. Lo que nos lleva a que el erro medio cuadrático es definido por:

MSE =
1

2

n∑
k=1

[y(k)− ŷ(k)]2 (4.15)

donde, y(k) y ŷ(k) k, es la salida deseada y estima en una interacción k respectivamente.
Por lo que śı trasladamos este método para desarrollar un algoritmo que ajuste los parámetros
de la red para minimizar error, se requiere un conjunto de ejemplos del comportamiento
adecuado que debe tener la red neuronal:

(x1, y1) , (x2, y2) , . . . (xQ, yQ) (4.16)

donde, x son los valores de entrada a la red y y, es la salida correspondiente, ya que a medida
que cada entrada se aplica a la red, la salida, se compara con el valor deseado, lo que nos
lleva a:

F (θ) = E
[
e2
]
= E

[
(y − a)2

]
(4.17)

donde, θ será el vector que almacenara el cuadrado del sesgo de las predicciones de la red y
si la red tiene múltiples salidas, esto se describe como:

F (θ) = E
[
eT e

]
= E

[
(y − a)T (y − a)

]
(4.18)

Pero si aproximamos el error medio cuadrático que se tiene por cada interacción k, se obtiene:

F̂ (x) = (t(k)− a(k))T (t(k)− a(k)) = eT (k)e(k) (4.19)
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De modo que si utilizamos este algoritmo para un aprendizaje profundo, se usa el gradiente
descendiente con la finalidad de actualizar los pesos de cada una de las neuronas, desacuerdo
a su contribución aproximada al error total, se tiene:

wm
i,j(k + 1) = wm

i,j(k)− α
∂F̂

∂wm
i,j

(4.20)

bmi (k + 1) = bmi − α
∂F̂

∂bmi
(4.21)

donde, α es un valor constante en algoritmo de gradiente descendiente que representa la
tasa de aprendizaje. La cual define la velocidad a la que el algoritmo alcanza los pesos
sinópticos óptimos, de modo que , si la tasa de aprendizaje muy alta, esto significaŕıa que no
se podŕıan alcázar, por otra parte, si la taza de aprendizaje es muy pequeña esto significará
que se requiere de un mayor número de interacciones para alcanzar los pesos sinópticos
óptimos.
Por lo que, si utilizamos este ı́ndice de rendimiento, se podrá obtener los pesos sinópticos
óptimos para cada neurona, teniendo aśı un aprendizaje con el menor error posible. Y poder
aśı estimar el parámetro z que representa la fuerza de histéresis en el modelo Bouc-Wen, de
modo que se podrá determinar la manera en que se disipa la enerǵıa, una estructura ante
una excitación śısmica.

Regla de la cadena

La principal caracteŕıstica de las redes neuronales es poder aprender y adaptarse a partir
de un conjunto de frecuencias anti-resonancia, por lo cual son capaces de realizar predicciones
sobre el comportamiento de la disipación de enerǵıa que presente el prototipo ante excitación
śısmica. Esto se logra a través del aprendizaje supervisado, donde la red aprende con datos
obtenidos cuando el prototipo se encuentra en condiciones sin daño y con daño.
En consecuencia, se requiere utilizar la regla de la cadena para poder calcular el error por
medio del gradiente descendiente, esto permitirá realizar ajustes más preciso en los pesos
sinópticos de cada neurona que conforme la red neuronal, teniendo aśı un mejor diagnóstico
de daño para cada piso del prototipo.
La regla de la cadena surge de tener una función expĺıcita f en función de una variable n,
pero se requiere derivar la función f respecto a una tercera variable, es decir:

df(n(w))

dw
=

df(n)

dn
× dn(w)

dw
(4.22)

Ya que el error es una función indirecta de los pesos sinópticos que se encuentran en las
capas ocultas, se usa la regla de la cadena para calcular las derivadas de las ecuaciones 4.20
y 4.21:

∂F̂

∂wm
i,j

=
∂F̂

∂nm
i

× ∂nm
i

∂wm
i,j

(4.23)

∂F̂

∂bmi
=

∂F̂

∂nm
i

× ∂nm
i

∂bmi
(4.24)
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El segundo término se puede calcular, ya que se tiene el valor total que entra a la capa m,
ya que F̂ es una función expĺıcita en la cual se tienen los pesos sinópticos y los sesgo en esa
capa:

nm
i =

Sm−1∑
j=1

wm
i,j a

m−1
j + bmi (4.25)

Por lo tanto:

∂nm
i

∂wm
i,j

= am−1
j (4.26)

∂nm
i

∂bmi
= 1 (4.27)

De modo que se define la sensibilidad (smi ), que tiene la función F̂ , respecto a los cambios
que se presenten, en cada elemento de la entrada:

smi ≡ ∂F̂

∂nm
i

(4.28)

Por lo que las ecuaciones 4.23 y 4.24, se simplifican como:

∂F̂

∂wm
i,j

= smi am−1
j (4.29)

∂F̂

∂bmi
≈ smi (4.30)

Llegando a que para cada peso sinóptico wi,j y bmj , se describe como:

wm
i,j(k + 1) = wm

i,j(k)− αsmi a
m−1
j (4.31)

bmj (k + 1) = bmi (k)− αsmi (4.32)

Si se reescriben en forma matricial se tiene:

Wm(k + 1) = Wm(k)− αsm −
(
am−1

)T
(4.33)

bm(k + 1) = bm(k)− αsm (4.34)

sm =
∂F̂

∂nm
=


∂F̂
∂nm

1

∂F̂
∂nm

2
...

∂F̂
∂nm

sm

 (4.35)

donde, Wm es la matrice en la que se agrupan todos los pesos sinópticos de las neuronas que
conforman una capa m y bm es la matriz en las que se agrupan los pesos sinópticos de las
conexiones entre las neuronas en una capa m.
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Sensibilidad en el algoritmo de retropropagación

La sensibilidad en el algoritmo de retropropagación se refiere a la capacidad que se tiene
para capturar y responder a cambios de frecuencia que presente el prototipo ante una exci-
tación śısmica por la presencia de daño en la estructura; en otras palabras, la sensibilidad
determina cuánto afectan los cambios en las frecuencias de entrada a la salida de una red,
incluso pequeños cambios en las frecuencias de entrada pueden tener un gran impacto en
determinar si se presenta daño o no en la estructura. Por otro lado, si el algoritmo es insen-
sible, los cambios en los datos de frecuencia pueden ignorarse o tener un efecto mı́nimo en el
diagnóstico de daño. La sensibilidad demasiado alta puede hacer que la red sea demasiado
sensible a las variaciones de frecuencia de entrada e inestable y propensa a errores. Por lo
cual, una sensibilidad demasiado baja puede hacer que la red sea lenta para adaptarse a los
cambios en las frecuencias de entrada y, en última instancia, menos precisa para obtener un
diagnóstico que se considere útil.
La relación de recurrencia de las sensibilidades, se define a partir de la siguiente matriz
jacobiana:

∂nm+1

∂nm
=


∂nm+1

1

∂nm
1

∂nm+1
1

∂nm
2

· · · ∂nm+1
1

∂nm
sm

∂nm+1
2

∂nm
1

∂nm+1
2

∂nm
2

· · · ∂nm+1
2

∂nm
sm

...
...

...
∂nm+1

sm+1

∂nm
1

∂nm+1

sm+1

∂nm
2

· · · ∂nm+1

sm+1

∂nm
sm

 (4.36)

Donde se consideran los pesos sinópticos wi,j y bmj , por lo tanto, la matriz se reescribe como:

∂nm+1
1

∂nm
j

=
∂
(∑sm

l=1w
m+1
i,l aml + bm+1

i

)
∂nm

j

= wm+1
i,j

∂amj
∂nm

j

(4.37)

= wm+1
i,j

∂fm(nm
j )

∂nm
j

= wm+1
i,j fm(nm

j )

Donde se tiene que:

fm(nm
j ) =

∂fm(nm
j )

∂nm
j

(4.38)

Por lo cual la matriz jacobiana se reescribe como:

∂nm+1

∂nm
= Wm+1Fm(nm) (4.39)

Fm(nm) =


fm(nm

1 ) 0 · · · 0
0 fm(nm

2 ) · · · 0
...

...
...

0 0 · · · fm(nm
sm)


Se reescribe la relación de recurrencia de las sensibilidades usando la regla de la cadena:

sm =
∂F̂

∂nm
=

(
∂nm+1

∂nm

)T
F̂

∂nm+1
= (4.40)

= Fm(nm)
(
Wm+1

)T
sm+1
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Las sensibilidades se propagan hacia atrás a través de la red desde la última capa a la primera
capa:

sm → sm−1 → · · · → s2 → s1 (4.41)

Obteniendo la relación de recurrencia de las sensibilidades en la ecuación 4.40, se completa
el algoritmo de repropagación, por lo tanto, la salida de la última capa de la red neuronal
está dada por:

smi =
∂F̂

∂nm
i

=
∂(y − a)T (y − a)

∂nm
i

=
∂
∑sm

j=1(tj − aj)
2

∂nm
i

= −2(yi − ai)
∂ai
∂nm

i

(4.42)

∂ai
∂nm

i

=
∂ami
∂nm

i

=
∂fm(nm

i )

∂nm
i

= fm(nm
i ) (4.43)

smi = −2(yi − ai)f
m(nm

i ) (4.44)

sm = −2Fm(nm)(y − a) (4.45)

4.4. Evaluación del modelo implementado redes neu-

ronales

4.4.1. Prototipo de estructura tipo edificio

Los experimentos se realizarán en un prototipo de tipo edificio que permite adquirir la in-
formación del comportamiento de una estructura ante la presencia de actividad śısmica, este
equipo se encuentra montado en una mesa vibratoria que es accionada por servo-motores,
como se presenta en la figura 4.10 y en el Apéndice A se presentan las especificaciones de este.

Figura 4.10: Prototipo de edificio de 2 niveles localizado en el Laboratorio DCA.
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El prototipo es accionado a través de la mesa vibratoria que recibe una señal de activa-
ción por medio de una base de datos en la que se encuentran registrados los componentes del
registro śısmico de Northridge. Donde ocurrió un terremoto de empuje ciego (falla que no
alcanza la superficie de la Tierra), de magnitud 6,7 Richter, el d́ıa 17 de enero de 1994 a las
04:30 hora estándar del Paćıfico en la región del Valle de San Fernando de la ciudad de Los
Ángeles (ver figura 4.11), que ha sido escalado; por lo cual, la magnitud de desplazamiento
se ajusta para su coincidencia con el prototipo del edificio.
Por lo tanto, para determinar el comportamiento del prototipo ante una excitación śısmica
registrada se requiere el uso de instrumentos de medición (acelerómetros) que determinen el
comportamiento de las aceleraciones, con el fin de estimar los parámetros de velocidad y el
desplazamiento que presente cada uno de los pisos de la estructura

0 2 4 6 8 10 12

Tiempo [s]

-0.4

-0.2

0

0.2

0.4

0.6

0.8

Aceleración en mesa vibratoria (g)

Figura 4.11: Comportamiento de las componentes del registro śısmico de Northridge 1994.

Para poder desarrollar la detección de daño es necesario tener cierta información previa
sobre las condiciones nominales de la estructura de estudio, por lo que, se utiliza una adqui-
sición de datos. Es decir, se requiere una interfaz de comunicación entre el prototipo y un
ordenador.
Los instrumentos de medición, en este caso los acelerómetros, estarán conectados a una
tarjeta de adquisición de datos, manteniendo aśı una comunicación entre el prototipo y un
programa desarrollado en MATLAB 2012b/Simulink (ver figura 4.12), de modo que se ad-
quieren las mediciones de aceleración en cada uno de los pisos de la estructura ante una
excitación śısmica.
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Figura 4.12: Adquisición de datos empleando MATLAB 2012b/Simulink.

4.4.2. Diseño del experimento

Se considera a un sismo como una fuerza de excitación externa que afecta a una estruc-
tura, al punto de causar daños. Donde la gravedad de estos, dependerán de la capacidad
que tiene la estructura para disipar la enerǵıa cinética a la cual es sometida. Por lo que, en
la actualidad, los reglamentos de construcción recomiendan, aprovechar la ductilidad de los
materiales empleados en construcción, haciendo que la supervivencia de los edificios ante la
presencia de un sismo severo dependa de esta.
Cuando la estructura entra al intervalo de comportamiento inelástico, la respuesta se reduce
debido a que existe disipación de enerǵıa. Es decir, que el equilibrio energético que presenta
en un sistema estructural durante un sismo se expresa como:

T + ES + EH + ED = EI (4.46)

donde EI es la enerǵıa total inducida por el sismo; T , ES, ED y EH , son: enerǵıa cinética,
enerǵıa de deformación elástica, enerǵıa disipada por el amortiguamiento viscoso de la es-
tructura y enerǵıa por deformación de la estructura en el rango inelástico, respectivamente.
La enerǵıa presente durante la vibración elástica se representa por: T +ES, mientras que la
enerǵıa disipada por el sistema es: EH + ED.
donde T y ES representan un bajo porcentaje de la enerǵıa recibida durante el sismo, las
cuales son: liberadas por el sismo y absorbida por la estructura.
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(b) Enerǵıa en piso 2.

Figura 4.13: Enerǵıas con presencia de daño en el piso 2.

De modo que, la enerǵıa que es disipada por medio del amortiguamiento a través del mo-
vimiento relativo de las partes que componen los edificios, pudiendo ser estas estructurales o
no; y también representan un bajo porcentaje de la enerǵıa recibida. La enerǵıa disipada en
la estructura mediante el comportamiento en el rango inelástico de sus miembros es sin duda
la más importante en magnitud (ver figura 4.11), pues es la que ocurre cuando los elementos
estructurales llegan al rango inelástico de su comportamiento desarrollando articulaciones
plásticas, como se presenta en la figura 4.14.
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Figura 4.14: Deformación de la estructura.

El prototipo a utilizar representará un edificio de dos pisos, el cual será sometido a dife-
rentes pruebas para obtener el comportamiento ante presencia de actividad śısmica, de modo
que se obtendrá una base de datos que se utilizará para el aprendizaje y prueba de la red
neuronal propuesta. Por lo cual se realizarán diez experimentos que se presentan en la tabla
4.2, donde el daño es causado por medio de pérdida de rigidez, a partir de aflojar una tuerca
en el piso superior al cual se quiere dañar, de modo que se afectará la aceleración con la que
se propaguen las ondas śısmicas.

Experimento Piso Dañado Datos obtenidos
1 Ninguno Nominales
2 Ninguno Nominales
3 Piso uno Presencia de daño
4 Piso uno Disminución de presencia de daño
5 Piso uno Aumento de presencia de daño
5 Piso dos Presencia de daño
6 Piso dos Disminución de presencia de daño
7 Piso dos Aumento de presencia de daño
8 Piso uno y dos Presencia de daño en ambos piso
9 Piso uno y dos Presencia de daño en ambos piso, aumento de daño en piso 1
10 Piso uno y dos Presencia de daño en ambos piso, aumento de daño en piso 2

Tabla 4.2: Experimentos propuestos para el prototipo tipo edificio.

Las redes neuronales se presentan como una solución prometedora, debido a su capacidad
para aprender y adaptarse a partir de ejemplos, les permite analizar grandes conjuntos de
datos y extraer patrones significativos. Esto es especialmente útil en la detección de daño
estructural, dado que los patrones detectados pueden ser sutiles y dif́ıciles de identificar para
los métodos tradicionales, dado que presentan limitaciones y su complejidad aumenta por el
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tipo de estructura a analizar, lo que ha llevado a la necesidad de buscar utilizar este enfoque
alternativo.
A lo largo de los años, este tipo de investigaciones y el desarrollo de esta tecnoloǵıa, se han
obtenido resultados impresionantes en comparación a métodos clásicos. Debido a su capaci-
dad para mejorar la precisión del diagnóstico y reducir las posibilidades de falsos negativos
o positivos, identificando aśı daños en estructuras que inicialmente podŕıan haber pasado
desapercibidos.

Planteamiento para red neuronal monocapa

Las redes neuronales monocapa presentan ventajas como: la capacidad de trabajar con
diferentes tipos de datos, ya sea información de sensores, imágenes o cualquier otra forma
de entrada. Esto las hace versátiles y adaptables a una amplia gama de situaciones y aplica-
ciones. Con la continua investigación y mejora, han surgido las limitaciones en comparación
a otros modelos de este tipo de algoritmos.
Por lo que, usando el principio de la ”navaja deOccam′s”, conocido en inglés con el siguiente
nombre; ”Occam′s razor”, se explica que para resolver un problema: las soluciones más sen-
cillas tienen mejores resultados, es decir, la red neuronal debe ser pequeña, fácil de entrenar
y no ir más haya del problema que se desea resolver.
Por lo cual, es el resultado directo de la teoŕıa básica de la probabilidad; dado que por
definiciones básicas toda la suposición introduce posibilidades de error; pero si suposición
no mejora la precisión de una teoŕıa, su único efecto es aumentar la probabilidad de que la
teoŕıa general sea errónea.
En 1991, William H. Jefferys y James O. Berger generalizan y cuantifican el concepto de “su-
posiciones” de la formulación original, llegando a que una red neuronal con menos parámetros
ajustables tendrá automáticamente una mejor probabilidad de mejora, debido al hecho de
que las predicciones serán precisas, es decir, no tendrá que apartarse innecesariamente a
posibles datos futuros que no se contemplen en la problemática inicial.
Teniendo aśı que diseñar las condiciones necesarias para poder comparar los resultados ob-
tenidos por una red neuronal monocapa con algoritmos más complejos. En primer lugar, se
requiere analizar la importancia y la complejidad del diagnóstico de daño estructural. Por lo
que, es crucial detectar cualquier alteración en la integridad de la estructura, ya que puede
tener significativas consecuencias para la seguridad y la vida útil de las mismas, afectando
los resultados del estudio.

4.4.3. Diseño de red neuronal

Definición de la red neuronal

En esta etapa se selecciona el tipo de red neuronal que se utilizara con sus respectivos
hiperparámetros, aśı como la recolección y selección de datos de entrada para la fase de
aprendizaje y prueba.
Para llegar al tamaño óptimo en la red neuronal monocapa se usa la técnica de poda, es
decir, se partió de una red neuronal con 60 neuronas y sus conexiones hasta llegar a los
parámetros que se presentan en la tabla 4.3.
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Caracteŕıstica Selección
Tipo de red neuronal Red neuronal monocapa

Número de neuronas en la capa de entrada 20
Función de activación Función tangente hiperbólica
Grado de conectividad Totalmente conectadas

Algoritmo de aprendizaje Algoritmo de retropropagación

Índice de rendimiento Error medio cuadrático (MSE)

Tabla 4.3: Parámetros finales de la red neuronal monocapa

Mientras que para la red neuronal multicapa se usa la técnica de crecimiento, es decir,
se partió de los parámetros obtenidos con la red neuronal monocapa y se fueron agregando
neuronas, conexiones y capas hasta llegar a los parámetros que se presentan en la tabla 4.4.

Caracteŕıstica Selección
Tipo de red neuronal Red neuronal multicapa

Número de capas ocultas 3
Número de neuronas en la capa de entrada 20
Número de neuronas en la capa oculta 18

Función de activación Función tangente hiperbólica
Grado de conectividad Totalmente conectadas

Algoritmo de aprendizaje Algoritmo de retropropagación

Índice de rendimiento Error medio cuadrático (MSE)

Tabla 4.4: Parámetros finales de la red neuronal multicapa.

Aprendizaje de la red neuronal

El aprendizaje de la red se realizará por medio del algoritmo de retropropagación. Por lo
cual se requerirá una base de datos que contenga las frecuencias obtenidas por el prototipo
con y sin daños ante excitación śısmica, para poder realizar alcanzar los pesos sinópticos
óptimos para las neuronas y para las conexiones entre neurona.

Prueba de la red neuronal

En esta etapa se probará la red ante una base de datos que contenga diferentes frecuen-
cias generadas por la presencia de daño en uno o los dos pisos del prototipo, siendo aśı una
entrada diferente de datos a la utilizada durante el aprendizaje de la red. Donde la principal
diferencia es que no se actualizan los pesos sinópticos de las neuronas como se realiza durante
el procedimiento de aprendizaje.
El desempeño de la red se medirá a partir del ı́ndice de rendimiento de erro medio cuadráti-
co (MSE), que determinara la eficiencia con la cual la red responde ante las entradas de
excitación diferentes a la empleada durante su aprendizaje.

Mantenimiento de la red neuronal

Esta es la última fase en la metodoloǵıa de la red neuronal, debido a que las redes
normalmente son utilizadas para la solución de una sola problemática dinámica a la vez. Se

CINVESTAV Departamento de Control Automático
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presenta la necesidad de validación continua a medida que pasa el tiempo, por lo cual, es
indispensable que se valide la arquitectura utilizada con la finalidad de poder garantizar, ya
que, al pasar el tiempo, surgirán nuevas bases de datos, las cuales pueden ser:

Datos obtenidos a partir de experimentos o procesos reales.

Modelos de simulación.

Origen desconocido.

A partir de instrumentos de medición, que proporcione un mejor margen de lectura
que los anteriormente utilizados.

Presentado la oportunidad de realizar un nuevo proceso de aprendizaje, que permita mante-
ner la red en un estado constante actualización para la mejora continua de esta herramienta
de solución.

4.4.4. Fase de aprendizaje para redes neuronales

Se utilizará el aprendizaje por algoritmo de retropropagación, con la finalidad de mini-
mizar la función de error por medio del gradiente descendiente. A continuación se presenta
el diagrama de flujo en el que se describe el proceso de aprendizaje para las redes neuronales.

Inicio

Identificar las entradas y sa-
lidas del sistema (x & y).

Asignar valores aleatorios a los pesos sinópti-
cos (w) de la red neuronal, ver nota 1.

Proponer la función de activación
para la red neuronal, ver nota 2.

Implementación del algoritmo
de retropropagación, ver nota 3.

Aplicar el gradiente descendente.

1
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1

Etapa 1 Forward: Propaga la información
de entrada para generar una respuesta.

Obtener los productos de entrada - pesos
sinópticos asociados a cada sumatoria del

nivel 2 (capas ocultas) en la red, ver nota 4.

Determinar la respuesta de las neuro-
nas de la capa oculta h(k) a través de
la función de activación, ver nota 5.

Etapa 2 Error Total: Evaluar global-
mente el error y minimizarlo a través
de una función de costo, ver nota 7.

Función de costo, nota 6

Etapa 3 Backward: Se produce una
señal de error que permite comparar la
salida obtenida con el valor deseado.

Actualizar pesos sinópticos, ver nota 8.

2
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2

Derivadas Parciales
Constante de Aprendizaje η
(Propuesta 0 ≤ η ≤ 1)

Derivada del Error Total: ∂MSE
∂wi

Derivada de la Función de activación: ∂ŷi
∂neti

Regla Deta: δwi = −η ∂MSE
∂wi

, ver nota 9

Actualización de pesos sinópticos, ver nota 9

Realizar cambios en cada peso sinópti-
co proporcional a la derivada del error.

Evaluar las señales de salida con
los nuevos valores de wi adquiridos.

Ver nota 10

Iniciar el algoritmo
de retropropagación
nuevamente.

Modificar la Función
de Activación elegida.

Modificar el valor
de la constante de
aprendizaje.

Ver nota 11

Fin

Si

No

Si

No
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Notas

Nota 1. Condiciones iniciales [-1,1].

Nota 2. Funciones de activación empleadas:

Sigmoide

Tangente hiperbólico

Nota 3. Algoritmo de retropropagación:

Se refiere a la conexión entre neuronas de tipo propagación hacia delante o
forward, como se presenta en la figura 4.15.

Figura 4.15: Trayectoria en la que se realiza la conexión entre neuronas de tipo propagación
hacia delante.

Error Total

Se realiza la conexión entre neuronas de tipo propagación hacia atrás o back-
ward.

Nota 4. Se emplea la regla de propagación.

Nota 5. Encontrar los valores estimados de las salidas de la red (Nivel 3).

Nota 6. Calcular la diferencia entre las salidas deseadas y las estimadas.

Nota 7. Función de costo, se considera como el error medio cuadrático (MSE), el cual es la
sumatoria de errores parciales (depende del número de salidas).

Nota 8. La actualización de pesos sinópticos se realiza a partir de las derivadas parciales con
la trayectoria que se presenta en la figura 4.16.
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Figura 4.16: Trayectoria en la que se realiza la actualización de pesos sinópticos.

Nota 9. Consideración de signo, nos determina el que signo que debe presentar el error
dependiendo de la comparación que se realiza entre la salida estima y la salida
desea:

ŷi − yi = + → el error debe ser mayor a 0

yi − ŷi = − → el error debe ser menor a 0
(4.47)

Nota 10. ¿El margen de error se ha minimizado?

Nota 11. ¿Las salidas estimadas son iguales a las deseadas?

Nota 12. El número de interacciones está sujeto al criterio del diseñador.

4.5. Diagnóstico de daño con redes neuronales

4.5.1. Red neuronal monocapa

Resultados

En este caso, al utilizar una red monocapa, se requiere implementar Occa′s razor, para
aśı obtener resultados que llegaŕıan a compararse con estructuras de redes neuronales más
complejas que presenten mejores resultados, por esta razón se necesitó una adecuada selección
de los datos de entrenamiento, aśı como de los hiperparámetros de la red, como se presenta
en la tabla 4.5. Donde se fijó una taza de aprendizaje, aśı como la función de activación,
para posteriormente ir reduciendo el número de neuronas hasta llegar a los parámetros que
se presentaron en la tabla 4.3.
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Piso
Dañado

α Número de
neuronas

Función de
activación

Problema que presento

2 0.1 60 Sigmoide Durante el aprendizaje entregó
MSE menores al 3 × 10−4, pero
al modificar la gravedad del daño
se presentó sobreaprendizaje, pro-
vocando un MSE en el piso 2 de
6,8426× 10−1.

2 0.1 40 Sigmoide Durante el aprendizaje entregó
MSE menores al 3 × 10−2, pero
al disminuir la gravedad del daño
se presentó un MSE en el piso 2
de 4,7426× 10−1.

2 0.1 20 Sigmoide Durante el aprendizaje entregó
MSE menores al 3 × 10−1, pero
al disminuir y aumentar la grave-
dad del daño se presentó un MSE
en el piso 2 de 4,7452 × 10−1 y
3,4183× 10−1 respectivamente.

2 0.1 60 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3×10−12, pero al
disminuir la gravedad del daño se
presentó un MSE en el piso 4,627.

2 0.1 40 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3 × 10−10, pe-
ro al aumentar la gravedad del
daño se presentó un MSE en el
piso 0,0671.

2 0.1 20 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3 × 10−9, pero
al disminuir y aumentar la grave-
dad del daño se presentó un MSE
en el piso 2 de 4,5816 × 10−9 y
3,4183× 10−9 respectivamente.

Tabla 4.5: Ajuste de parámetros red monocapa.

Se presenta en la figura 4.17 la respuesta de la red neuronal monocapa cuando se emplea
el ajuste de parámetros resaltados en color azul de la tabla 4.5. En este caso se tiene que
la fuerza de histéresis estimada es mayor a la referencia, esto ocasiona que al momento
de generarse los ciclos de histéresis los daños diagnosticados sean más severos de lo que
realmente son.
Debido al fijar la función de activación en sigmoide he ir disminuyendo el número de neuronas,
se tiene que el MSE en el aprendizaje aumenta, pero al cambiar la gravedad del daño se
registra que el MSE se mantiene cerca del error de aprendizaje lo que significaŕıa que la
sensibilidad de la red neuronal ante diferentes entradas es buena, pero a mayor número de
neuronas el error aumenta debido a que la sensibilidad de la red disminuye.
Lo que significaŕıa que al momento de probarlo en otros escenarios de daño se presentaŕıan
falsos positivos debido a que agrava las condiciones en las que se encuentra la estructura. Lo
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que significaŕıa perdida de tiempo y recursos debido a que se requeŕıa mantenimiento en los
daños falsamente diagnosticados.
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Figura 4.17: Resultados obtenidos al utilizar red monocapa con función de activación sig-
moide.

Mientras que en la tabla 4.6, se presenta el desempeño de la red neuronal monocapa de
acuerdo al ajuste de parámetros resaltados en color rosa de la tabla 4.5

Piso Dañado α Tiempo de aprendizaje [s] MSE piso 1 MSE piso 2
2 0.1 61.7350 1,00859× 10−8 3,3394× 10−9

2 0.001 61.728661 1,0089× 10−8 3,3394× 10−9

1 y 2 0.1 70.1482 1,0085× 10−8 3.8129
1 y 2 0.001 78.8224 1,0085× 10−8 3.8130

Tabla 4.6: Resultados obtenidos al utilizar red monocapa.

En la figura 4.18 se presenta la respuesta obtenida cuando el piso dos se encuentra
dañado, donde el ı́ndice de rendimiento obtenido permite considerar esta configuración de
red neuronal como una opción en el diagnóstico de daño estructural. Sin embargo, al tener
daño estructural en ambos pisos (ver figura 4.19) se requiere un aprendizaje más riguroso
debido a que el MSE aumenta en el piso dos.
Esto se debe a cómo se disipa la enerǵıa en una estructura, ya que cuando presenta una
excitación śısmica de alta intensidad, esta afecta más a las estructuras que cuentan con un
mayor número de pisos. Debido a que el centro de gravedad se encontrará en movimiento,
lo que provoca que la estructura pueda vibrar a su frecuencia de resonancia.
Mientras que a excitaciones śımicas de baja intensidad afectan más a las estructuras que tiene
pocos pisos. Ya que las estructuras deben poseer una gran ductilidad para poder incurrir
en grandes deformaciones dentro del rango inelástico para formar articulaciones pláticas en
sitios estratégicos.
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Figura 4.18: Resultados obtenidos al utilizar red monocapa con daño en el piso 2.
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Figura 4.19: Resultados obtenidos al utilizar red monocapa con daño en el piso 1 y piso 2.

Por lo que implementar redes neuronales monocapa en estructuras con mayor número
de pisos significaŕıa la recolección de una base de datos que permita el correcto aprendizaje
de la red, aumentando el peso computacional que se requiere para realizar el análisis de los
datos de forma correcta, teniendo en mente el no caer en el sobreaprendizaje al punto que
solo se pueda identificar el daño estructural ante una fuerza de excitación externa espećıfica
por lo cual se volveŕıa inservible ante otros casos de estudio.

Análisis

En conclusión, las redes neuronales monocapa, a pesar de sus limitaciones como lo son:
sobreaprendizaje, selección de hiperparámetros, peso computacional, sensibles a la escala de
los datos y un mayor tiempo de aprendizaje para lograr los ı́ndices de rendimiento presen-
tados, por mencionar algunas. Aśı mismo su eficacia para detectar el de daño estructural a
partir de alteraciones en el comportamiento que presenta una estructura ante la presencia de

CINVESTAV Departamento de Control Automático
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activada śısmica, a mejorando la precisión y reduciendo de los falsos positivos y negativos.
Aunque con sus limitaciones, su versatilidad y capacidad para analizar diferentes tipos de
datos las convierte en una herramienta invaluable en el campo de la ingenieŕıa estructural.
En definitiva, su uso promete seguir creciendo y contribuyendo al desarrollo de estructuras
más seguras y duraderas.
Es importante destacar que, si bien las redes neuronales monocapa presentan varias ventajas
ante modelos tradicionales, también tienen limitaciones. Ya que, su rendimiento depende en
gran medida de la fiabilidad y la cantidad de datos de aprendizaje disponibles. Además, la
interpretación de los resultados puede ser un desaf́ıo, ya que las redes neuronales a menudo
se consideran “cajas negras”. Esto significa que pueden ser dif́ıciles de entender y explicar,
lo que puede generar desconfianza en algunos sectores.

4.5.2. Evaluación con red neuronal multicapa

Resultados

Al utilizar una red multicapa, se requiere una adecuada selección hiperparámetros de la
red, como se presenta en la tabla 4.7. Donde se tomó como referencia el ajuste de parámetros
que entregó mejor ı́ndice de rendimiento en la red neuronal monocapa, para posteriormente
ir aumentando el número de capas hasta llegar a los parámetros que se presentaron en la
tabla 4.4.

Piso
Dañado

α Número de
capas ocul-
tas

Función de
activación

Problema que presento

2 0.1 1 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3 × 10−7, pero
al disminuir la gravedad del daño
se presentó un MSE en el piso
3,3744× 10−5.

2 0.1 2 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3 × 10−9, pero
al aumentar la gravedad del daño
se presentó un MSE en el piso
3,2471× 10−7.

2 0.1 3 Tangente
hiperbólico

Durante el aprendizaje entregó
MSE menores al 3 × 10−9, pero
al disminuir y aumentar la grave-
dad del daño se presentó un MSE
en el piso 2 de 3,5816 × 10−9 y
3,4183× 10−9 respectivamente.

Tabla 4.7: Ajuste de parámetros red neuronal multicapa.

Preliminarmente, se puede llegar que al estimar la fuerza de histéresis, con el método
propuesto es prometedor debido a que permite utilizar mediciones disponibles y no se requiere
la necesidad de instrumentación adicional.
Dado que se pueden estimar los parámetros como: posición y velocidad para calcular la
enerǵıa disipada por la estructura ante excitación śısmica. Y aśı diagnosticar oportunamente
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los daños que se puedan generar sin la necesidad de requerir pruebas externas que verifiquen
su integridad estructural.
Como se presenta en la tabla 4.7, al mantener los parámetros fijos previamente obtenidos
en la red neuronal monocapa e ir incrementando capas ocultas, se presenta que el MSE
durante el aprendizaje es menor al 3×10−7 y 3×10−9, para una y dos capas ocultas, pero al
modificar la gravedad del daño se aumenta el error. En el caso de tener tres capas ocultas, el
error obtenido en la fase de aprendizaje y al momento de modificar la intensidad del daño se
mantiene en el mismo rango de error, por lo cual esta será el ajuste de parámetros a utilizar.
Mientras que en la tabla 4.8, se presenta el desempeño de la red neuronal multicapa de
acuerdo al ajuste de parámetros resaltados en color verde de la tabla 4.7

Piso Dañado α Tiempo de aprendizaje [s] MSE piso 1 MSE piso 2
2 0.1 32.2138 1,0085× 10−8 3,3394× 10−9

2 0.001 33.126263 1,0085× 10−8 3,3394× 10−9

1 y 2 0.1 52.5646 1,008598× 10−8 3,3394× 10−9

1 y 2 0.001 43.2457 1,00859× 10−8 3,3394× 10−9

Tabla 4.8: Resultados obtenidos al utilizar red neuronal multicapa.

A partir de los resultados obtenidos en la tabla 4.8, se tiene que al dañar uno de los dos
pisos del prototipo, el MSE en ambos pisos se encuentra en el rango de 1− 3× 10−9. Lo que
significa la red neuronal está entregando un buen desempeño tanto en la etapa de aprendizaje
como de prueba, ya que aún cundo se modifique la gravedad del daño, el único factor que
presenta un aumento es en tiempo de aprendizaje que se requiere lo que significa que la red
neuronal multicapa tiene la sensibilidad adecuada para adecuarse a la modificación de datos
de entrada.
Mientras que al encontrarse dañados los dos pisos del prototipo, en el caso de aumentar el
daño en el piso uno, como se presenta en la tabla 4.8 resaltado en color amarillo, se tiene que
el tiempo de aprendizaje se aumenta. Pero este efecto se puede contrarrestar al modificar la
constante de aprendizaje, como se presenta en la tabla 4.8 en color naranja.
Lo que significa que la red neuronal multicapa permite modificar el tiempo que se requiere
para realizar el diagnóstico sin afectar su precisión y eficiencia, reduciendo aśı los falsos
positivos y negativos.
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(b) Ciclos de histéresis en el piso 2

Figura 4.20: Resultados obtenidos al utilizar red neuronal multicapa con daño en el piso 2.
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Figura 4.21: Resultados obtenidos al utilizar red neuronal multicapa con daño en el piso 1 y
piso 2.

Análisis

La explicación de los ciclos de histéresis en edificios con daño estructural se puede basar
en el análisis de la curva de histéresis obtenida durante pruebas experimentales o simulacio-
nes computacionales. Esta curva muestra la relación entre la fuerza aplicada a la estructura
y la respuesta correspondiente en términos de desplazamiento. En un edificio sin daño es-
tructural, se espera que la curva de histéresis sea simétrica y que la enerǵıa disipada durante
el ciclo de carga y descarga sea mı́nima.
Sin embargo, en un edificio con daño estructural, la curva de histéresis puede presentar
asimetŕıas y menor enerǵıa disipada (ver figura 4.13). Estas asimetŕıas son indicativas del
daño existente en la estructura y reflejan la pérdida de rigidez y resistencia de los elementos
estructurales afectados.
Aunque el comportamiento de los ciclos de histéresis en edificios con daño estructural puede
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variar dependiendo del tipo y grado de daño presente. Por ejemplo, para una estructura con
fisuras en los muros, los ciclos de histéresis pueden mostrar un aumento en la rigidez inicial,
seguido de una rápida pérdida de resistencia. Por otro lado, en una estructura con daño en
los pilares, los ciclos de histéresis pueden mostrar una disminución gradual en la rigidez y
resistencia durante los ciclos de carga y descarga, como se presentan en las figuras 4.18 -
4.21.
Por lo tanto, este enfoque en los ciclos de histéresis en edificios con daño estructural pro-
porcionan una explicación detallada sobre el comportamiento de las estructuras ante cargas
śısmicas. En consecuencia, el estudio de los ciclos de histéresis en edificios con daño estructu-
ral es esencial para promover la seguridad y la resiliencia en las infraestructuras ante sismos.
En conclusión, el análisis de estas curvas es fundamental para evaluar la capacidad de re-
sistencia y la integridad estructural de los edificios afectados por actividad śısmicas. Por lo
que al entender los ciclos de histéresis permite a los ingenieros identificar el tipo y grado de
daño existente, aśı como diseñar estrategias de rehabilitación y refuerzo adecuadas.
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Conclusiones y trabajos futuros

5.1. Conclusiones

Las redes neuronales multicapa son alternativa efectiva para el diagnóstico de daño en
estructuras debido a su capacidad para aprender patrones complejos y no lineales en los
datos de entrada. Al contrario de usar una red neuronal monocapa en la que se debe de
diseñar el experimento, de tal manera que se llegue a tener ı́ndices de rendimiento como el
error medio cuadrático (MSE) mejores o parecidos a una red neuronal multicapa.
Llegando a que, si no se presentan las mismas condiciones, en las que se diseñó el experimen-
to, la red neuronal monocapa entrega resultados medianamente satisfactorios, como pasó en
el caso de presentar daño en los dos pisos del prototipo tipo edificio.
Mientras que al utilizar, una red neuronal multicapa, se presentan una serie de ventajas adi-
cionales en el campo del diagnóstico de daño en estructuras, ya que, son capaces de lidiar con
grandes cantidades de datos, permitiendo un mejor aprendizaje de la red ante la presencia
de diversos casos de daño.
Por lo que, este tipo de redes neuronales son las más adecuadas para el análisis y proce-
samiento de la información recopilada por el sistema de monitoreo estructural, entregando
aśı, mejores ı́ndices de rendimiento como lo es el error medio cuadrático (MSE) sin importar
cuál sea el piso del prototipo que presente daño o si ambos piso presenten daño. Debido a su
robustez para resistir los errores y/o perturbaciones en los datos de entrada, permite poder
realizar el monitoreo en ĺınea, fuera de ĺınea o una combinación de aprendizaje fuera de ĺınea
y validación en ĺınea, como fue el caso de este trabajo.
Finalmente, es importante destacar que el modelo de Bouc-wen, presenta una complejidad
computacional. Debido a la naturaleza no lineal del modelo, los cálculos requeridos para su
implementación pueden volverse computacionalmente intensivos, lo que puede limitar su uso
en tiempo real por tiempos prolongados. Además, de la necesidad de ajustar varios paráme-
tros del modelo, como la rigidez y el coeficiente de histéresis, dificultando su implementación
y requiriendo un conocimiento especializado para realizar correctamente los ajustes.
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5.2. Trabajo futuro

Considerando los resultados obtenidos, al utilizar redes neuronales multicapa en este
trabajo, se puede considerar métodos metaheuŕısticos que aún no se han aplicado para iden-
tificación de sistemas o implementar otras metodoloǵıas de computación inteligente para la
caracterización del amortiguador, aśı como seleccionar un mejor método de procesamiento
para los datos debido a la gran cantidad que se requiere analizar.
Otros trabajos futuros se contempla abordar la modificación del paradigma de aprendizaje
y la simplificación del algoritmo implementado. Para su posible implementación en otras
áreas de estudio o siguiendo esta ĺınea de estudio, implementarlo en modelos estructurales
con más de dos grados de libertad, con la finalidad de poder implementar en edificios de la
ciudad y aśı conseguir un modelo más realista que pueda detectar con mayor eficiencia los
daños causados por actividad śısmica.
Por último, es importante considerar las desventajas asociadas con el uso una red neuronal
multicapa, como la necesidad de conocimientos especializados en la problemática a tratar.
Los trabajos futuros deben centrarse en mejorar la eficacia, aśı como en explorar su integra-
ción con otros métodos de histéresis enfocados en diagnóstico.
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Apéndice A

Apéndice A: Caracteŕısticas del
prototipo tipo edificio

El prototipo tipo edificio de dos pisos utilizado en este estudio, fue fabricado en aluminio,
tiene unas dimensiones (32,5 x 53) cm y una altura de 1,2 m. La sección transversal de las
columnas es rectangular con un ancho de (0.635×2.54) cm. En la tabla A.1 se presenta
un desglose de los componentes utilizados para la obtención de la base de datos para el
aprendizaje y prueba del método de diagnóstico de daño.

Caracteŕıstica Descripción
Altura del primer piso 58 cm
Altura del segundo piso 62 cm

Duración de excitación śısmica 25 s
Servomotores Quanser Modelo I-40

Acelerometros Analong Divice Modelo XL403A 1-15 g [1x800]Hz
Tarjetas Electronicas Intenco DAC/USB2
Programas de Operación Windows 7 Mathlab 2012b/Simulink

k1 12011N/m
k2 12108N/m
m1 2,034kg
m2 2,534kg
fi 1.758Hz
f2 4.0Hz
xi i = 1, 2, ..., n

Tabla A.1: Caracteŕısticas del prototipo tipo edificio de 2 pisos.

En la tabla A.2, se presenta el escalamiento realizado para la adquisición de datos en
el prototipo, ya que si no se realiza este procedimiento, los resultados obtenidos estaŕıan
comprometidos debido a que una estructura de las dimensiones propuestas no reaccionaria
de igual forma ante una fuerza śısmica como la registrada.
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Movimiento śısmico original Movimiento śısmico escalado
Desplazamiento 16.92 1.50

Duración 39.98 11.91
Tamaño de muestreo 2167 2167

Tabla A.2: Escalamiento de movimiento śısmico Northridge para el prototipo tipo estructura.

Finalmente, debido ante la presencia de actividad śımica, solo se cuenta con instrumentos
de medición que proporcionan la aceleración, se requiere estimar los parámetros de velocidad
y el desplazamiento. Por lo cual, son estimados empleando un filtro pasa altas, para obtener
las señales restantes, donde las caracteŕısticas espećıficas son: frecuencia de corte que se
establece en 0,3 Hz para eliminar los componentes de baja frecuencia y evitar la derivada,
obteniendo aśı:

f(s) =
s2

s2 + 3,77 + 3,55
× s2

s2 + 3,77 + 355
× 1

s
(A.1)
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2017.
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[51] Paul E. Tippens. F́ısica: Conceptos y Aplicaciones. McGRAW-HILL, 2011 7ma Edición.

[52] M.C. Fernando Javier Elizondo Garza. Práctica número 3: Frecuencias naturales. La-
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