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Resumen

En este trabajo de tesis se proponen modificaciones a los métodos de Meta-Aprendizaje
(ML) y Transferencia-Aprendizaje (TL), así como la generación de un nuevo algoritmo
basado en los concepto anteriores llamado Meta-Transferencia de Aprendizaje (MTA) que
además cuenta con un algoritmo de búsqueda de características especiales basado en la
Transformada Wavelet (TW ) para la identificación de sistemas no lineales y predicción de
series de tiempo caóticas, todo esto a través del uso de una topología clásica de una Red
Neuronal Artificial (RNA) como lo es el Perceptrón Multicapa (MLP ). También, se hace la
demostración matemática de las propiedades de estabilidad y convergencia (débil y fuerte)
para la etapa de entrenamiento. Finalmente, se proponen una serie de casos basados en
problemas del mundo real: identificación de sistemas no lineales, predicción de corto y largo
plazo para la magnitud de terremotos y el pronóstico de contaminantes ambientales bajo
la ausencia de información debido a fallas en el sistema de adquisición de datos, además,
el desempeño del algoritmo propuesto es comparado con redes neuronales clásicas como el
(MLP ) y arquitecturas de aprendizaje profundo. Por otra parte, se hace una modificación al
control Proporcional-Integral-Derivativo (PID) para el rechazo de perturbaciones. También
se definen los algoritmos que permiten su implementación y su posterior ejecución.
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Abstract

In this work modifications are proposed to the methods of Meta-Learning (ML) and
Transfer-Learning (TL), as well as the generation of a new algorithm based on the previous
concepts called Meta-Transfer of learning (MTA) that also contain with a search algorithm
for special characteristics based on the Wavelet Transform for the identification of non-linear
systems and prediction of chaotic time series, all this through the use of a classical artificial
neural network (RNA) topology such as the multilayer perceptron (MLP ). On the other
hand, the mathematical demonstration of the properties of stability and convergence (weak
and strong) is made for the training stage. Finally, a series of cases based on real-world
problems are proposed: identification of non-linear systems, prediction of short and long
term of the magnitude of earthquakes and the forecast of environmental pollutants in the
absence of information due to failures in the data acquisition system, its performance is also
compared with classic neural networks such as MLP and deep learning architectures; on the
other hand, a modification is made to the proportional-integral-derivative control (PID).
The algorithms that allow its implementation and execution to solve the proposed problems
are also defined.
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Capítulo 1

Introducción

En el área de investigación de la Teoría del Control Automático los esfuerzos
están enfocados en dos directrices principales: Identificación y Control de sistemas. En
muchas ocasiones son actividades inclusivas pero es posible estudiarlas individualmente.
La identificación de sistemas es el proceso de estimar modelos o parámetros de sistemas
dinámicos de acuerdo con los datos adquiridos de este [1]. Por otro lado, el control de sistemas
se encarga de que el comportamiento de un proceso siga una referencia bajo la presencia de
perturbaciones. Los modelos matemáticos utilizados van desde una ecuación lineal hasta
modelos más complicados como lo son las redes neuronales. La principal característica
de las redes neuronales artificiales radica en su naturaleza, donde a partir del entorno
(entradas/salidas) obtienen su conocimiento a través de un proceso adaptativo denominado
aprendizaje [2]. Se ha demostrado en innumerables trabajos que las redes neuronales pueden
ser utilizadas tanto para la identificación de sistemas como para el control de los mismos
[3]. El aprendizaje automático ha tomado diversos caminos para aumentar su capacidad
de resolución de problemas complejos, sin embargo, en muchas ocasiones el entendimiento
y la posterior implementación de los algoritmos resulta ser complicado para quienes no
cuentan con un antecedente substancial a nivel teórico de los tópicos. Es común observar
una evolución vertical en la teoría de los métodos, no obstante, aún cuando las diferentes
topologías de una red neuronal son analizadas exhaustivamente, no se han resuelto las
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problemáticas comunes de los métodos de una manera satisfactoria o, en su defecto, aún es
posible realizar avances debido al interés general sobre los retos que ofrecen. Algunos de los
métodos desarrollados como lo son el Meta-Aprendizaje [4] y la Transferencia-Aprendizaje [5]
dotan al aprendizaje automático con propiedades y características para superar problemas en
el kernel de los algoritmos académicamente utilizados o permiten potenciar las capacidades
para la resolución de los mismos. En Control Automático escasamente se ha explorado como
las propiedades de los métodos de ML y TL pueden ser utilizadas para mejorar o generar
algoritmos, técnicas o métodos para identificación y control de sistemas.

En este trabajo se presenta un panorama general de los métodos de Meta-Aprendizaje y
Transferencia-Aprendizaje. Además, se proponen modificaciones en los métodos ML y TL

para mostrar una manera de resolver las dificultades que se presentan en el uso de perceptrón
MLP como topología de red neuronal. Posteriormente, se combinan las características de los
métodos propuestos para generar un método denominado Meta-Transferencia de Aprendizaje.
Se analizan matemáticamente las propiedades de estabilidad y convergencia de los métodos
propuestos. Finalmente, se muestran diferentes casos de estudio tales como el pronóstico de
series de tiempo abordando problemas complejos como la predicción de sismos y el pronóstico
de contaminantes ambientales; el interés en este tipo de problemáticas se debe a que tienen
una alta sensibilidad a las condiciones iniciales así como las series de tiempo no cumplen con
las características de periodicidad y tendencia regular. Además, se muestra también su uso
para la identificación no paramétrica de sistemas no lineales y se hace una mejora al control
PID basado en en redes neuronales, la cual permite mejorar el desempeño en el rechazo
activo de perturbaciones.

1.1. Motivación

Las redes neuronales artificiales tienen alto uso en diversos campos de la investigación, sin
embargo, en ocasiones se opta por una evolución hacia la innovación de técnicas o métodos
a nivel teórico, pero con un costo de implementación superior tanto computacional como en
complejidad para su manejo por personas ajenas a las áreas de ciencias de la computación.
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Por esta razón, a nivel práctico existen muchos de estos algoritmos que no han demostrado
su eficacia en la resolución de problemas del mundo real. Es importante destacar que los
resultados reportados en tesis y artículos científicos sólo constituyen una ilustración de un
método, técnica, algoritmos propuestos en estos trabajos y por ende no es posible saber
con certeza los límites de las herramientas empleadas. Las redes neuronales MLP son
un claro ejemplo de lo antes mencionado, se usan con frecuencia para comparar con las
nuevas técnicas, pero en muchas ocasiones es injusta dicha comparación y no se sintonizan
parámetros adecuados para la problemática en cuestión. Si bien los esfuerzos deben de ir en
orden de depender cada vez menos de los hiper-parámetros presentes en métodos basados
en redes neuronales y tener mejores desempeños, aún es posible hacer mejoras a este tipo
de topologías haciendo uso de la combinación de nuevas técnicas dentro del aprendizaje
automático y dotar de nuevas características a una estructura y modelo neuronal que tiene
como principal propiedad una sencillez que permite su fácil implementación aún para quienes
no tiene una formación académica fuerte en los tópicos afines.

1.2. Objetivos

General:

• Desarrollar un método basado en la combinación de los métodos Meta-Aprendizaje
y Transferencia-Aprendizaje para el pronóstico de series de tiempo.

Particulares:

• Modificar el método de Meta-Aprendizaje para la identificación de sistemas no
lineales ante la presencia de perturbaciones.

• Diseñar una método para el uso de Meta-Aprendizaje y Transferencia-Aprendizaje
en la predicción de series de tiempo.

• Proponer un algoritmo de búsqueda de patrones para la especificación de la
similitud entre bases de datos y su uso en el método de Transferencia-Aprendizaje.
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• Diseñar un método de Meta-Transferencia de aprendizaje para la superación de
las limitantes de un red neuronal multicapa.

• Demostrar matemáticamente las propiedades de estabilidad y convergencia del
método de Meta-Transferencia de Aprendizaje.

• Utilizar el Meta-Aprendizaje modificado para la identificación de sistemas no
lineales.

• Realizar pronósticos de corto y largo plazo para series de tiempo caóticas.

• Implementar el método de Transferencia-Aprendizaje para el problema de pérdida
de información en bases de datos.

• Realizar simulaciones y comparaciones numéricas de los métodos propuestos y los
métodos clásicos basados en redes neuronales.

1.3. Estructura

El trabajo de tesis está estructurado del a manera siguiente. El Capítulo 2 describe en
el marco teórico de las redes neuronales para la identificación de sistemas dinámicos no
lineales y la predicción de series de tiempo, y se presenta una revisión de las limitantes
de los modelos neuronales multicapa. Además, incluye una breve historia de la evolución
los métodos de Meta-Aprendizaje y de Transferencia-Aprendizaje. El Capítulo 3 expone
la identificación de sistemas no lineales utilizando redes neuronales, se presentan las
modificaciones a los métodos Meta-Aprendizaje y Transferencia-Aprendizaje; también se
muestra el proceso para el algoritmo de búsqueda de características especiales basado en la
TW para complementar el método de Transferencia-Aprendizaje. Por otra parte, se propone
un método de Meta-Transferencia de aprendizaje, el cual permite combinar y utilizar las
ventajas de lo métodos antes mencionados. Por otra parte, se realiza una demostración
matemática de las propiedades importantes para la teoría de Control Automático como
lo son la estabilidad y convergencia del método. El Capítulo 4 aborda diferentes casos de
aplicación de los métodos ML, TL y MTA. Se aborda la predicción de series de tiempo
caóticas como lo es el pronóstico de magnitud para terremotos para los modelos de corto
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plazo, largo plazo, y de predicción en multi-horizonte. También, se describe la identificación
de sistemas no lineales empleando el modelo de predicción paralelo. Se trata el problema de
pérdida de información en la recolección de datos para las series de tiempo en un problema
del mundo real como lo es el pronóstico de los contaminantes del aire. Finalmente, en el
Capítulo 5 las conclusiones y el trabajo a futuro son presentados.

1.4. Contribuciones

1. El método de Meta-Aprendizaje se modifica para obtener una mejora en la precisión de
la predicción y robustez en presencia de ruido. Las modificaciones consisten en agregar
una tasa de aprendizaje variable en el tiempo y un término de momentum.

2. Se modifica el método de Transferencia-Aprendizaje para superar el problema en la
pérdida de información en una serie de tiempo.

3. Se desarrolla un algoritmo de búsqueda de patrones para la especificación de la similitud
entre bases de datos basado en la Transformada Wavelet y su posterior uso en el método
de Transferencia-Aprendizaje

4. Se propone un método de Meta-Transferencia de Aprendizaje.

5. Se demuestra la propiedad de estabilidad del método propuesto en el entrenamiento
del método de Meta-Transferencia de Aprendizaje.

6. Se demuestra la propiedad de convergencia débil y fuerte del método método de
Meta-Transferencia de Aprendizaje.

7. Se muestran diferentes maneras de utilizar los métodos de ML, TL y MTA para
resolver limitantes clásicas de las redes neuronales multi-capas.
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Capítulo 2

Identificación no paramétrica de

sistemas dinámicos no lineales a través

aprendizaje automático

La predicción de series de tiempo es de especial interés para los investigadores, debido a
que el pronóstico de largo plazo aún representa una problemática fuerte para el aprendizaje
automático, la inteligencia artificial o la informática. Hoy en día, los mayores esfuerzos de
los investigadores se centran en encontrar nuevas formas de obtener mejores resultados en
el problema de la predicción. La predicción de series de tiempo permite determinar valores
futuros en alguna tarea a partir de registros históricos pasados, considerando un margen de
error de predicción. Se utilizan muchos métodos populares para resolver este problema, por
ejemplo, el enfoque de Box y Jekins [6]. En [7] se hace una revisión de los métodos más
habituales para solucionar este problema. Las RNA se han utilizado con éxito para lograr
el pronóstico de las series temporales [8], [9], [10]. El MLP es el tipo de red neuronal más
común, cuyas entradas y salidas están vinculadas por una o más capas ocultas. Sin embargo,
el MLP tiene dos problemas principales: la convergencia lenta y el mínimo local, [11]. Para
evitar estos problemas, se han desarrollado varias ramas del aprendizaje automático, por
ejemplo, el aprendizaje profundo [12].
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2.1. Series de tiempo y modelos de caja negra

El pronóstico de series de tiempo no sólo es uno de los campos más actuales, sino
también uno de los más importantes en el aprendizaje automático, la inteligencia artificial
o la informática, [13], [6]. Hoy en día, los investigadores realizan grandes esfuerzos para
encontrar nuevas formas de obtener mejores resultados en los problemas de pronóstico. La
predicción de series de tiempo permite obtener, considerando un margen de error, valores
futuros a partir de registros históricos pasados. Muchos problemas de las series de tiempo
no ofrecen suficiente información para usar las técnicas clásicas [14]. El enfoque de caja
negra, sin embargo, permite resolver este problema, donde los modelos neuronales son las
estructuras más comúnmente utilizadas [15].

2.1.1. Series de Tiempo

Todos los fenómenos de la naturaleza pueden ser interpretados a través de magnitudes
físicas, tales cómo: temperatura, corriente, voltaje, velocidad, frecuencia, pH, presión, flujo,
par, entre muchas otras. Estas variables dependientes del tiempo pueden ser llamadas “estados".
En el área de Control Automático los sistemas de adquisición de datos son aquellos que
permiten recolectar la información de los estados por medio del uso de sensores y transductores,
los cuales convierten una señal analógica medible en información digital por cada tiempo de
muestreo; cuando estas observaciones son generadas secuencialmente a través del tiempo
entonces pueden ser llamadas series de tiempo en tiempo discreto.

Las series de tiempo pueden clasificarse en dos ramas: deterministas y estocásticas. La
primera de ellas tendrá lugar cuando los datos adquiridos secuencialmente son dependientes,
esto significa que los valores futuros pueden ser pronosticados de manera exacta a partir
de los eventos pasados. Sin embargo, es común observar que el pronóstico no depende
únicamente de valores pasados, por lo que la predicción suele no ser exacta, dando lugar
a un factor de probabilidad el cual estará condicionado al conocimiento a priori de datos
históricos. Una serie de tiempo estocástica se define en el momento que la varianza tiende a
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infinito con el paso del tiempo, [13]. Cabe señalar, que las series de tiempo caóticas tienen
un comportamiento parecido a la series de tiempo estocásticas pero su aleatoriedad es
totalmente determinista, esto es gran interés porque los datos pueden ofrecer información
útil sobre un fenómeno, como se menciona en [16].

Las Series de Tiempo tienen cuatro objetivos fundamentales, [13]:

Descripción: Constituye un análisis simple basado en la obtención de la gráfica de
los datos disponibles contra el tiempo, el gráfico es usado para obtener y determinar
propiedades de la serie a través de inspección visual o métodos de uso sencillo.

Correlación: Cuando se involucran dos o más variables en el análisis de un mismo
fenómeno, es posible analizar la dependencia que existe entre ellas y la sensibilidad de
una variable ante la variación de comportamiento de otro estado.

Predicción: A partir de información previa se busca determinar los valores futuros
inmediatos o a través de un multi-horizonte. Comúnmente los términos predicción
y pronóstico son usados indiscriminadamente, sin embargo, en [17] se menciona que
“pronóstico” debe ser usado para métodos objetivos, mientras que “predicción” debe
ser usado para métodos subjetivos.

Control: En este objetivo se pueden tener dos enfoques fundamentales. El primero tiene
relación con el Control Predictivo, ya que la acción de control está sujeta a la predicción
de perturbaciones, como de tendencia no deseada de la variable de control y con esto
realizar una acción oportuna por parte del controlador. El segundo es más profundo y
complicado, ya que con el uso de la información disponible, es posible modelarla y con
ello trabajar con una estrategia/ley de control “óptima".

Toda serie de tiempo puede ser caracterizada a través de la presencia o ausencia de ciertas
propiedades que pueden ayudar a determinar el método o técnica especial para alcanzar el
objetivo que se tenga de la serie. Estas propiedades pueden ser: tendencia, estacionalidad,
periodicidad o cualquier elemento de correlación con eventos pasados sistemáticos. Este tipo
de series pueden usar modelos de pronóstico lineales, ya que su complejidad suele ser baja.
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Por otro lado, cuando se tienen series de tiempo caóticas, es decir, que se tiene una alta
sensibilidad a las condiciones iniciales, el pronóstico exacto es imposible ya que el error
aumentara rápidamente con la más ligera inexactitud de la información disponible en las
bases de datos, debido a fallas en la adquisición de datos, ruido, en otras. Algunos ejemplos
de ello pueden ser comportamientos: financieros, climatológicos, minería de datos, entre otros
[18].

2.1.2. Modelos de Caja Negra

La identificación no paramétrica se encuentra basada en el hecho de que no se tiene
disponible un modelo matemático que definan el comportamiento de un sistema a través de
ecuaciones diferenciales ordinarias o parciales, esto regularmente se debe a que el proceso
presenta una gran complejidad en su naturaleza; por lo que el comportamiento estará descrito
únicamente a través de un modelo experimental y este tipo de modelos son comúnmente
llamados modelos de caja negra. Por otro lado, los modelos matemáticos teóricos llamados
modelos de caja blanca, son aquellos que puedan proveer mayor información acerca del
sistema en cuestión, explican la dinámica de un sistema a través del tiempo ya que se
conoce tanto la estructura y los parámetros del modelo. Ambos modelos presentan una clara
desventaja, los de caja blanca suponen conocer todo, y tal vez en ambientes controlados esto
sea posible, sin embargo, en condiciones industriales esto es difícil de lograr para procesos
en los que intervengan variables analíticas o se tenga movimiento de materia a través de un
conducto; cabe señalar que existen sistemas electromecánicos, como los robots, que su modelo
y parámetros han sido identificados con una alta exactitud, mientras que los modelos de caja
negra vistos desde el punto de las redes neuronales artificiales tienen una gran desventaja: las
ecuaciones resultantes no pueden ser interpretadas físicamente, ver Figura (2.1). Ahora bien,
es preferible tener la combinación de ambos enfoques dando lugar a modelos de caja gris.
Sin embargo, en las ultimas décadas, los modelos de caja negra son cada vez más utilizados
debido que:

El análisis físico y matemático, para la obtención de un modelo basado en ecuaciones
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diferenciales puede volverse bastante complejo incluso para sistemas simples.

En su mayoría, los coeficientes del modelo derivados de las consideraciones teóricas no
son suficientemente precisos.

No se conocen todas las acciones que tienen lugar dentro del sistema.

Las acciones que tienen lugar no se pueden describir matemáticamente con los requisitos
precisión.

Algunos sistemas son muy complejos, lo que hace que el análisis teórico tenga un costo
temporal muy alto, por lo que no es práctico fuera del campo de la investigación.

Los modelos identificados se pueden obtener en un tiempo más corto y con menos
esfuerzo en comparación que los modelos de caja blanca.

A través de la medición de la entrada y salida de un proceso, permite que el análisis
experimental desarrolle modelos matemáticos. Sin embargo, sólo se obtienen modelos que
gobiernan el comportamiento de entrada-salida del sistema, es decir, los modelos en general
no describirán la estructura interna precisa del sistema. Estos modelos de entrada-salida
son aproximaciones y aún así son suficientes para muchas áreas de aplicación. Si el sistema
también permite la medición de estados, obviamente también se puede recopilar información
sobre la estructura interna del sistema. Tradicionalmente las ecuaciones diferenciales (tiempo
continuo) o las ecuaciones en diferencias (tiempo discreto) son usadas para describir el
comportamiento en el tiempo de un sistema dinámico. Como se mencionó, en algunas
ocasiones resulta complejo el camino analítico, en particular cuando el requisito de adaptación
está presente para sistemas variantes en el tiempo.

2.2. Modelado de sistemas dinámicos no lineales a través

de redes neuronales

Las redes neuronales son estructuras de modelos de caja negra no lineales que se utilizan
como métodos convencionales de estimación de modelos. Tienen buenas capacidades de
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Figura 2.1: Taxonomía de los tipos de modelos.



2.2 Modelado de sistemas dinámicos no lineales a través de redes neuronales 13

Figura 2.2: Arquitectura de red neuronal multicapa.

aproximación general para sistemas no lineales complejos. Al proponer los hiper-parámetros
en estas estructuras, también existe una buena adaptabilidad para concentrarse en aquellos
parámetros que tienen la mayor importancia para el conjunto de datos en particular.

2.2.1. Redes neuronales multicapa

Las redes neuronales artificiales tienen varias arquitecturas, un caso particular es cuando
se estructuran por capas (ver Figura 2.2), comúnmente llamadas perceptrón multi-capas,
siendo este tipo de las más utilizadas a lo largo de la historia del campo de investigación e
incluso en la actualidad debido a la simplicidad para su aplicación e implementación [19].
Son usadas para realizar tareas tales como: regresión [20], pronóstico de series de tiempo
[21], clasificación [22], comprensión de datos [23], control de sistemas [24]. La arquitectura
MLP está compuesta por lo siguiente:
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X(k) contiene los valores utilizados por la capa de pesos en la entrada:

X(k) = [x1, x2, ..., xi], i = 3, 4, 5, ..., ni,

donde ni es el número de entradas seleccionadas.

h(k) contiene la respuesta a la salida de los nodos de la capa oculta:

H(k) = [h1, h2, ..., hj], j = 3, 4, 5, ..., nh,

donde nh es el número de nodos seleccionados.

Ŷ (k) contiene la respuesta a la salidas de la red neuronal:

Ŷ (k) = [ŷ1, ŷ2, ..., ŷo], o = 3, 4, 5, ..., no,

donde no es el número de salidas seleccionadas.

La matriz de pesos comúnmente referida a las capas ocultas, i.e., ver la Figura (2.2), la
cual es un MLP con dos capas, una capa oculta (Wij) y una capa de salida (Vjo). La matriz
Wij ∈ ℜ(ni × nh) comunica a la capa de entrada con la capa oculta, mientras que la matriz
Vjo ∈ ℜ(nh × no) comunica a la capa los nodos de salida de la capa oculta con la salida de
la red neuronal. Para la inicialización de las matrices de pesos se eligen valores aleatorios
dentro de un intervalo definido [a, b].

En la capa de entrada, el efecto de las entradas a una neurona se considera aditivo, por
lo tanto la entrada neta que recibe un nodo es la suma del producto de cada señal individual
por el peso sináptico que los une, esto es:

nethj(k) =
ni∑
i=1

wij(k)xi(k); j = 1, ..., nh. (2.1)

Cada nodo recibe y envía señales a las demás neuronas, por lo que después de calcular la
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entrada neta, es necesario procesarla para obtener una respuesta. La función de activación
Γ(·) procesa la información y determina si esta es propagada a la siguiente capa. Definiendo
la salida de la capa oculta:

hj = Γ(nethj(k)). (2.2)

Si la MLP tiene más capas, basta con agregar un superíndice l en la ecuación anterior
y realizar la operación definida por la ecuación (2.1) cambiando el vector de entradas por la
salida de la capa anterior y escogiendo la matriz de pesos comunicantes de la capa. La salida
del número capas l es:

hlj = Γ(nethlj(k)). (2.3)

Para la obtención de la salida de la red neuronal se ejecuta el mismo mecanismo mencionado
en el paso anterior considerando:

netoo(k) =
nh∑
j=1

vjo(k)hj(k); o = 1, ..., no; (2.4)

ŷo = Φ(netoo(k)), (2.5)

donde Φ(·) es la función de activación.
El proceso de aplicación de una red neuronal consta de las etapas de aprendizaje y

generalización. La primera, también denominada etapa de entrenamiento [25], se emplea
un conjunto de elementos extraídos de bases de datos, estos son utilizados como patrones
y con ello se calcula los pesos sinápticos de la red neuronal conforme es recorrido dicho
conjunto los cuales fueron iniciados aleatoriamente. Al realizar el paso hacia adelante se
obtiene una respuesta estimada por la red neuronal y al comparar esta con la salida real
del sistema se determina el error de estimación y se elige una función de costo para el
entrenamiento de los pesos sinápticos. La etapa de entrenamiento se realiza de forma iterativa
donde se busca minimizar dicha función de costo a través del tiempo. En la etapa de
generalización, la red neuronal opera de manera autónoma sin la necesidad de actualizar
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sus hiper-parámetros, normalmente se utiliza un conjunto de datos distinto al usado en la
etapa de entrenamiento para validar que la red neuronal realice su tarea correctamente y no
solamente haya memorizado el conjunto de datos utilizados en la etapa de entrenamiento.

2.2.2. Leyes de Aprendizaje

Como se describió en la sección anterior, el entrenamiento de la red neuronal permite
aproximar funciones lineales y no lineales, este proceso se encuentra basado en leyes o
ecuaciones de aprendizaje para minimizar una función de costo y es denominado como
paradigma de aprendizaje de manera supervisada, [26]. En este tipo de aprendizaje se tiene
un conjunto de datos de las señales adquiridas de la entrada y salida del sistema dinámico no
lineal y se le conoce como “maestro", con ello se pretende determinar los valores de los pesos
sinápticos de la red neuronal a partir de la información disponible. Algunas tareas comunes
para este esquema de aprendizaje son: reconocimiento de patrones, regresión, pronóstico de
series de tiempo, entre otras. Normalmente la función de costo J(k) a minimizar es el error
cuadrático medio (MSE) y se define como:

J(k) =
n∑

i=0

1

2
E2

i . (2.6)

La ley de aprendizaje más comúnmente usada para la actualización de los pesos sinápticos
es el conocido Retro-Propagación hacia atrás (BP ), o también conocido como Backpropagation,
continuando con el ejemplo de la sub-sección anterior, se tiene que las ecuaciones que definen
el aprendizaje son, [27]:

Vjo(k + 1) = Vjo(k)− η
∂J(k)

∂Vjo(k)
; (2.7)

Wij(k + 1) = Wjo(k)− η
∂J(k)

∂Wij(k)
, (2.8)
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donde el gradiente de la capa de salida es:

∂J(k)

∂Vjo(k)
=
∂J(k)

∂ŷo(k)

∂ŷo(k)

∂nethoo(k)

∂nethoo(k)

∂Vjo(k)
.

Cabe mencionar que del gradiente ∂J(k)
∂Vjo(k)

se obtienen los gradiente locales, estos serán
usados para actualizar los pesos de la oculta:

δoo(k) =
∂J(k)

∂ŷo(k)

∂ŷo(k)

∂nethoo(k)
.

El gradiente de la capa oculta está definido por:

∂J(k)

∂Wij(k)
=

(
no∑
o=1

δoo(k)Vjo(k)

)
Γ′(nethj(k) · xi(k), (2.9)

donde Γ′(·) es la derivada de la función de activación.
Si existieran más capas ocultas cuyo número es denotado por el superíndice l el gradiente

local quedaría definido por:

δlhj
(k) =

(
no∑
o=1

δoo(k)Vjo(k)

)
Γ′
l(neth

l
j(k)), (2.10)

sustituyendo la ecuación (2.10) en (2.9) se obtiene que el gradiente de la función de costo J
con respecto a los pesos sinápticos de la matriz Wij es:

∂J(k)

∂Wij(k)
= δlhj

(k)xi(k). (2.11)

La ley de aprendizaje de BP hacia atrás tiene ciertas limitantes, como lo puede ser
el tiempo de convergencia debido al parámetro de aprendizaje η, la cual es una constante
positiva 0 < η < 1. Se han hecho esfuerzos a través del tiempo para modificar y dotar
de ciertas cualidades a este método. El término denominado momentum, [27] se agrega
para incrementar la velocidad de convergencia y evitar caer en un mínimo local superficial,
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y beneficiara que los pesos sinápticos tiendan hacia los mínimos locales más profundos
obteniendo un mejor desempeño en las etapas de generalización del modelo neuronal. La
ley de aprendizaje basada en BP con termino momentum es:

Vk+1 = Vk − η
∂J

∂Vjo
+ α∆Vk;

Wk+1 = Wk − η
∂J

∂Wij

+ α∆Wk, (2.12)

donde ∆Vk = Vk − Vk−1, ∆Wk = Wk −Wk−1, α es una constante positiva, 0 < α < 1.
En ocasiones, un coeficiente no adecuado del termino α puede generar oscilaciones e

inestabilidad en la etapa de entrenamiento. Además, las modificaciones tratan de evitar
los problemas del gradiente descendente, sin embargo, esto no está resuelto completamente
o se obtienen bajos desempeños, la secciones siguientes se aborda a mayor detalle estás
problemáticas.

2.2.3. Esquemas de identificación para el modelado de sistemas

dinámicos no lineales por redes neuronales

Sea un sistema dinámico no lineal discreto del que se desconoce un modelo matemático,
este puede ser descrito por el siguiente modelo:

x̄(k + 1) = f [x̄(k), u(k)], y(k) = g[x̄(k)], (2.13)

donde la entrada entrada del sistema es el vector u(k), el vector de estados internos es
x̄(k) y la salida del sistema es el vector y(k). f(·) y g(·) son funciones no lineales suaves
desconocidas, f, g ∈ C∞.

La adquisición de eventos a través del tiempo de las señales de entrada y salida permiten
definir los siguientes conjuntos de entrada y salida, si y sólo si la entrada aplicada al sistema
no lineal es conocida u(k) y la salida del sistema dinámico no lineal puede ser adquirida y
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discretizada a través de un sistema de adquisición de datos:

U(k) = [u(k), u(k − 1), · · · , u(k − n)];

X̄(k) = [x̄(k), x̄(k − 1), · · · , x̄(k − n)];

Y (k) = [y(k), y(k − 1), · · · , y(k − n)].

Si el gradiente ∂Y (k)

∂X̄(k)
es no singular evaluado alrededor del punto [X̄, U(k)] = [0; 0] , es

posible definir el modelo exógeno auto-regresivo no lineal (NARX) [15]:

y(k) = ℏ(X(k)), (2.14)

donde ℏ(·) denota la ecuación no lineal en diferencias que describe la dinámica del sistema
dinámico no lineal en función de los eventos adquiridos de la entrada y la salida:

X(k) = [y(k − 1), y(k − 2, · · · , y(k −my)), u(k), u(k − 1), · · · , u(k −mu))]
T , (2.15)

por lo que X(k) = [X1, · · · , Xl], con l = my+mu+1, y el número de datos total adquiridos
del sistema es denotado por N donde el índice de referencia por evento es k = 1, 2, · · · , N .
Dado que la función ℏ es desconocida es posible sustituirla por una red neuronal que a
través del vector de entrada X(k) y los hiper-parámetros (número de capas, número de
nodos, constantes de aprendizajes, entradas) seleccionados es posible aproximar con ŷ la
dinámica producida por el sistema dinámico no lineal y(k) ante una entrada conocida u(k):

ŷ(k) = NN(X(k)), (2.16)

donde NN representa una red neuronal artificial.
Para la identificación del sistema descrito por el modelo (2.13), se han propuesto los

siguientes esquemas:

Modelo Serie-Paralelo (ver Fig. 2.3a).
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Se encuentra definido por el siguiente modelo:

ŷ(k) = NN [y(k − 1), y(k − 2), · · · , y(k − ny), u(k), u(k − 1), · · · , u(k − nu)], (2.17)

donde el vector de entrada X(k) de la red neuronal NN es un modelo NARX. Tal
que, nu y ny son los ordenes de regresión para entrada y la salida respectivamente.
ny ̸= my y nu ̸= mu, siendo el esquema de identificación más utilizado ya que en la
mayoría de los casos se conoce tanto la entrada como la salida.

Modelo Paralelo (ver Fig. 2.3b),
Se encuentra definido por el siguiente modelo:

ŷ(k) = NN [ŷ(k − 1), ŷ(k − 2), · · · , ŷ(k − ny), u(k), u(k − 1), · · · , u(k − nu)]; (2.18)

ó
ŷ(k) = NN [u(k), u(k − 1), · · · , u(k − nu)], (2.19)

donde la principal diferencia entre el Modelo Serie-Paralelo, el cual usa la regresión de
la salida del sistema dinámico no lineal y(k), consiste en que el Modelo Paralelo no usa
la salida del sistema, en cambio, puede o no usar la regresión de la salida estimada de
la red neuronal ŷ(k − 1).

Ambos modelos de identificación pueden ser usados también para una tarea de predicción,
sin embargo, en general las estimaciones que entregan suelen no ser buenas cuando el sistema
dinámico no lineal presenta problemas consistentes como lo es ruido en la adquisición de
datos, pérdida de información, bases de datos insuficientes o la complejidad asociada a la
naturaleza del sistema. Cabe mencionar que el esquema de identificación en paralelo suele
ser difícil de implementar ya que únicamente se conoce información sobre la entrada del
sistema y las predicciones realizadas por el modelo neuronal tienden a divergir con respecto
a la señal de prueba ocasionado que el error de estimación aumente, [3].
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Figura 2.3: a) Modelo Serie-Paralelo. b) Modelo Paralelo.

2.3. Aspectos en la implementación de las redes neuronales

Con frecuencia el ámbito de investigación teórica crece de una manera desmesurada en
comparación con la aplicación de los métodos, técnicas, herramientas y métodos propuestos,
esto genera un desequilibrio evidente no sólo en la mayoría de las áreas del conocimiento.
Este fenómeno es apreciable con facilidad en las redes neuronales artificiales, a través de
la incesante proposición de nuevas topologías o estructuras cada vez más complicadas y
con furor matemático extravagante dejan de lado algo esencialmente crítico, los medios de
implementación y la clara definición de los problemas que se busca resolver. Se debería
de considerar con mayor fuerza evaluar los límites de los métodos y no dejar de lado que la
plasticidad que puede llegar a tener una RNA. Estos análisis permitirán proponer soluciones
que mejoren las características de un modelo neuronal tales como una MLP utilizando una
ley de aprendizaje como el BP .
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2.3.1. Aprendizaje: Problemas y limitantes

El aprendizaje de una RNA, comúnmente se encuentra basado en el minimización de
una función de costo, dicha acción se realiza a través de algoritmos matemáticos para el
entrenamiento de los pesos sinápticos, a menudo se usan métodos como la rBP el cual usa el
gradiente de la función de costo con respecto a los pesos sinápticos y los ajusta a lo largo de
la dirección contraria del gradiente para reducir el error de aprendizaje. Los paradigmas de
aprendizaje se clasifican en función de la información que adquieren a partir de la experiencia,
estos pueden ser:

Aprendizaje supervisado: Es aquél que contiene un algoritmo capaz de estudiar un
conjunto de datos adquiridos de un fenómeno físico partir de un maestro y puede llegar
a tener objetivos de clasificación y regresión. Involucra procesar diferentes valores de un
vector de entrada dadoX(k), la RNA extrae ciertas características de la serie de tiempo
y arroja un valor de salida Ŷ (k) el cual es comparado con un valor deseado conocido
Y (k) para producir un error y posteriormente realizar la acción de entrenamiento;
buscando también minimizar la función de costo del error entre la respuesta de la red
y del sistema, [28].

Aprendizaje no supervisado: En este aprendizaje se aprenden patrones de un conjunto
de datos de entrada que no son conocidos (datos no etiquetados) y sin ningún lazo
de realimentación explícito. Por ello, este algoritmo necesita aprender del conjunto de
datos sin ninguna guía y sólo haciendo uso de las propiedades y características que
contiene la serie de tiempo. Se aplican cuando se requiere aprender la distribución de
probabilidad que el conjunto de datos genera, [27].

El teorema de aproximación universal [29], menciona que es posible aproximar cualquier
función no lineal a partir de una sola capa oculta, sin embargo, puede no lograrse. Lo
anterior se debe a problemas en los algoritmos de aprendizaje, uno de los algoritmos más
usados y conocidos es BP el cual presenta dos problemáticas en particular: la falta de datos
y el mínimo local. El segundo puede ser ocasionado no sólo por la falta de información,
sino por otros aspectos relacionados a las condiciones iniciales del entrenamiento y los
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hiper-parámetros seleccionados para topología de una RNA tales como: número de capas
ocultas, número de entradas, nodos por capa oculta y constantes de aprendizaje. El hecho de
que los pesos sinápticos no puedan converger a un mínimo global garantiza que exista en todo
momento un error de estimación. El problema con el mínimo global es que existe, pero no es
probable conocerlo. En [30], se aborda el problema de los mínimos locales en el aprendizaje
a través de BP , y se hacen una serie de recomendaciones que permiten determinar las
condiciones que se deben de cumplir para acercarse al mínimo global.

La RNA denotada por NN , en su arquitectura MLP las neuronas o pesos sinápticos son
agrupados en conjuntos llamados capas, mientras que el entorno de aprendizaje denominado
Le es un conjunto de datos para el aprendizaje supervisado y es una colección de pares de
entrada/salida , los cuales serán usados por la NN , Le = ((Xo(t), D(t)), Xo ∈ Rn(o), D(t) ∈
Rn(l), t = 1, ..., T ) donde, (Xo(t) son los datos de entrada y D(t) son los datos objetivo,
cuyas dimensiones n(o) y n(l) son definidas por el usuario al realizar la etapa de adquisición
de datos. La búsqueda del mínimo local se trata que a partir de un Le se proponga un
arquitectura de la NN que a través del algoritmo de aprendizaje se encuentre un conjunto
de pesos tales que la función de costo ET , como lo puede ser el (2.6), sea minimizada. Para
intentar que el gradiente descendente converja al mínimo global (ET −→ 0) se enlistan
algunas recomendaciones a continuación [30]:

NN sea piramidal, n(l + 1) ≤ n(l), l = 1, ..., L− 1.

Las matrices de pesos por cada capa, Wl, l = 1, ..., L − 1 sea de rango completo por
filas.

La relación del kernel de matriz X ′
o y el kernel de la salida del sistema denotado por

SY
l :

Ker[X
′

o] ∩ SY
l = {⊘} .

Lo anterior ha sido probado de forma matemática, sin embargo, en las situaciones del
mundo real, es muy difícil cumplir con la tercera proposición, ya que eso significaría tener el
conocimiento de SY

l , i.e. el conjunto de todas las salidas Ŷ (t) que genera la variación de los
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Figura 2.4: Gradiente Descendente.

pesosWi en el compacto Ω. Esto significa que el rango la matriz de los datos de entrada sea de
rango completo tal que Rank[Xo] = T y por tanto que sean linealmente independientes por
fila o columna. Si bien la formalidad matemática permite definir los caminos y propiedades
que se deben de cumplir para lograr encontrar ET −→ 0, en la práctica esto no se cumple
con facilidad debido, por ejemplo, a la información disponible o el grado de dependencia de
las variables a tratar en un sistema. La generación de un mínimo local es casi inevitable en
función de los hiper-parámetros seleccionados, ver Figura (2.4).

En trabajos recientes también se aborda el problema de la selección de las condiciones
iniciales para los pesos se ha vuelto un tema popular para las áreas de optimización, ya que
en efecto la convergencia también depende del azar para la selección de estos. En [31], se
expone un método para calcular las ponderaciones iniciales del MLP se basa en la calidad de
la medida de similitud propuesta en el marco de la teoría ampliada de conjuntos aproximados.
Por otro lado, la información disponible para tratar un problema de predicción o control a
través de un RNA, en muchas maneras puede ser interpretado desde la dependencia que
existe entre la entrada y la salida, hasta la falta de valores en el conjunto de datos debido a
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una mala adquisición de datos. Es común que las series de tiempo sufran pérdida de datos,
de una manera no muy elegante los operadores de redes neuronales borran los elementos
desconocidos y usan elementos disponibles de eventos pasados asociados a los históricos de
las variables de estado, esto suele funcionar cuando la serie de tiempo tiene características
de estacionalidad o periodicidad, pero cuando se tratan series de tiempo caóticas entonces
las propiedades y características cambian sin un patrón aparente y los métodos tradicionales
dejan de surtir efecto y lograr los objetivos propuestos se vuelve cada vez más complicado.
Un caso de estudio es el mostrado en [32], donde se busca mitigar la consecuencia de los gases
de efecto invernadero, para ello se requieren modelos neuronales que permitan la predicción
de forma precisa de la cantidad y tiempo de recuperación del gas metano en los vertederos.
Cuando el estudio se asocia a problemas de emisiones de gases de efecto invernadero, los
modelos de predicción de series de tiempo son de considerable interés, en los que se requieren
registros pasados significativos en bases de datos para cada uno de gases en cuestión. Se
realizó un modelo de series de tiempo que consta de dos etapas: la primera la primera
se realiza mediante la imputación de datos faltantes en la serie de tiempo, seguido de una
aproximación basada en un modeloNARX. Esto es un claro ejemplo de que no hay estudios o
análisis que permitan determinar, si tomar información del pasado y utilizarla para completar
la serie de tiempo es correcto, ya que las características espacio-temporales del fenómeno
pueden generar un sesgo en el entrenamiento de la RNA y por tanto en la etapa de validación
el error de estimación no sea aceptable.

2.4. Enfoques modernos en el aprendizaje automático

Los métodos de aprendizaje automático adaptan los parámetros de un modelo, esto
se realiza para una determinada tarea y el re-entrenamiento es necesario cuando cambian
las condiciones del sistema. El error de estimación se debe a la falta de datos y tiempo
de recolección de los mismos debido a características de espacio-tiempo. Sin embargo,
generalmente es difícil extraer la experiencia y convertirlo en un sesgo inductivo, esto ocurre
de manera particular con ciertas clases de modelos de caja negra como las redes neuronales.
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El ML proporciona una forma de automatizar la selección de un sesgo inductivo para
una tarea principal, de tal manera que aprovecha las observaciones hechas a los datos
provenientes de tareas secundarias que guarden una relación de similitud. Con sesgo un
inductivo entrenado de esta manera el modelo de aprendizaje automático puede llevarse a
cabo de manera potencial con una menor cantidad de datos de entrenamiento y/o una mayor
complejidad [33].

Las tecnologías basadas en minería de datos y aprendizaje automático estocásticos han
tenido un éxito significativo en conocimientos en áreas de ingeniería que incluyen clasificación,
regresión y agrupamiento. Sin embargo, los métodos de aprendizaje funcionan bien sólo
bajo una suposición común: los datos de entrenamiento y prueba se extraen del mismo
conjunto que cuentan con una misma distribución probabilística. Cuando lo anterior cambia,
la mayoría de los modelos estadísticos deben reconstruirse utilizando datos de entrenamiento
recién recopilados. En muchos casos reales de aplicaciones, es caro o imposible de recopilar
los datos de entrenamiento necesarios. Por lo tanto, un interés de investigación es buscar
reducir la dependencia de los datos disponibles. En tales casos, la TL es deseable, [5].

Finalmente, es imperante manifestar que no existe un consenso en el uso de los términos
de Meta-Aprendizaje y Transferencia-Aprendizaje, si bien son conceptos que aparecen de
manera simultánea o con escasos años de separación entre los primeros trabajos, no es
posible definir o establecer diferencias entre ambos. Sin embargo, para fines de este trabajo
el Meta-Aprendizaje hace uso de los datos dentro de su propio dominio, mientras que el
Transferencia-Aprendizaje puede usar conocimiento de un dominio distinto.

2.4.1. Meta-Aprendizaje

El concepto de Meta-Aprendizaje (ML), data de hace más de 35 años en la década de los
80’s para aplicaciones en el campo del aprendizaje automático. Su raíz proviene de trabajos
dedicados al campo de la psicología, ya que se afirma que la dinámica o comportamiento
humano deben entenderse a través de los cambios efectuados debido al enfrentamiento a
múltiples problemas del aprendizaje, los cuales tienen un cierto grado de similitud, [34]. En
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otra dirección dentro del mismo campo, se encuentra el enfoque educativo [35], donde se
menciona que los estudiantes deben ser conscientes no sólo de lo que una tarea o actividad
ofrece en primer plano como lo puede ser la resolución de la misma, sino en un sentido
profundo sobre el entendimiento del control de sus propios recursos cognitivos; dentro del
aprendizaje automático estos pueden interpretarse como un modelo que gana experiencia a
través de múltiples escenarios de aprendizaje con una cierta distribución probabilidad de los
datos asociados a cada una tareas, que a su vez utiliza esa información o conocimiento
disponible para maximizar el desempeño de aprendizaje en tareas futuras. Un término
asociado de forma recurrente es “aprender a aprender"mencionado en [36], donde los beneficios
obtenidos tales como la eficiencia y discriminación de la información relevante en los datos
y su análisis en escalas de tiempo están mejor alineadas hacia el aprendizaje humano ya que
esto se da de manera evolutiva a lo largo de la vida, [37].

Los conceptos antes mencionados sobre ML aplicados a métodos, algoritmos dentro del
aprendizaje automático aparecen por primera vez en [38], donde se exponen una serie de
métodos para que las redes neuronales realicen un aprendizaje auto-referencial al recibir como
entradas sus propios pesos sinápticos y con ello predecir actualizaciones para los mismos, esto
puede denominarse como el uso de algoritmos evolutivos. Posteriormente, se han observado
diferentes áreas cómo lo son algoritmos bio-inspirados. En [39],[40], propusieron reglas de
aprendizaje basados en ML biológico, avances en sistemas auto-referenciales [41],[42], hasta
que finalmente se comenzó a ocupar el ML con el gradiente descendente en 1991 [43], con
diversos esfuerzos por coordinar ambos conceptos a lo largo de trabajos como [44], [45],
mientras que en [46] se dio una descripción general y condensada de la literatura propuesta
hasta ese momento.

En [4], se realiza un increíble esfuerzo por unificar el concepto en nuestros días, ya que
a pesar de que el concepto es relativamente novedoso no ha sido sencillo de lograr una
convención del concepto de ML en las áreas del conocimiento. En el trabajo muestran una
taxonomía del concepto que parten de las siguientes preguntas:

Meta-Representación ("¿Qué?") Se basa en la elección del Meta-Conocimiento para
entonces Meta-Aprender. Esto podría ser desde los parámetros iniciales del sistema
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basado en ML [47], hasta la optimización de código basado en el aprendizaje por
refuerzo [48].

Meta-Optimizador ("¿Cómo?") Tiene que ver con el tipo de aprendizaje y ley de
aprendizaje a utilizar, cómo lo puede ser el gradiente descendente [47], aprendizaje
por refuerzo [48] y algoritmos evolutivos [49].

Meta-Objetivo ("¿Por qué?") Se determina hacia donde se orienta las propiedades y
ventajas de las técnicas dentro del campo, como aprendizaje en pocas iteraciones [50],
optimización rápida [51], robustez dentro del cambio de dominio entre tareas [52] y
ruido en los datos [53].

A continuación se muestra un diagrama en la Figura (2.5) que permite ubicar a este
trabajo dentro de la taxonomía propuesta como un Meta-Optimizador, además de los campos
de aplicación estudiados hasta el momento, donde es visible observar que la mayoría de los
esfuerzos han sido encaminados hacia las ciencias de la computación y dentro del área del
control automático no existen indicios o trabajos donde se pueda apreciar el uso de esta
técnica.

Dentro del área del Meta-Optimizador existen diversas subáreas en las que se clasifica el
aprendizaje: gradiente descendente, aprendizaje por refuerzo y algoritmos evolutivos. Dada
la naturaleza del trabajo, el enfoque es hacia el primero de los antes mencionados.

Existen variantes del gradiente descendente con la línea de ML, [54], [55], [56]. En la
literatura se menciona que son algoritmos potencialmente más eficientes ya que están basados
en cuestiones analíticas/deterministas [4]. Por otra parte, tienen sus propios retos a superar
cómo lo son:

Depurar los pasos de optimización internamente a través de algoritmos de diferenciación
tales como [57], [58], o algoritmos implícitos de diferenciación [59], [60]; así cómo los
términos de segundo orden debidos al gradiente [61].

Reducir los inevitables problemas de degradación del gradiente descendente, cuya efecto
aumenta con el número de pasos de optimización del ciclo interno.

Cálculo de gradientes, cuando la tarea incluye operaciones discretas y no diferenciables.
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Figura 2.5: Taxonomía del Meta-Aprendizaje.
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2.4.2. Transferencia-Aprendizaje

Cuando se habla de problemas o aplicaciones del mundo real las propiedades, características
o elementos que conforman dicha situación de ninguna manera son ideales, además es caro o
imposible de recabar y almacenar todos los datos para entrenamiento de una RNA necesarios
para reconstruir un modelo de caja negra. Es por ello, que ante situaciones en los que la
cantidad de información es insuficiente para evadir problemas de mínimos locales a través del
uso del método deML; es necesario recurrir a nuevas ideas que permitan resolver el problema,
para tales casos la transferencia de conocimientos o el Aprendizaje por Transferencia (TL)
entre dominios de tareas sería deseable, [5]. Un ejemplo de como se ha utilizado la técnica
de TL es el presentado en [62], donde un modelo neuronal es entrenado por un periodo de
tiempo, el cual aprende de la ubicación espacial de un dispositivo, en ocasiones se necesita
recalibrar debido a los cambios de ubicación determinado por el objetivo de la tarea, es
posible adaptar el modelo de localización en un período de tiempo (la fuente dominio) para
un nuevo período de tiempo (el dominio de destino), o para adaptar el modelo de localización
entrenado en un dispositivo móvil (el dominio de origen) para un nuevo dispositivo móvil (el
destino dominio).

La Figura (2.6) muestra la diferencia entre los procesos de aprendizaje de técnicas de
aprendizaje tradicionales y del método de TL. Como se sabe, las técnicas tradicionales de
aprendizaje automático intentan aprender cada tarea desde cero, mientras que las técnicas de
aprendizaje por transferencia intentan transferir el conocimiento de algunas tareas anteriores
a un objetivo tarea cuando este último tiene menos datos de entrenamiento de alta calidad
considerando que el dominio de entrenamiento puede ser similar o no.

Cuando se habla de la etapa de entrenamiento tradicional los datos utilizados, en la
mayoría de los casos se sabe que la distribución es la misma para los datos etiquetados y
no etiquetados. La transferencia de aprendizaje, por el contrario, permite que los dominios
de las tareas y sus distribuciones utilizadas en el entrenamiento y las pruebas puedan ser
diferentes. En el mundo real, se pueden encontrar ejemplos de TL. Por ejemplo, es probable
que aprender a reconocer naranjas puede ayudar a reconocer tomates. Similar, es el aprender
a sintonizar un controlador PID en tiempo continuo y con esto se puede facilitar aprender
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Figura 2.6: Aprendizaje por Transferencia.

a sintonizar un PID en tiempo discreto. El estudio del aprendizaje por transferencia está
motivado por el hecho de que las personas pueden aplicar inteligentemente el conocimiento
aprendido previamente a resolver nuevos problemas más rápido o con mejores soluciones.

La motivación fundamental para el método TL, tuvo lugar en el congreso de NIPS-95
sobre “Aprender a Aprender", el cual se centró sobre en la necesidad de métodos de aprendizaje
automático de por vida que retengan y reutilicen el conocimiento aprendido previamente. Al
igual que el ML, el TL responde a las siguientes preguntas:

“¿Qué transferir?": Pregunta qué parte de asumir que conocimiento es posible transferir
a través de dominios o tareas. La información puede fluir entre dominios específicos
o tareas individuales, y/o puede ser entre diferentes dominios de modo que pueden
ayudar a mejorar el rendimiento del dominio de destino o tarea.

“¿Cómo transferir?”: Después de descubrir qué conocimientos se pueden transferir, es
necesario desarrollar algoritmos de aprendizaje para transferir el conocimiento traducido
como experiencia.
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‘¿Cuándo transferir?": Esto debe ser contestado para identificar en que situaciones es
conveniente hacer la transferencia de conocimiento y cuando no lo es. Ya que, cuando
el dominio de origen y el dominio de destino no están relacionados entre sí, fuerza bruta
es posible que la transferencia no se realice correctamente. En el peor de los casos se
perjudica el rendimiento del aprendizaje en el objetivo de la tarea, esta situación a
menudo se le denomina transferencia-negativa.

Los diferentes enfoques utilizados para el TL se pueden clasificar como:

Transferencia de Instancia: Para escribir algunos datos etiquetados en el dominio de
origen y usarlos en el dominio de destino [63], [64], [65], [66].

Encontrar una buena representación de características que reduzca la diferencia entre
los dominios de origen y el error de los modelos de clasificación y regresión [67], [68],
[69], [70].

Descubrir parámetros compartidos entre el dominio de origen y el dominio de destino
puede beneficiarse de la transferencia de aprendizaje [71], [72], [73].

Construcción de un mapeo de conocimiento relacional entre el dominio de origen y el
dominio de destino [74], [75], [76].

En el entorno de aprendizaje por transferencia inductiva, la tarea objetivo es diferente de
la tarea de origen sin importar cuándo los dominios de origen y destino son iguales o no. En
este caso, algunos datos etiquetados del dominio de destino son necesarios para inducir una
predicción objetiva. Además, según diferentes situaciones de etiquetado y datos sin etiquetar
en el dominio de origen, se puede categorizar el entorno de aprendizaje de transferencia
inductiva en dos casos:

Cuando los datos etiquetados en el dominio de origen están disponibles. Se establece que
sólo se tiene como objetivo lograr un alto rendimiento en la tarea principal mediante
la transferencia de conocimientos de la tarea de origen, mientras que el aprendizaje
multitarea intenta aprender la tarea de origen y de destino simultáneamente.
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Figura 2.7: Taxonomía del Aprendizaje por Transferencia.

No hay datos etiquetados en el dominio de origen disponible. En este caso, la transferencia
inductiva tiene un entorno de aprendizaje que es similar al autodidacta. En [77], se
menciona que el entorno de aprendizaje autodidacta puede tener etiquetas entre el
origen y el destino, por lo que los dominios pueden ser diferentes, lo que implica que la
información complementaria del dominio de origen no se puede utilizar directamente.
La transferencia inductiva se da cuando los datos etiquetados del dominio de origen no
están disponibles.

En la Figura (2.7), se muestra un mapa para comprender la taxonomía del TL.
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Capítulo 3

Meta-Transferencia de Aprendizaje para

redes neuronales

3.1. Identificación y predicción de sistemas dinámicos no

lineales

La identificación y predicción de sistemas dinámicos no lineales a través de las RNA
basado en un modelo NARX, depende de la disponibilidad el vector de la entrada del
sistema U(k) ∈ Rn y el vector de la salida del sistema Y (k) ∈ Rn tal que:

U(k) = [u(k), u(k − 1), · · · , u(k − n)]; (3.1)

Y (k) = [y(k), y(k − 1), · · · , y(k − n)], (3.2)

donde el número de elementos disponibles debido a la adquisición de datos esta definido por
el coeficiente n.
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3.1.1. Predicción de corto plazo

El modelo de predicción neuronal a corto plazo para un sistema dinámico no lineal queda
descrito por un modelo NARX:

y(k + 1) = F [y(k), y(k − 1), · · · , y(k − n),

u (k) , u (k − 1) , · · · , u(k − n)],
(3.3)

donde F (·) ∈ C∞ es una función no lineal desconocida. Considérese el modelo neuronal
serie-paralelo y para una única capa oculta:

ŷ(k + 1) = Γ [WkX (k)] , (3.4)

donde ŷ (k) ∈ R, Wk ∈ Rn es la matriz de pesos de capa oculta, Γ(·) es la función de
activación y el vector de entrada está definido por:

X (k) = [y(k), y(k − 1), · · · , y(k − n∗
y)

u (k) , u (k − 1) , · · · , u(k − n∗
u)] ∈ Rn×1,

(3.5)

donde n∗
y y n∗

u, son el número de eventos adquiridos seleccionados aleatoriamente para la
representación del sistema. Para una red neuronal multicapa, el modelo de predicción está
definido cómo:

ŷ(k + 1) = VkΓ [WkX (k)] , (3.6)

donde Wk ∈ Rm×n es la matriz de pesos de la capa oculta y Vk ∈ R1×m es la matriz de pesos
de la capa de salida.

Finalmente, para un modelo de aprendizaje profundo se tiene que:

ŷ(k + 1) = VkΓ {WlΓl [· · ·W1X (k)]} , (3.7)

donde l es el número de capas ocultas, Wl son las matrices de pesos sinápticos asociados a
cada capa oculta l y Γ(·) es la función de activación.
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3.1.2. Predicción de largo plazo

La predicción en su forma de multi-horizonte se encuentra definida por la siguiente
ecuación:

y(k + 1 + ξσ) = F [y(k − ξαy), u(k − ξαu)], (3.8)

donde ξσ es el coeficiente de predicción, ξαy es el coeficiente de atraso de la salida del sistema
y ξαu es el coeficiente de atraso de la salida del sistema. Entonces:

ξσ = {0, 1, 2, ..., nσ}, ξαy = {1, 2, ..., nαy}, ξαu = {1, 2, ..., nαu}, (3.9)

donde nσ es el número máximo de predicciones, ηαy es el número máximo de eventos
considerados de la salida del sistema y ηαu es el número máximo de eventos considerados de
la entrada del sistema no lineal. De tal manera que:

[y(k + nσ), ..., y(k + 1)] = F [y(k − ηαy), u(k − ηαu)]. (3.10)

Se define el vector de entrada como:

Xσ(k) = [y(k − ηαy), u(k − ηαu)], (3.11)

por lo que el sistema dinámico no lineal descrito por y(k + 1 + ξσ) es:

y(k + 1 + ξσ) = F [Xσ(k)]. (3.12)

Aplicando el modelo neuronal NN serie-paralelo:

ŷ(k + 1 + ξσ) = NN [y(k − ηαy), u(k − ηαu)], (3.13)

o el modelo neuronal NN en paralelo dado por:

ŷ(k + 1 + ξσ) = NN [ŷ(k − ηαy), u(k − ηαu)]. (3.14)
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Para los modelos neuronales multi-capa y aprendizaje profundo se sigue el mismo camino
que la sección anterior.

3.2. Meta-Aprendizaje y redes neuronales multicapa

Considérese las problemáticas expuestas en la sección (2.3). Un método alternativo para
superar las limitaciones de un algoritmo de aprendizaje BP aplicado en un MLP , es
el método de Meta-Aprendizaje, el cual aprovecha la experiencia adquirida en su etapa
de entrenamiento con hiper-parámetros definidos para una MLP y con ello mejorar el
proceso de formación de conocimiento en un nuevo entrenamiento a partir de condiciones
iniciales distintas. En la Figura (3.1), se muestra un ejemplo del funcionamiento del ML. Se
requiere hacer una pronóstico semanalmente de una variable, el modelo neuronal extrae y
usa el mejor conocimiento posible de cada semana disponible; esto representa un conjunto
aleatorio de dimensiones arbitrarias con diferentes condiciones iniciales. El ML utiliza esta
experiencia para mejorar el proceso de formación de conocimiento a partir de condiciones
iniciales distintas para una misma tarea. Esto corresponde dentro del marco general a un
meta-optimizador, ver sección (2.4), ya que se centra en el método para aprender a través
de la modificación de la ley de aprendizaje.

Para mejorar la precisión del modelado de un sistema dinámico lineal a través de una
MLP es necesario mejorar su etapa de entrenamiento, para este fin se propone el siguiente
método de Meta-Aprendizaje. Esto es una modificación a la ley de aprendizaje BP descrita
por la ecuación (2.12):

Wk+1 = Wk − η
∂J

∂W
+ α∆Wk + βw,kX̂W,k (3.15)

Vk+1 = Vk − η
∂J

∂V
+ α∆Vk + βv,kX̂V,k (3.16)

donde βW,k, βV,k ∈ R mientras que X̂W,k ∈ Rn y X̂V,k ∈ Rm, estos términos pertenecen al
ML, para determinarlos se propone el algoritmo (1).

La aplicación del método de ML se describe a continuación:
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Figura 3.1: Ilustración del funcionamiento de ML.

Algoritmo 1 Búsqueda del vector X̂W,k

Require: Elegir una condición de ángulo cosθW,i, como 0 ≤ Ac ≤ 1

Seleccionar una condición inicial aleatoria para X̂W,0, i = 1
while do(cosθW,i ≥ Ac)

Seleccionar aleatoriamente un vector X̂W,i tal que X̂W,i ≤ X̂W,i−1 ≤ 1

Calcular
∥∥∥X̂W,i (k)

∥∥∥
Estimar cosθW,i=

W ∗−Wi

∥W ∗−Wi∥ ·
X̂W,i

∥X̂W,i∥ i= i+1

end while
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1. Si se desea realizar pronósticos a corto o lago plazo, se entrena un modelo neuronal
descrito previamente, i.e, (3.6) ó (3.13) considerando una capa oculta; con el algoritmo
del gradiente descendente dado por la ecuación (2.12). Esto se hace un número de veces
definido por el usuario utilizando diferentes pesos iniciales para, i.e., V0 y W0 de forma
aleatoria en un intervalo de [-1,1].

2. A partir del paso anterior se seleccionan los pesos sub-óptimos, V ∗ y W ∗, para esto
se identifica aquel experimento en el que se logró un mejor desempeño al minimizar
la función de costo (2.6). Está idea es consistente con los conceptos básicos de ML

al extraer como experiencia propiedades o características de conocimientos previos
adquiridos por medio de tareas alternas en forma de pesos sinápticos.

3. Para extraer el conocimiento se re-entrena el modelo neuronal seleccionado utilizando
la ley de aprendizaje descrita por la ecuación (3.16). Donde el vector, i.e., X̂W,k ∈ Rn,
hace que los pesos Wk converjan a W ∗, de tal manera que la distancia entre ellos
∥W ∗ −Wi∥ se minimice. Para cada iteración se tiene que cumplir la condición angular
cosθW,k, seleccionada de tal manera que 0 ≤ Ac ≤ 1. El cálculo de los términos X̂W,k y
X̂V,k es:

X̂W,k = máx
i

[θW,i] , cos (θW,i) ;

=
W ∗ −Wi

∥W ∗ −Wi∥
X̂W,k∥∥∥X̂W,k

∥∥∥ ,
(3.17)

X̂V,k = máx
i

[θV,i] , cos (θV,k)

=
V ∗ − Vk
∥V ∗ − Vk∥

X̂V,k∥∥∥X̂V,k

∥∥∥ .
(3.18)
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El paso de aprendizaje βW,k reduce ∥W ∗ −Wi∥:

βW,k = (W ∗ −Wk)
X̂W,k∥∥∥X̂W,k

∥∥∥ . (3.19)

Este término variable en el tiempo asegura que la condición angular (3.17) sea cumplida
en cada paso. El termino βV,k reduce ∥V ∗ − Vi∥, tal que:

βV,k = (V ∗ − Vk)
X̂V,k∥∥∥X̂V,k

∥∥∥ .
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Figura 3.2: Extracción y transferencia de conocimiento entre MLP .

El término de ML (βW,kXW,k) reduce el error de modelado en cada paso k para el modelo
neuronal propuesto y produce una convergencia rápida entre los pares (Wk,W

∗) y (Vk, V
∗),

porque en los pesos Wk y Vk se proyectan a los pesos sub-óptimos W ∗ y V ∗, es decir, los
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pesos actuales Wk convergen al vector de pesos deseados W ∗ con la dirección X̂W,k y debido
al paso βW,k, ver la Figura (3.2).

En la ecuación (3.16) se agrega el término llamado ηk ya que el modelo presentado en
la ecuaciones (3.7) y (3.14) es débil en su uso en el pronóstico de series de tiempo caóticas.
Debido a la naturaleza que presenta, podría haber problemas de inestabilidad en el proceso
de entrenamiento, por lo que se muestra una prueba de estabilidad para garantizar un
proceso de entrenamiento estable. El modelo en la ecuación (3.16) y su posterior modificación
en la ecuación (3.36) podría acceder a mínimos locales más profundos debido al uso del
conocimiento desde el término (βW,k, X̂W,k) ya que es una proyección de los pesos del sistema
en los pesos sinápticos sub-óptimos obtenidos anteriormente.

Wk+1 = Wk − ηk
∂J
∂W

+ α∆Wk + βw,kX̂W,k;

Vk+1 = Vk − ηk
∂J
∂V

+ α∆Vk + βw,kX̂V,k;

ηk =
η

1+∥ϕ′XT (k)∥2
, 0 < ηk < η ≤ 1,

(3.20)

donde η es la tasa de aprendizaje positiva 0 < η < 1, ∂J
∂W

= ϕ′
[
WkX̂ (k)

]
E (k) y ∆Wk =

Wk −Wk−1. Además, ∆Vk = Vk − Vk−1, α es una constante 0 < α < 1 y βw,k, X̂W,k son los
nuevos parámetros del Meta-Aprendizaje.

La modificación del método ML para el modelado neuronal se muestra en la Figura (3.3),
donde se ilustra como el conocimiento es extraído por medio de los términos βw,k, X̂W,k de
una MLP , para después ser utilizados por una MLP con las mismas características excepto
las condiciones iniciales las cuales deberán de ser distintas.

Es posible utilizar un modelo serie-paralelo ó paralelo. Sin embargo resulta de mayor
interés el impacto que puede llegar a tener para el último mencionado ya que aún en la
actualidad está representación sigue planteando dificultades a los respectivos campos de
investigación.

La principal limitante que se tiene que considerar en el uso del método de ML yace en la
constante Ac perteneciente a la condición angular, ya que está ponderada puede generar un
bucle infinito, debido a que el algoritmo no puede encontrar el vector βW,k que satisfaga la
condición. La cantidad previa de información de la serie de tiempo debe ser suficiente para
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Figura 3.3: Meta-Aprendizaje para la identificación de sistemas en el esquema de simulación.

que el método funcione.

3.3. Transferencia-Aprendizaje y redes neuronales multicapa

Otro problemática importante a resolver es cuando los datos de entrenamiento no están
completos. Es posible tomar datos de otros conjuntos de datos similares o afines a los de una
tarea en cuestión. La propiedad fundamental del aprendizaje por transferencia es que puede
retener y reutilizar el conocimiento aprendido previamente. Sin embargo, el TL inductivo
clásico consiste en una red neuronal simple pre-entrenada, donde el entrenamiento secuencial
utiliza los pesos finales de la tarea auxiliar como condiciones iniciales de la tarea principal.
Esto representa un método común para intentar resolver el problema antes mencionado
para un modelo neuronal. En el contexto del pronóstico de series de tiempo, esta técnica
es utilizada a través del uso de información previamente adquirida en el pasado, esto puede
ofrecer buenos resultados cuando se cuentan con ciertas propiedades de estacionalidad o



44 Meta-Transferencia de Aprendizaje para redes neuronales

de patrones repetitivos. Sin embargo, cuando la serie de tiempo es caótica las propiedades
estacionarias se pierden, por lo tanto, la precisión del pronóstico es menor y el coeficiente de
correlación es pobre. A continuación se propone una modificación al método TL inductivo
basado en un modelo neuronal dependiente del uso del método ML.

Se supone que existe alguna relación explícita o implícita entre los dos dominios Λa y Λb,
correspondientes a dos tareas τa y τb, se tiene que:

Λa = Xa(k) = [xa(k − 1), xa(k − 2), ..., xa(k − n)];

Λb = Xb(k) = [xb(k − 1), xb(k − 2), ..., xb(k − n)],
(3.21)

donde Λa y Λb están relacionadas, sin embargo τa ̸= τb.

El clásico método de TL se define cuando al aplicarse un modelo neuronal, cómo lo puede
ser (3.4) a la tarea τa, se utilizan los pesos Wf,τa de la k − esima iteración de ke − esima

época de entrenamiento, de modo que Wτa = W0,τb , esto puede ser no efectivo para sistemas
complejos o con falta de información. En comparación con el método de aprendizaje por
transferencia modificado, en el que se usará un modelo neuronal con la misma estructura al
de la tarea (τa) para la tarea τb, para aprovechar el conocimiento del domino Λb y compensar
efectivamente la complejidad o falta de información en el dominio Λa.

El método de TL puede apoyarse en un conjunto Λσ de tareas auxiliares tal que Λai ∈ Λσ,
donde cada una de las tareas auxiliares puede ser representada por el modelo (3.4-3.7). Se
aplica la ley de aprendizaje (3.16) para cada modelo Λa para cada etapa de entrenamiento
de modo que:

ŷa1(k) = NN [(ŷa1(k − 1),ŷa1(k − 2), ..., ŷa1(k − n)];

ŷa2(k) = NN [(ŷa2(k − 1),ŷa2(k − 2), ..., ŷa2(k − n)];

...

ŷai(k) = NN [(ŷai(k − 1),ŷai(k − 2), ..., ŷai(k − n)].

(3.22)

Por cada tarea auxiliar se produce un W ∗
ai que representa pesos de vectores sub-óptimos
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Figura 3.4: Transferencia-Aprendizaje.

del pronóstico de las diferentes series de tiempo o tareas τσ. Existe una región cerrada Ω tal
que W ∗

σ ⊂ Ω, donde un W ∗
σ es la matriz de ponderaciones sub-óptimas; entonces W ∗

ai ⊂ W ∗
σ .

La tarea principal Λa, puede tener varias tareas auxiliares contenidas en Λσ, sin embargo,
el algoritmo (1) y el BP modificado (3.16) van a utilizar el conocimiento adquirido del TL,
mediante la elección de un elemento de W ∗

σ . De acuerdo con:

W ∗ = argmı́n
W ∗

σ

[ŷΛσ(k)− xΛb
(k)]2 , (3.23)

donde el error se calcula en la etapa de prueba. La Figura (3.4) muestra cómo el aprendizaje
de transferencia se usa para encontrar W ∗.

En resumen, el ML clásico puede ayudar a evitar un mínimo local. Tiene rápida
convergencia y produce un mejor rendimiento que el basado en el algoritmo del gradiente
descendente. Cuando los datos de entrenamiento no son suficientes, el ML suele no trabajar
con efectividad. Para resolver esto, es necesario el TL modificado para superar este problema.

La idea clave es que el método de ML utiliza los conocimientos adquiridos en el etapa
de TL, ver Figura (3.5), siendo esto posible gracias a que las propiedades de convergencia
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Figura 3.5: Transferencia de Aprendizaje para el pronóstico de series de tiempo

están garantizadas, las cuales serán analizadas más adelante.
Es posible aceptar que haya pérdida de información en los conjuntos de datos Λa y Λb,

teniendo la condición que el porcentaje de información de pérdida en general sea Λa > > Λb.
Se usará el conjunto de datos Λa para el pronóstico de series de tiempo. Pero primero se
usaran los datos Λb para obtener los pesos W ∗

b y V ∗
b . Para aplicar el método de TL se propone

el siguiente algoritmo (2) complementando con el algoritmo (1),

3.4. Algoritmo de Meta-Transferencia de Aprendizaje

Los métodos de ML y TL tienen condiciones necesarias que deben ser cumplidas para
operar adecuadamente, sin embargo, al enfocarse en el TL se observa que en los métodos en
tendencia han optado por usar técnicas basadas en la explotación de las bases de datos a
través de la búsqueda masiva de patrones por parte de los ordenadores, en los problemas del
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Algoritmo 2 Aprendizaje por Transferencia.
Usar el modelo (3.4),(3.6) o (3.7)
Aplicar el modelo (3.21) a la tarea principal Λp

if el índice J no puede ser minimizado then
Proponer varias tareas auxiliares Λai con un dominio relacionado a Λp

Aplicar el modelo (3.22) para cada Λai

Tomar W ∗
ai y formar el conjunto W ∗

σ

Usar el modelo (3.23) para seleccionar W ∗

Aplicar el método de ML de acuerdo con el algoritmo (1)
end if
Regresa la minimización de J

mundo real esto es muy complicado ya que puede ser no viable económicamente obtener esas
cantidades de información, además de su complejo almacenamiento. Por lo que representa
una oportunidad asegurar que el conocimiento de utilizado por el método TL modificado sea
adecuado de acuerdo a las propiedades cualitativas de la serie temporal caótica.

De acuerdo con la propiedad fundamental de la transferencia de conocimiento, que
establece que es posible utilizar los conocimientos adquiridos previamente en una tarea
auxiliar Λa y así ayudar en el desempeño de la tarea principal Λp.

Definición 3.1 Sean dos conjuntos tales que un dominio auxiliar Ψa y una tarea de
aprendizaje auxiliar Λa, un dominio principal Ψp y una tarea de aprendizaje principal Λp. El
aprendizaje de transferencia tiene como objetivo ayudar a mejorar la predicción de series de
tiempo Λp por medio de la red neuronal (3.4) en Ψp utilizando el conocimiento de Ψa y Λa.

Se denota a los datos perteneciente de un dominio auxiliar Ψa y Ψp:

Ψa = X(k + 1 + ξσ)a = [ya(k − 1), ya(k − 2), ..., ya(k − n)]; (3.24)

Ψp = X(k + 1 + ξσ)p = [yp(k − 1), yp(k − 2), ..., yp(k − n)]. (3.25)

Existe un problema fundamental dentro de la técnica de aprendizaje por transferencia:
la selección de conocimientos previos adquiridos por una tarea auxiliar para la mejora en el
desempeño de una tarea principal definida.
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En este trabajo se propone el siguiente método para encontrar la información adecuada
a través de la Transformada Wavelet (TW ), esto permite encontrar la correlación entre
los dos dominios Ψa y Ψp. En general, pueden existir n dominios Ψn entre los cuales se
pueden hacer comparaciones para encontrar el mejor conjunto que garantice la mejora de
los resultados obtenidos por la tarea principal.

La aplicación de métodos deterministas o estocásticos no es suficiente para predicción de
horizontes múltiples. En el dominio del tiempo continuo o tiempo discreto, no es fácil observar
características o propiedades de una serie de tiempo que permitan establecer una correlación
entre dos bases de datos. Una opción es la Transformada de Fourier, sin embargo está depende
un tiempo de muestreo definido que no todo fenómeno de la naturaleza tiene de manera
estática, i.e., el pronóstico de la magnitud de terremotos no tiene un definido un tiempo de
ocurrencia, por lo tanto significaría que el tiempo de muestreo es aleatorio. La Transformada
Wavelet permite analizar señales sin la necesidad de un tiempo de muestreo, esto permite
un análisis de series de tiempo con ocurrencia aleatoria. Una ventaja del análisis basado
en TW : es la capacidad de realizar análisis espacio-temporales locales de series temporales.
TW permite revelar aspectos de la señal que otras técnicas de análisis pasan por alto, como
tendencias, puntos de corte, discontinuidades, etc. TW analiza series de tiempo de la punto
de vista del espacio-tiempo y permite un análisis de múltiples sentidos [78].

Esta resolución múltiple también se puede obtener usando TW , llamada Transformada
Discreta Wavelet (DWT ) , utiliza bancos de filtros [79], mientras que TW utiliza versiones
discretizadas de los ejes de escala y expansión. DWT es una transformación que descompone
una señal dada en varios conjuntos. DWT se ha implementado con éxito en [80], [81].

Se supone lo siguiente: Sean los dominios Ψa y Ψp, estos guardan una correlación y esta
puede ser determinada a través de la descomposición Wavelet.

La descomposición Wavelet es en realidad la aplicación de la DWT , pero para diferentes
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Figura 3.6: Descomposición Wavelet usando filtros pasa bajas y paso altas.

factores de escala [82]. La DWT se puede representar como en la ecuación (3.26):

Wwav
m.n = 2−

m
2

L∑
i=1

fi Ψ[2−mi− n], (3.26)

donde m representa el índice de escala, n es la variable de traducción, Ψ es la Wavelet madre
y L es la longitud de la serie o función f(·).

Aunque se aplica el concepto matemático de la Transformada Wavelet,
computacionalmente consiste en un conjunto de filtros de paso altos y pasa bajas. Un
ejemplo de esto se puede ver en la Figura (3.6) donde se muestra cómo se realiza una
descomposición de escala 4 o nivel 2 para una señal dada. Como resultado, se obtienen
coeficientes de aproximación (cA) y de detalle (cD). El primero representa la frecuencia más
baja de la señal y el segundo la frecuencia más alta de la misma señal. La descomposición
Wavelet se aplica a cada dominio Ψn. La Transformada Wavelet utiliza una amplia gama
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de Wavelet de análisis de soporte ortonormales compactas. La ortogonalidad en DWT hace
que la información deducida a una cierta escala m sea disjunta de la información a otras
escalas:

σwav(m) =

[
1

N − 1

N∑
n=1

(Wwav
m.n − ⟨Wwav

m.n ⟩)2
] 1

2

, (3.27)

donde N representa el número de coeficientes Wavelet en una escala dada m y Wm.n es
el promedio entre los coeficientes. A continuación se describe cómo calcular el estándar de
desviación utilizando los coeficientes de ondícula para un par de dominios.:

σcA =

√√√√ 1

N − 1

N∑
i=0

(cAi −Wm1)
2; (3.28)

σcD =

√√√√ 1

N − 1

N∑
i=0

(cDi −Wm2)
2, (3.29)

donde Wm1 = mean(cA) and Wm2 = mean(cD).
Puede haber dos formas de interpretar la desviación estándar: como una correlación

fuerte y como una correlación débil. Dependiendo de la naturaleza de la serie de tiempo
caótica, se puede seleccionar uno u otro. Los dos coeficientes de desviación elegidos deben
tener la desviación mayor, para que la información tomada sea completamente diferente y
la red neuronal tenga un buen entrenamiento

Crear un dominio ΨTF permite generar una base de datos híbrida entre Ψa y Ψb, la cual
será usada para encontrar los pesos óptimos W ∗, estos serán usados por el Meta-Aprendizaje
técnica y así, se evitarán los mínimos locales que podrían tener la tarea principal Λp. Para
generar el conjunto asociado a ΨTF , se proponen los siguientes algoritmos, asumiendo que
no toda serie de tiempo caótica tiene un tiempo definido Ts, es necesario considerar otro
parámetro que nos permita entender la serie de tiempo en función del tiempo entre eventos,
esto se denominará tiempo entre eventos. La siguiente función permite generar el dominio
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ΨTF , en el cual tiene información de la serie temporal proveniente de las tareas Λp y Λa. La
función que mezcla los datos de ambos conjuntos se describe mediante la siguiente ecuación,

f(τiΛp
, τiΛa

)=

{
τiΛp

if ⩾ γ;

τiΛp
⊕τi+βΛa

⊕τi+β+1Λp
if < γ.

(3.30)

El tiempo entre eventos es necesario porque el algoritmo de búsqueda de características
especiales de series de tiempo caóticas basado en el algoritmo de Transformación Wavelet
de resolución múltiple busca la relación que existe entre las bases de datos de Λp y Λa

considerando otra característica en lugar de la magnitud y así determinar el mejor conjunto
de datos de Λa para usar el ML.

Cuando el tiempo entre eventos de Λp es menor que un tiempo entre eventos llamado
γ, la información de datos de Λa se guarda en una matriz, que estará llena no sólo de los
datos de tiempo series pero también ceros. Luego, se detecta la posición donde se guarda
la información de los datos en el último arreglo para que este parámetro nos permita
saber dónde agregar la información de la serie temporal que pertenece al dominio Λa en
la información de Λp. Después de eso, un parámetro β indica la cantidad de datos de
Λa agregados al conjunto de datos de Λp. Finalmente, la nueva señal para entrenar el
Meta-Aprendizaje está lista.

La Figura (3.7) muestra cómo se usa el aprendizaje por transferencia para encontrar
W ∗, consulte el algoritmo (0). Además, se aplica el método ML para garantizar el uso de los
conocimientos adquiridos en la etapa de TL. Este procedimiento tiene como objetivo resolver
los problemas que se pueden presentar en la aplicación delBP .

Una vez aplicado el aprendizaje por transferencia modificado, esta información se utiliza
para ejecutar el Meta-Aprendizaje, la combinación de ambas técnicas con el algoritmo de
búsqueda se denominará Meta-Transferencia de Aprendizaje descrita en el esquema (3.7).

Para asegurar que la tarea principal Λp usa el conocimiento de pesos de W ∗, el siguiente
algoritmo modificado de retro-propagación puede minimizar el índice J en (2.6). Sin embargo,
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Figura 3.7: Metodología de Meta-Transferencia aprendizaje.
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Algoritmo 3 Aprendizaje por Transferencia con método de búsqueda.
1: Elegir una tarea definida por Λp

2: Proponer varias tareas Λp. Este conjunto puede ser una correlación o no con Λp

3: Aplicar el modelo (3.26) para cada Λp y Λai

4: Aplicar la ecuación (3.28) para obtener los coeficientes cA y cD
5: Compare la correlación de factores con el modelo (3.27)
6: Seleccionar un par Λp y Λp con más o menos correlación. Este criterio se elige mediante

prueba.
7: Aplicar (mix) para combinar los conjuntos de datos de Λp y Λp

8: Usar el modelo (3.7)
9: Regresa los pesos sub-óptimos W ∗

para la obtención de βi,k se puede presentar un problema ya que depende una condición
angular Ac, al trabajar con un modelo neuronal profundo el tamaño de los vectores X̂i,k

aumentan en dimensión debido al número de pesos de la capa esto permite mejorar la
precisión del pronóstico, esto propone condiciones necesarias para lograr que los pesos, i.e.,
Wk y Vk converjan a W ∗ y V ∗ respectivamente. Por lo tanto, es posible que se puede ciclar el
algoritmo propuesto o provocar largos tiempo en la ejecución del método propuesto, es por
ello que proponemos la siguiente modificación al ML para evitar el problema mencionado,
se propone lo siguiente, ver algoritmo (4) para asegurar una solución por parte del método
antes mencionado,

Como resultado del uso de esta nueva forma, el método de ML se modifica y es necesario
formular el siguiente Teorema para este trabajo:

Teorema 3.1 Sea el vector X̂V,k que realiza la convergencia de la matriz de pesos Vk en
la matriz de pesos óptimos V ∗. Entonces el vector X̂s∗

V,k realiza la convergencia de la matriz
de pesos Vk en la matriz de pesos sub-óptimos V s∗. La diferencia de las matrices de pesos
V s∗ − V ∗ = 0, si el número de iteraciones de acuerdo con el algoritmo (4 es suficiente, tal
que V s∗ = V ∗.

Es posible obtener el siguiente Lema a partir del Teorema (3.1).

Lemma 3.1 Si V s∗ ̸= V ∗, la matriz de pesos sub-óptimos V s∗ ∈ ∆, donde ∆ es un compacto
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Algoritmo 4 Cálculo de X̂s∗
V,k.

1: Seleccionar una condición inicial X̂V,0 = 0
2: Seleccionar un coeficiente r (número de iteraciones)
3: for r veces do
4: Elegir un vector aleatorio X̂V,k 0 ≤ X̂V,k(i) ≤ 1
5: i = 1, 2, ...,m

6: Calcular
∥∥∥X̂V,k (k)

∥∥∥
7: Obtención de cosΘV,i =

V ∗−Vk

∥V ∗−Vk∥
· X̂V,k(k)

∥X̂V,k(k)∥
8: end for
9: Seleccionar el máx(cosΘV,i)

10: Regresa X̂s∗
V,k

cerrado de radio δ con centro en V s∗, tal que 0 <δ <∞. Entonces, V ∗ = V s∗ + δ.

De acuerdo con lo anterior, los modelos (3.16) y (3.19) se pueden reescribir como,

βs∗
W,k = (W ∗ −Wk)

X̂s∗
W,k∥∥∥X̂s∗
W,k

∥∥∥ , (3.31)

y el ML modificado está dado por la siguiente ecuación:

Wk+1 = Wk − η ∂J
∂W

+ α∆Wk + βs∗
w,kX̂

s∗
W,k;

ηk =
η

1+∥ϕ′XT (k)∥2
, 0 < ηk < η ≤ 1,

(3.32)

donde η es la tasa de aprendizaje positiva 0 < η < 1 y ∂J
∂W

= ϕ′
[
WkX̂ (k)

]
E (k). Además,

∆Wk = Wk −Wk−1, α es una constante 0 < α < 1 y βs∗
w,k, X̂s∗

W,k son los nuevos parámetros
del Meta-Aprendizaje modificado.
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3.5. Propiedades importantes del Meta-Transferencia de

Aprendizaje

En esta sección, se discuten algunas de las propiedades matemáticas, tales como la
estabilidad de ley de aprendizaje basada en el Meta-Aprendizaje y la convergencia hacia
pesos óptimos determinados por la Transferencia-Aprendizaje. Las cuales son necesarias para
un entendimiento profundo del método propuesto de Meta-Transferencia de Aprendizaje
descrito en la secciones anteriores así como la demostraciones de las aseveraciones antes
mencionadas.

3.5.1. Estabilidad

A continuación, se discuten dos casos generales: una sola capa en la red neuronal, ver
modelo (3.4), y una red neuronal multicapa, ver modelo (3.6). Si la red neuronal por
construcción estuviera formada por más de dos capas, ver modelo (3.7). Considérense las
siguientes definiciones, [83]:

Definición 3.2 Una función continua h(·) es clase K, si h| [0, a) → [0,∞). Esto es:

Que sea estrictamente creciente.

h(0) = 0.

Definición 3.3 Una función continua p(·) es clase KL, si p| [0, a)× [0,∞) → [0,∞). Esto
es:

Para cada punto fijo s se tiene que la función p(r, s), pertenece a la clase K.

Para cada punto fijo r se tiene que la función p(r, s) es decreciente con respecto s y
por lo tanto limsk→∞p (sk) = 0.

Definición 3.4 Una función continua g(·) es clase K∞, si g| [0, a) → [0,∞). Esto es:

la función g(·) es clase K.
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a = ∞.

ĺım
r→∞

g(r) = ∞.

Definición 3.5 Un sistema (3.3) es globalmente Entrada-Estado Estable (ISS), si existe
una función γ(·) de clase K y existe una función β (·) de clase KL; donde para cada u ∈ L∞

(sup {∥u(k)∥} <∞) y para cada condición inicial de los estados, x0 ∈ Rn, se mantiene que:

∥∥x (k, x0, u (k))∥∥ ≤ β
(∥∥x0∥∥ , k)+ γ (∥u (k)∥) .

Definición 3.6 El sistema descrito en (3.3) tiene una función suave ISS V : ℜn → ℜ+, si
las siguientes condiciones se cumplen:

(a) Existen dos funciones clase K∞, α1(·) y α2(·) de tal manera que:

α1(s) ≤ V (s) ≤ α2(s), ∀s ∈ ℜn.

(b) Si existe una función α3(·) clase K∞ y una función α4(·) clase K tal que:

Vk+1 − Vk ≤ −α3(∥x (k)∥) + α4(∥u (k)∥),

para todo x (k) ∈ ℜn, u (k) ∈ ℜm.

Lemma 3.2 [84], para un sistema dinámico no lineal descrito en tiempo-discreto, las siguientes
sentencias son equivalentes:

es Entrada-Estado Estable;

es robustamente estable;

admite una función suave ISS-Lyapunov.
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Propiedad 1. Un sistema dinámico no lineal es ISS, si el comportamiento del sistema
permanece acotado, cuando su entrada esta acotada.

De acuerdo con el teorema de Stone-Weierstrass, [85]. En general, un sistema dinámico
no lineal (3.3) se puede describir a través de un modelo neuronal (3.4), con la adición de un
error de modelado:

y (k) = ϕ [W ∗x (k)] + µ (k) , (3.33)

donde W ∗ es la matriz de pesos sinápticos óptimos, µ (k) es el error de modelado.
Debido a que la función ϕ(·) está acotada y la salida del sistema y (k), se asume que el

error de modelado µ (k) está acotado:

∥µ (k)∥2 < µ̄,

donde µ es una constante positiva. El error de identificación se encuentra definido por:

e(k) = ŷ(k)− y(k). (3.34)

Expandiendo en Series de Taylor alrededor del punto [WkX (k)], se obtiene que el error
de identificación puede representarse como:

e (k) = ϕ [WkX (k)]− ϕ [W ∗X (k)] + µ (k)

= ϕ
′
[WkX (k)] W̃kX (k) + ζ (k) , (3.35)

donde W̃k = Wk−W ∗, el termino de segundo orden de la aproximación del error esta definido
por ε (k) de tal modo se establece que el error de modelado es: ζ (k) = ε (k)+µ (k). Además,
ϕ

′ es la derivada de la función de activación no lineal ϕ (·) en el punto [WkX (k)] respecto
de su argumento debido al gradiente descendente.

Ya que µ (k) está acotada, ε (k) se encuentra acotado de la siguiente forma:

∥ε (k)∥2 ≤ ε,
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donde ε es una constante positiva.
La estabilidad del algoritmo de Meta-Aprendizaje para una red neuronal con una sola

capa oculta se enuncia en el Teorema (3.2).

Teorema 3.2 Considérese un sistema no lineal discreto (3.3), que se identifica a través de
una red neuronal con una sola capa oculta (3.4). El error de identificación e(k) permanece
acotado en el sentido L∞, si la ley de Meta-Aprendizaje (3.36) es Entrada-Estado Estable.

Wk+1 = Wk − ηke (k)φ
′XT (k) + α∆Wk + βw,kX̂W,k, (3.36)

donde ηk=
η

1+∥φ′XT (k)∥2
, 0< ηk< η≤1, 0< α≤1.

Demostración. De las ecuaciones (3.17) y (3.19), el termino de Meta-Aprendizaje se puede
reescribir cómo:

βw,kX̂W,k = −W̃k

XT
p Xp

∥Xp∥
= −γW̃k. (3.37)

Se propone la siguiente función candidata de Lyapunov:

Lk = 2
∥∥∥W̃k

∥∥∥2 + 3
∥∥∥αW̃k−1

∥∥∥2 + 7
∥∥∥αW̃k

∥∥∥2 +
∥∥∥γαW̃k−1

∥∥∥2 + ∥∥∥γW̃k

∥∥∥2 + ∥∥∥τW̃k

∥∥∥2 , (3.38)

donde Lk es una función cuadrática, por definición es creciente, es Lk(0) = 0 e incluye
al error de identificación, por lo tanto es una función candidata de Lyapunov. De la ley de
aprendizaje (3.36), se tiene que:

W̃k+1=W̃k−ηke (k)φ′XT (k)−α∆W̃k−γW̃k.

El incremento ∆Lk = Lk+1 − Lk, se define de la siguiente forma:

∆Lk ≤ (1 + α) ∥ηke (k)φ′X (k)∥2 − ηk (1 + α− γ) e2 (k) + ηk (1 + α− γ) ζ2 (k)

=−ηk

[
(1+α)− (1+α−γ) η

∥∥φ′XT (k)
∥∥2

1 + ∥φ′XT (k)∥2

]
e2 (k)+ ηk (1 + α− γ) ζ2 (k)

≤ −πe2 (k) + ηk (1 + α− γ) ζ2 (k) , (3.39)
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donde:

π = (1 + α)− (1 + α− γ) η
K

1 +K
> 0; (3.40)

K = sup
k

∥∥φ′XT (k)
∥∥2 . (3.41)

Con base en el error de los pesos denotado por w̃i = wi − w∗, se proponen las siguientes
cotas para función Lk, tal que:

n min
(
w̃2

i

)
≤ Lk ≤ n max

(
w̃2

i

)
,

donde nmin (w̃2
i ) y nmax (w̃2

i ) son funciones clase K∞, mientras que πe2 (k) y ηkζ2 (k) son
funciones clase K. De la ecuación (3.35), se sabe que Lk es función de e (k) y ζ (k), entonces Lk

es una función suave ISS-Lyapunov de acuerdo con la Definición (3.6). A partir del Teorema
(3.2) mostrado en [84], la dinámica del error de identificación es Entrada-Estado Estable,
ya que la “entrada"ζ (k) está acotada y la dinámica del “estado"(error de identificación) es
ISS, por lo que e(k) está acotado de acuerdo con la Definición (3.5). ■

La ecuación (3.6), puede ser simplificada de la siguiente manera:

Wk+1 = Wk − ηke (k)φ
′XT (k)

− α∆Wk − γWk. (3.42)

Para el caso MLP , el modelo (3.6) puede escribirse cómo:

y (k) = V ∗ϕ [W ∗X (k)] + µ (k) ,

donde W ∗ y V ∗ son matrices de pesos desconocidas, que pueden minimizar el error de modelo
µ (k).

El sistema dinámico no lineal (3.3) puede ser expresado de la siguiente forma:

y (k) = V 0ϕ [W ∗X (k)] + δ (k) , (3.43)
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donde V 0 es una matriz de pesos desconocida.
Generalmente, ∥δ (k)∥ ≥ ∥µ (k)∥ . Utilizando las Series de Taylor alrededor del punto

WkX (k), el error de identificación puede ser reescrito cómo:

e (k) = Vkϕ [WkX (k)]− V 0ϕ [W ∗X (k)] + δ (k)

= Vkϕ [WkX(k)]−V 0ϕ [WkX (k)]+V 0ϕ [WkX(k)]− V 0ϕ [W ∗X (k)] + δ (k)

= Ṽkϕ [WkX (k)] + V 0ϕ
′
W̃kX (k) + ζ (k) , (3.44)

donde ϕ′ denota la derivada de la función de activación ϕ (·) alrededor del puntoWkX (k) ,

W̃k = Wk −W ∗, Ṽk = Vk − V 0, ζ (k) = V 0ε (k) + δ (k) .

ε (k) representa la aproximación de segundo orden del error, mediante la expansión de
la Series de Taylor. La identificación se lleva acabó en lazo abierto, se asume que (3.3) es
entrada-acotada y salida-acotada, i.e., la salida y(k) y entrada u(k) del sistema dinámico no
lineal (3.3) es acotada. La función de activación ϕ es acotada, por lo que se asume que δ (k)
en (3.43), ε (k), y ζ (k) en (3.44) son acotadas.

En el siguiente teorema se enuncia el análisis de estabilidad para el Meta-Aprendizaje en
un MLP .

Teorema 3.3 Considérese un sistema no lineal discreto (3.3), que se identifica a través de
una red neuronal MLP (3.6) ó (3.7). El error de identificación e(k) permanece acotado en
el sentido L∞, si la ley de Meta-Aprendizaje (3.45) es Entrada-Estado Estable.

Wk+1=Wk−ηke (k)φ′V 0TXT (k)−α∆Wk−γWk;

Vk+1=Vk−ηke (k)φ′XT (k)−α∆Vk−γVk, (3.45)

donde ηk = η

1+∥φ′P 0TXT (k)∥2+∥φ∥2
, 0 < η ≤ 1 .

Demostración.
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Se propone la siguiente función candidata de Lyapunov LMk
, la cuál es un función

cuadrática. Por definición es creciente y Lk(0) = 0:

LMk
= ∥LWk

∥2 + ∥LVk
∥2 . (3.46)

Es posible escribir LWk
y LVk

, con base en la ecuación (3.38), ya que la ley de aprendizaje
propaga el error a través de cada capa oculta al estar basada en el gradiente descendente,
de modo que:

W̃k+1=W̃k−ηke (k)φ′V 0TXT (k)−α∆Wk−γWk;

Ṽk+1 = Ṽk − ηke (k)φ
′XT (k)− α∆Vk − γVk.

De acuerdo con Teorema (3.2), el incremento de LVk
se establece de la misma manera la

ecuación (3.39), mientras que el incremento ∆LWk
es:

∆LWk
≤ηk

[
(1+α)−(1+α−γ)η ∥φ′V 0TXT(k)∥2

1+∥φ′V 0TXT(k)∥2

]
e2(k)

+ηk(1+α−γ)ζ2(k) ≤ −πe2(k)+ ηk (1 +α−γ) ζ2(k)
.

Siguiendo el desarrollo similar al Teorema (3.2), las cotas para LMk
se establecen cómo:

n[min(w̃i
2) +min(ṽi

2)] ≤ LMk
≤ n[max(w̃i

2) +max(ṽi
2)],

donde n[min(w̃i
2)+min(ṽi

2)] y n [máx (w̃2
i ) + máx (ṽ2i )] son funciones clase K∞, mientras

que πe2(k) es una función clase K∞, y el termino ηk (1 + α− γ) ζ2 (k) es una función clase
K.

A partir de la ecuación (3.44) y la Definición (3.6), LMk
esta en función e(k) y ζ (k) admite

un función suave ISS-Lyapunov que satisface la Definición (3.6).A partir del Teorema (3.3),
si la “entrada"ζ (k) es acotada, la dinámica del “estado" e(k) es acotado, [84]. ■

Para la estabilidad de Meta-Aprendizaje, es valido mencionar que se encuentra comprendido
en las demostraciones anteriores, sin embargo, deben hacerse las pruebas de convergencia
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débil y fuerte para demostrar el Teorema (3.1).

3.5.2. Convergencia

En esta sección se presenta el análisis de la convergencia. Para mostrar la efectividad del
método propuesto MTA en este trabajo, se demuestra la propiedad de convergencia fuerte,
la cual garantiza que los pesos sinápticos Wk convergen a los pesos sub-óptimos W s∗. Para
determinar la convergencia fuerte es fácil saber que primero se necesita probar la convergencia
débil, es decir, que el incremento de ∆Wk → 0 . Para ayudar a probar estas propiedades, se
utiliza el siguiente teorema,

Teorema 3.4 El proceso de entrenamiento de una red neuronal basado en el método de
Meta-Transferencia Aprendizaje esta acotado en el sentido L∞, si el error de identificación
permanece acotado:

|e (k)| <∞. (3.47)

Demostración. Del Teorema (3.4)] El análisis de estabilidad ISS de la sección anterior,
concluye que el error de identificación e(k) está acotado en el sentido L∞. Sin embargo, el
método de MTA utiliza los pesos sub-óptimos W s∗, para completar la prueba que establezca
(3.47), es necesario hacer la demostración del Teorema (3.1), por lo que:
Demostración.[Del Teorema (3.1)] Para una sola capa oculta (3.4), el Meta-Aprendizaje de
acuerdo con el Teorema (3.1):

βs∗
w,kX̂

s∗
W,k = −W̃ s

k

XT
p Xp

∥Xp∥
= −γW̃ s

k , (3.48)

donde W̃ s
k = Wk −W s∗. Siguiendo el desarrollo del Teorema (3.2) se tiene que:

Ls
k = 2

∥∥∥W̃ s
k

∥∥∥2 + 3
∥∥∥αW̃ s

k−1

∥∥∥2 + 7
∥∥∥αW̃ s

k

∥∥∥2
+
∥∥∥γαW̃ s

k−1

∥∥∥2 + ∥∥∥γW̃ s
k

∥∥∥2 + ∥∥∥τW̃ s
k

∥∥∥2 .
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De la ley de aprendizaje (3.32):

W̃ s
k+1 = W̃ s

k − ηke (k)φ
′XT (k)− α∆W̃ s

k − γW̃ s
k .

El incremento ∆Ls
k = Ls

k+1 − Ls
k es:

∆Ls
k ≤ (1 + α) ∥ηke (k)φ′X (k)∥2

−ηk (1 + α− γ) e2 (k) + ηk (1 + α− γ) ζ2 (k)

= −ηk
[
(1 + α)− (1 + α− γ) η

∥φ′XT (k)∥2

1+∥φ′XT (k)∥2

]
e2 (k)

+ηk (1 + α− γ) ζ2 (k)

≤ −πe2 (k) + ηk (1 + α− γ) ζ2 (k)

, donde:

π = (1 + α)− (1 + α− γ) η
K

1 +K
> 0;

K = sup
K

∥∥φ′XT (k)
∥∥2 .

Por lo que se tiene que:

n min
(
w̃2

i

)
≤ Ls

k ≤ n max
(
w̃2

i

)
,

donde nmin (w̃2
i ), mientras que nmax (w̃2

i ) son funciones clase K∞, y πe2 (k) y ηkζ2 (k) son
funciones clase K. De la ecuación (3.35), se sabe que Ls

k es función de e (k) y ζ (k), entonces Lk

es una función suave ISS-Lyapunov de acuerdo con la Definición (3.6). A partir del Teorema
(3.2) mostrado en [84], la dinámica del error de identificación es entrada-estado estable, ya
que la “entrada"ζ (k) está acotada y la dinámica del “estado"(error de identificación) es ISS,
por lo que e(k) está acotado de acuerdo con la Definición (3.5).

Para redes neuronales MLP , se utiliza la siguiente función definida positiva Ls
Mk

:

Ls
Mk

=
∥∥∥W̃ s

k

∥∥∥2 + ∥∥∥Ṽ s
k

∥∥∥2 , (3.49)
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de ley de aprendizaje modificada (3.32):

W̃k+1 = W̃k − ηke (k)φ
′V 0TXT (k)− α∆Wk − γWk;

Ṽk+1 = Vk − ηke (k)φ
′XT (k)− α∆Vk − γVk.

Desarrollo similar con el Teorema (3.3), se tiene que:

∆Ls
Mk

≤ ηk

[
(1 + α)− (1 + α− γ) η

∥φ′V 0TXT (k)∥2

1+∥φ′V 0TXT (k)∥2

]
e2 (k)

+ηk (1 + α− γ) ζ2 (k)

≤ −πe2 (k) + ηk (1 + α− γ) ζ2 (k) .

Además:

n
[
mı́n

(
w̃2

i

)
+mı́n

(
ṽ2i
)]

≤ Ls
Mk

≤ n
[
máx

(
w̃2

i

)
+máx

(
ṽ2i
)]
,

donde n [mı́n (w̃2
i ) + mı́n (ṽ2i )] y n [máx (w̃2

i ) + máx (ṽ2i )] son funciones clase K∞, πe2(k) es
una función clase K∞, ηk (1 + α− γ) ζ2 (k) es una función clase K. A partir de la Definición
(3.5), Ls

Mk
admite una función suave ISS-Lyapunov [86], y esta descrita en función e(k) y

ζ (k). Del Teorema (3.2), sí la “entrada"ζ (k) es acotada, entonces la dinámica del “estado" e(k)
es acotada. ■

Debido a lo anterior el error de identificación esta acotado en el sentido L∞, por lo que la
ecuación (3.47) se establece. ■

La convergencia débil para la Meta-Transferencia de Aprendizaje se enuncia por el
siguiente teorema:

Teorema 3.5 El método de Meta-Transferencia de Aprendizaje (3.32)-(3.31) tiene convergencia
débil si, i.e.:

limk→∞∆W 2
k = 0, limk→∞∆V 2

k = 0 (3.50)
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, donde el incremento esta definido cómo:

∆W = Wk+1 −Wk, ∆V = Vk+1 − Vk.

Demostración. Dado que el error de identificación e(k) está acotado, ver Teoremas (3.1),
(3.2) y (3.3), esto significa que el término de gradiente asociado con cada una de las capas
debido a la ley de aprendizaje de MTA es aproximadamente cero, cuando el tiempo tiende a
infinito. Por tanto, el incremento definido por ∆W y ∆V tiende a cero y se establece (3.50).
■

El siguiente teorema prueba la convergencia fuerte de la propuesta de Meta-Transferencia
de Aprendizaje.

Teorema 3.6 Existe un conjunto W ∗
ai ⊂ Ω tal que W s∗ ⊂ Wσ. El método de Meta-Transferencia

de Aprendizaje (3.32) conduce a una convergencia fuerte si:

ĺım
k→∞

Wk = W s∗. (3.51)

Demostración. Se define W s∗ cómo una matriz sub-óptima de Wk en el instante k. El ángulo
θ de la proyección de Wk sobre W s∗ es:

cosθ =
Wk ·W s∗

∥ Wk ∥∥ W s∗ ∥
. (3.52)

Se define l, ver Figura (3.8):

l =∥ W s∗ ∥ cosθ = lx + lx =
W s∗ +Wk

∥ Wk ∥
+
W s∗ +Wk

∥ Wk ∥
=
Wk ·W s∗

∥ Wk ∥
.

Usando la desigualdad triangular:

W s∗Wk

∥W s∗∥∥Wk∥
≤ W s∗

∥W s∗∥∥Wk∥
− Wk

∥W s∗∥∥Wk∥
. (3.53)
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Usando la ley de aprendizaje (3.32), el incremento es:

∆W =
W s∗ ·Wk+1

∥ W s∗ ∥∥ Wk+1 ∥
− W s∗ ·Wk

∥ W s∗ ∥∥ Wk ∥
≥ 0,

donde k = 1, 2, .... y usando la desigualdad Cauchy-Bunyakovsky-Schwarz, el incremento
∆W junto con el teorema 3.4, el incremento a lo largo de la secuencia es:

0 ≤
∥∥∥∥ W s∗Wk

∥W s∗∥∥Wk∥

∥∥∥∥2 ≤ ∞∑
i=k+1

(∆W s∗
i )2 ≤

k+1∑
i=k

∆W 2
i ≤

k∑
i=0

∆W 2
i .

Debido a:

0 ≤ ∥W s∗ −Wk+1∥ ≤ ∥Wk+1 −Wk∥ ≤ ∥Wk −W0∥ ≤ ∥W0∥, (3.54)

y que el error de modelado esta acotado cómo (3.47). Al aplicarle la función límite a (3.54)
entonces es posible establecer (3.51), dado que el método MTA reduce en cada iteración la
norma ∥W s∗ −Wk∥ a través del termino βs∗

w,kX̂
s∗
W,k. ■

Teorema 3.7 Existe a W ∗
ai ⊂ Ω tal que W s∗ ⊂ Wσ. El método de Meta-Transferencia de

Aprendizaje (3.32) conduce a una convergencia fuerte tal que:

ĺım
k→∞

W s∗
k = W ∗. (3.55)

Demostración. Al cumplirse la condición de convergencia fuerte del Teorema (3.6) :

limk→∞Wk = W s∗.

Entonces, es posible determinar que a través de un camino similar se obtiene que:

0 ≤ ∥W ∗ −W s∗
k+1∥ ≤ ∥W s∗

k −Wk+1∥ ≤ ∥Wk+1 −Wk∥, (3.56)
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Figura 3.8: Ángulo entre dos vectores

Por lo tanto se puede establecer que:

limk→∞W
s∗
k = W ∗

Por lo anterior queda demostrado que la convergencia fuerte se sigue cumpliendo siempre
que exista un número de iteraciones suficientes del algoritmo (1) para proyectar los pesos
sinápticos tal que W s∗ = W ∗. ■

Con el resultado anterior es posible enunciar la prueba del Lema (1), de modo que:
Demostración. La desigualdad triangular para el ángulo entre dos vectores:

W ∗W s∗
k

∥W ∗∥∥W s∗
k ∥

≤ W ∗

∥W ∗∥∥W s∗
k ∥

− W s∗
k

∥W ∗∥∥W s∗
k ∥

. (3.57)
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Es posible definir la diferencia del lado derecho de la desigualdad anterior cómo:

δσ(k) =
W ∗

∥W ∗∥∥W s∗
k ∥

− W s∗
k

∥W ∗∥∥W s∗
k ∥

. (3.58)

Aplicando el límite al modelo anterior se tiene que:

limk→∞δσ(k) = δ,

entonces δ es un conjunto finito, siendo este un espacio compacto cerrado donde las
sub-sucesiones contenidas son convergentes a W ∗. ■

3.6. Meta-Aprendizaje para el controlador PID

De acuerdo con [87], un sistema de control se puede expresar en términos de sus señales
de entrada y salida. En el caso de controlador PID es posible estimar las ganancias Kp, Ki

y Kd a través :

[Kp, Ki, Kd] = NN [y(k − 1), . . . , y(k − n), u(k − 1), . . . , u(k − n),

r(k − 1), . . . , r(k − n), e(k), . . . , e(k − n)], (3.59)

donde y es la salida del sistema de control, u es la señal de control, r es el punto de referencia,
e es la señal de error y n = 1, 2, . . . es el retardo en el tiempo. El mapeo de entrada-salida
de un MLP de una sola capa oculta se parametriza cómo:

[Kp, Ki, Kd] = Γ [Vjo · Φ [Wij ·X(k)]] . (3.60)

Para un MLP , Γ y Φ son funciones de activación no lineales, W y V son las matrices
de pesos sinápticos y X(k) es el vector de entradas, para i = 1, . . . , ni, j = 1, . . . , nh y



3.6 Meta-Aprendizaje para el controlador PID 69

o = 1, . . . , no, y el vector de entrada se define cómo:

X(k) = [y(k), y(k − 1), u(k), u(k − 1),

r(k), r(k − 1), e(k), e(k − 1), e(k − 2)], (3.61)

donde y representa el comportamiento de la variable de proceso en el tiempo y r es la
referencia para la variable de proceso, en la siguiente figura se muestra un esquema de lo
descrito anteriormente.

Figura 3.9: Esquema de la RNA para la obtención de las ganancias del controlador PID.

Un sistema no lineal cuya linealización exacta es fase mínima puede controlarse con un
PID sintonizado por redes neuronales mediante el esquema de la Figura 4.23, i.e., para el
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controlador PID en su forma de velocidad se tiene que :

u(k) = u(k − 1) +KP (e(k)− e(k − 1))+

KIe(k) +KD(e(k)− 2e(k − 1) + e(k − 2)), (3.62)

Figura 3.10: Esquema de control del sintonizador neuronal.

Este esquema utiliza un MLP que propaga la información desde la capa de entrada a la
capa oculta como:

nethj(k) =
ni∑
i=1

Wij · xi;

hj(k) = Φ(nethj(k)).

(3.63)
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En donde ni es la cantidad de entradas de la red, x son los datos de la capa de entrada
y W es la matriz de pesos sinápticos que une a la capa de entrada con la capa oculta. De la
misma manera, la información se propaga de la capa oculta a la capa de salida según:

neto(k) =
nh∑
j=1

Vjo · hj. (3.64)

Donde nh es la cantidad de nodos de la capa oculta, h es la respuesta de la capa oculta y
V es la matriz de pesos sinápticos que une a la capa oculta con la capa de salida. Las salidas
del MLP utilizado son las ganancias proporcional (KP ), integral (KI) y derivativa (KD), que
están dadas por:

Oo(k) = Γ(neto(k)). (3.65)

Las funciones de activación Γ y Φ deben ser una función Sigmoide para asegurar que las
ganancias del controlador PID sean positivas [88]. Además, se utiliza la siguiente función de
costo:

J(k) =
1

2
e2(k),

donde e(k) es la señal de error, que representa la diferencia entre el punto de referencia r y
la salida del sistema y en el instante k. La sintonización dinámica de las ganancias depende
de una modificación del algoritmo BP para evitar el problema de caer en un mínimo local
[88], la cual se describe por:

W (k + 1) = W (k)− η
∂J(k)

∂W (k)
+ α∆W (k − 1) + βW (k − 2). (3.66)

El gradiente del error está dado por ∂J(k)
∂W (k)

. Usando la regla de la cadena para descomponerlo
con respecto a la capa de salida se tiene:

∂J(k)

∂Vjo(k)
=
∂J(k)

∂y(k)
· ∂y(k)
∂u(k)

· ∂u(k)
∂Oo(k)

· ∂Oo(k)

∂neto(k)
· ∂neto(k)
∂Vjo(k)

, (3.67)
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donde el gradiente local de la capa de salida es:

δo =
∂J(k)

∂y(k)
· ∂y(k)
∂u(k)

· ∂u(k)
∂Oo(k)

· ∂Oo(k)

∂neto(k)
, (3.68)

con:

∂J(k)

∂y(k)
= −(r(k)− y(k));

∂Oo(k)

∂neto(k)
= Γ′(neto).

(3.69)

En el gradiente local de la capa de salida (3.67), ∂y(k)
∂u(k)

representa el Jacobiano del sistema,
y no es posible encontrarlo si los parámetros del sistema son desconocidos, por lo que es
compensado con la constante de aprendizaje η. Además, ∂u(k)

∂Oo(k)
depende del controlador PID

digital (3.62), así:

∂u(k)

∂O1(k)
= e(k)− e(k − 1);

∂u(k)

∂O2(k)
= e(k);

∂u(k)

∂O3(k)
= e(k)− 2e(k − 1) + e(k − 2),

(3.70)

donde las salidas O1, O2, O3 representan a las ganancias Kp, Ki y Kd respectivamente. Así
el gradiente local de la capa de salida se reescribe como:

δo = −(r(k)− y(k)) · ∂y(k)
∂u(k)

· ∂u(k)
∂Oo(k)

· Γ′(neto), (3.71)

La corrección de los pesos para la capa de salida se define como [27]:

∆Vjo(k) = ηδo(k)hj. (3.72)

La actualización de los pesos en la capa de salida para el sintonizador neuronal viene
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dada por la siguiente ecuación:

Vjo(k + 1) = Vjo(k)− ηδohj + α∆Vjo(k − 1) + β∆Vjo(k − 2), (3.73)

donde α y β se utilizan para evitar el problema de un mínimo local Mediante la regla de la
cadena se descompone el gradiente de la capa oculta teniéndose:

∂J(k)

∂Wij(k)
=
∂J(k)

∂y(k)
· ∂y(k)
∂u(k)

· ∂u(k)
∂Oo(k)

· ∂Oo(k)

∂neto(k)
·

∂neto(k)

∂hj(k)
· ∂hj(k)

∂nethj(k)
· ∂nethj(k)
∂Wij(k)

, (3.74)

donde el gradiente local para la capa oculta se expresa como:

δj =

(
no∑
o=1

δo · Vjo

)
· Γ′(nethj). (3.75)

La corrección en la capa oculta está dada por:

∆Wij(k) = ηδj(k)xi, (3.76)

y los pesos se actualizan por [88]:

Wij(k + 1) = Wij(k)− ηδjxi + α∆Wij(k − 1) + βWij(k − 2). (3.77)

La necesidad de conocer el Jacobiano del sistema o de compensarlo mediante la constante
de aprendizaje η genera problemas en el comportamiento del esquema de autosintonización.
Además, cómo se ha mencionado una de los características a considerar es el rechazo de
perturbaciones, para ello se propone que la regla de aprendizaje anterior sea modificada con
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base en el método de MTA para utilizar las ventajas del mismo, de tal manera que,

V (k + 1) = V (k)− ηkδohj + α∆V (k − 1) + β∆V (k − 2) + βw,kX̂W,k;

W (k + 1) = W (k)− ηkδjxi + α∆W (k − 1) + β∆W (k − 2) + βv,kX̂V,k,
(3.78)

donde ηk se determina con:

ηk =
η

1 + ∥Φ′xT (k)∥2
, 0 < η ≤ 1,

donde Φ′ representa la derivada de la función de activación. El uso de MTA permite
la iteración entre controladores dotando de la capacidad de hacer uso del conocimiento
previamente adquirido en forma de experiencia, acelerando el rechazo de la perturbación,
mostrando un mejor desempeño en la minimización de la función de costo y con un menor
gasto energético. Cabe mencionar que en este esquema la eficacia de la ley de aprendizaje
modificada propuesta estará en función del desempeño de la tareas subyacentes de donde
se pretende extraer el conocimiento, por lo que es conveniente hacer uso del algoritmo de
búsqueda basado en la Transformada Wavelet.
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Capítulo 4

Aplicaciones y simulaciones

En esta sección se compara el método de Meta-Aprendizaje BPM contra el método
clásico entrenamiento BP y la retro-propagación variable en el tiempo denominado método
(BPS, [89]. Los periodos de entrenamiento parten de seleccionar los hiper-parámetros de
los modelos neuronales a través de prueba y error; en la comparación se observa que los
algoritmos de BP y BPS tienen complicaciones en la obtención de resultados aceptables para
minimizar la función de costo MSE, en la identificación de sistemas no lineales utilizando
el modelo neuronal paralelo. Experimentalmente, se muestra que el método ML propuesto
depende de una cantidad menor de elementos en el conjunto de datos para la etapa de
entrenamiento. La eficacia del método ML se muestra al hacer pronósticos sobre series de
tiempo caóticas como lo son los terremotos a corto plazo para la variable de Magnitud de
un sismo. Además, se muestran las ventajas del uso del algoritmo de Meta-Transferencia de
Aprendizaje, para la predicción de series de tiempo ante valores perdidos en la adquisición
de datos y se hacen comparaciones con topologías de Aprendizaje Profundo con ML y
TL. Para abordar el pronóstico de largo plazo es necesario hacer uso del algoritmo de
Meta-Transferencia de Aprendizaje con el algoritmo de búsqueda de basado en la TW ; se
hacen comparaciones de estructuras de Aprendizaje Profundo, ML y TL.
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4.1. Meta-Aprendizaje para la identificación de sistemas

no lineales

Dado que el método propuesto ML se basa en el gradiente descendente, se considera una
mejora a los resultados alcanzados por el clásico BP [87], ya que este algoritmo en ocasiones
necesita una gran cantidad de información en la etapa de entrenamiento y una selección
de los hiper-parámetros de aprendizaje como épocas, capas ocultas, nodos y condiciones
iniciales para lograr un buen resultado en la identificación de sistemas no lineales dinámicos,
considerando el modelo de simulación, estos parámetros se encuentran a través de prueba y
error. Dado el número de parámetros a seleccionar, es preferible tener algoritmos que, por
construcción, permitan una menor dependencia de la selección de los mismos para llevar
acabo el aprendizaje en el modelo neuronal. Por ejemplo, el método de retro-propagación
variable en el tiempo [89], donde el tamaño del paso ηk esta función del tiempo, permite una
característica en la adaptabilidad del aprendizaje y elimina las épocas de entrenamiento en el
proceso de aprendizaje. Además, la propiedad de estabilidad se obtiene mediante un análisis
ISS. La importancia de contar con técnicas para la identificación de sistemas robustos a
perturbaciones, facilita la implementación en aplicaciones del mundo real. También, respecto
a los experimentos realizados, la disminución en la dependencia de los pesos iniciales es
notable, en la Figura (4.1) se muestran 10 experimentos con diferentes condiciones iniciales
para un MLP con tres capas ocultas, donde se observa cómo la diferencia de la norma de
las matrices de los pesos sinápticos Wk y W ∗, disminuye en función del término agregado
por ML (βW,kXW,k), mostrando así la convergencia en una región ε a lo largo de la secuencia
de datos de una serie de tiempo. La condición angular Ac = 0.90 para el método ML para
los experimentos propuestos.
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Figura 4.1: Ilustración de la convergencia con diferentes pesos iniciales.

4.1.1. Horno de Gas

El conjunto de datos está compuesto por 296 parejas de elementos [90], el tiempo
de muestreo utilizado es de 9 segundos. El flujo del gas metano es la entrada u(k), la
concentración de CO2 en la mezcla de gases bajo un suministro de aire constante es la
salida y(k).

Se usa la siguiente estructura para definir al sistema:

y (k) = Φ1 [X(k)] ;

X(k) = [y(k − 1), · · · , y(k − 4), u(k), · · ·, u(k − 7)],

donde Φ1(·) es una función desconocida; se utiliza el “modelo de simulación" para construir
la salida estimada de la red neuronal:

ŷ (k) = NN1

[
X̂ (k)

]
;

X̂ (k) = [ŷ(k − 1), · · · , ŷ(k − 4), u(k), · · ·, u(k − 7)],
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la salida de la red neurona es denotada por ŷ(k) y NN1 es el modelo neuronal utilizado para
identificar al sistema compuesto por el horno de gas.

Los valores de los vectores X(k), X̂ (k) y u(k) son normalizados a través de la siguiente
ecuación:

x(k) =
x(k)−mı́nk{x(k)}

máx{x(k)} −mı́nk{x(k)}
. (4.1)

Se usan 200 datos para realizar la etapa de entrenamiento. Donde el modelo neuronal
MLP usa 3 capas ocultas. Cada una de las capas tiene respectivamente 180 nodos, 120 nodos
y 40 nodos, tal que: Wk ∈ R180x14, V 1

k ∈ R120x180, V 2
k ∈ R40x120, V 3

k ∈ R1x40. La función de
activación es ϕ(·) = tanh(·) y ϕ′(·) = sech2(·). Las constantes de aprendizaje son η = 0.001 y
α = 0.0005. Las condiciones iniciales para las matrices de pesos Wk, V

1
k , V

2
k y V 3

k son números
aleatorios del intervalo [−0.1, 0.1]. Se añade una distribución normal para corromper las bases
de datos en las etapas de entrenamiento y validación con un varianza de 0.05. Sólo fueron
necesarios 120 datos para el entrenamiento con el algoritmo ML. Es importante señalar que
los métodos BPM , BPS y BP , tienen la misma topología, condiciones iniciales y parámetros
de aprendizaje.

Los resultados de la identificación son mostrados en la Figura (4.2) y ver Tabla (4.1),
donde es posible observar que la respuesta obtenida por BPM tiene un mejor desempeño
que los algoritmos utilizados para la comparación.

4.1.2. Sistema no lineal de primer orden

El siguiente ejemplo forma parte de los denominados problemas Benchmark, el cual es
un sistema de primer orden no lineal, [90]:

y(k + 1) =
y(k)

1 + y2(k)
+ u3(k), (4.2)
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Figura 4.2: Comparación gráfica de los métodos propuestos para la identificación no
paramétrica para el Horno de Gas.

donde u(k) es una entrada periódica, se tiene una diferente A y B, para las etapas de
entrenamiento y validación, tal que la entrada esta definida por:

u(k) = A sin

(
πk

50

)
+B sin

(
πk

20

)
. (4.3)

El sistema dinámico no lineal (4.2), puede ser reescrito como:

y (k) = Φ2 [x(k)] ;

x(k) = [y(k − 1), · · · , y(k − 4), u(k − 1), · · ·u(k − 9)],

donde Φ2 es desconocida. El modelo paralelo esta definido por:

ŷ (k) = NN2 [x̂ (k)] ;

x̂ (k) = [ŷ(k − 1), · · · , ŷ(k − 4), u(k − 1), · · ·u(k − 9)].
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Figura 4.3: Comparación gráfica de la identificación no paramétrica para el Sistema de Primer
Orden no lineal.

Se usan 80 datos para entrenar el modelo neuronal NN2, este cuenta con 3 capas ocultas.
Cada una de las capas tiene 100 nodos, 60 nodos, 20 nodos. Las constantes de aprendizaje
son η = 0.065 y α = 0.02. Los pesos iniciales son seleccionados aleatoriamente de acuerdo
al intervalo [−0.1, 0.1]. La Figura (4.3) y la Tabla (4.1), muestran la comparación de los
diferentes métodos BP , BPS y BPM , siendo el ultimo de estos el que demuestra una mejor
aproximación al modelo real.

4.1.3. Sistema Wiener-Hammerstein

El conjunto de datos del problema Wiener-Hammerstein benchmark [90], es generado por
un circuito eléctrico que se encuentra estructurado por tres bloques en cascada. Cada uno
de los bloques tiene una particularidad especial: el primero corresponde a un sistema lineal,
el segundo con una no linealidad estática y el tercero a otro sistema lineal. No hay medición
directa a la no linealidad estática, porque se encuentra entre dos sistemas dinámicos internos
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desconocidos. El conjunto de datos de referencia consta de pares de entrada / salida de
188, 000 elementos. Se usa el siguiente vector de entrada recursiva para describir al sistema:

y (k) = Φ3 [x(k)] ;

x(k) = [y(k − 1), · · · , y(k − 6), u(k), · · ·, u(k − 19)].

El modelo paralelo utilizado para este problema está descrito por:

ŷ (k) = NN3 [x̂ (k)] ;

x̂ (k) = [ŷ(k − 1), · · · , ŷ(k − 6), u(k), · · ·, u(k − 19)].

Se usaron 10, 000 datos para entrenar el modelo neuronal y 100 datos para la etapa de
prueba. Los parámetros de estructura del modelo neuronal son los mismos que NN2. Las
tasas de aprendizaje son η = 0.065 y α = 0.05. La matriz de los pesos iniciales también son
números aleatorios en [−0.1, 0.1].

Los resultados de la prueba se muestran en la Figura (4.4). Entonces, el rendimiento de
BPM es mejor que los algoritmos BP y BPS, ver Tabla (4.1).

Los datos utilizados son suficientes para que funcione el método ML. De tal forma que
la cantidad de información requerida sea menor a la requerida por un método de aprendizaje
de BP y BPS. Por lo tanto, esto es una ventaja para propósitos reales de implementación
o resolución de problemas.

Finalmente, se muestra cómo el Meta-Aprendizaje afecta la dinámica de los pesos en el
proceso de formación. La Figura (4.5) muestra el proceso de entrenamiento del modelo de
Wiener-Hammerstein. Se observa que βw,kX̂W,k reduce la norma del error de los pesos en el
instante k y el óptimo de los pesos en cada iteración, incluso si tienen ruido. Por lo tanto, el
ML tiene una propiedad para evitar mínimos locales.

Al utilizar el error cuadrático medio para comparar los resultados se tiene que el método
ML propuesto, se entiende que es posible generar una modelo de identificación no lineal
a través de modelos de simulación. Como se muestra en Figuras (4.2)-(4.4), el modelo
propuesto ofrece buenos resultados de modelado para las serie de tiempo y el sistema no
lineal. También, tiene mejor robustez y adaptabilidad. Con lo expuesto en esta sección se ha



82 Aplicaciones y simulaciones

Tiempo

-0.2

0

0.2

0.4

0.6

0.8

1

Si
st
em
a

Referencia
BPM
BP
BPS

0 10 20 30 40 50 60 70 80 90 100

Figura 4.4: Validación de la identificación no paramétrica para el sistema
Wiener-Hammerstein.

ilustrado como el método propuesto MTA es eficaz en la identificación de sistemas a través
del modelo paralelo.

Tabla 4.1: Errores de Validación MSE ( x10−3 )
Horno de Gas Sistema No Lineal Wiener-Hammerstein

BP 78.94 92.6 83.19
BPS 57.91 85.2 63.78
BPM 4.18 5.20 11.22

4.2. Meta-Aprendizaje para la predicción de magnitud

de terremotos en corto plazo

La predicción de terremotos ha captado la atención de los científicos durante décadas.
En particular, la predicción de terremotos fuertes siempre ha representado una desafío, no
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Figura 4.5: Ilustración de la convergencia de pesos ante la presencia de ruido en los datos.

sólo porque la investigación de grandes eventos, en general, proporciona los medios para
una mejor comprensión de los mecanismos dinámicos y procesos sísmicos subyacentes, sino
también porque fuertes terremotos pueden causar grandes daños estructurales y un elevado
número de víctimas, especialmente en aquellas áreas con alto riesgo sísmico. En las últimas
décadas, la previsión de terremotos se realizó principalmente considerando dos enfoques. Un
enfoque consiste en estudiar la variación espacio-temporal de algunas variables geofísicas.
Vinculado con los terremotos, como la variación del nivel de agua en los pozos [91]; [92] o
los cambios anómalos geoeléctricos y magnéticos de señales medidas en áreas sísmicas [93];
[94]; [95]; [96], o una variación anómala del campo térmico medido por sensores satelitales
[97], o las emisiones de radón [98]. El otro enfoque es investigar las secuencias del terremoto
y centrarse en algunas propiedades dinámicas y estadísticas que caracterizan su evolución
espacio-temporal, como el comportamiento fractal y multifractal [99], o las propiedades no
extensivas basadas en Tsallis [100], o en características topológicas de las redes de terremotos
[101], el uso del valor b de Gutenberg-Richter [102] o el modelo tipo epidémico que describe
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la secuencia de réplicas de un sismo [103]. Recientemente, las RNA se han aplicado con éxito
en sismología. En [104] desarrollaron una detección de terremotos, el método esta basado en
un problema de clasificación supervisado que propone una red neuronal convolucional para
detección de terremotos y su ubicación a partir de sismogramas, construido a partir de los
avances en el aprendizaje profundo. Las redes neuronales artificiales fueron utilizadas para
construir un sistema de clasificación para la detección de eventos sísmicos; su algoritmo era
más preciso que los algoritmos convencionales basados únicamente en el umbral STA / LTA
[105], [106]. También se han empleado redes neuronales para la predicción de terremotos, no
sólo para pronosticar terremotos de laboratorio [107], sino también para eventos reales. En
[108], desarrollaron un enfoque de red neuronal probabilística para pronosticar la magnitud
del evento más fuerte en un dominio espacio-tiempo predefinido en una región sísmica. K.
M. Asim [109] modeló la relación entre parámetros sísmicos y ocurrencias de terremotos
aplicando cuatro diferentes enfoques de redes neuronales (red neuronal de reconocimiento de
patrones, conjunto de impulso de red neuronal recurrente, bosque aleatorio y de clasificador
con programación lineal clasificador). Se llevaron a cabo varios otros estudios para predecir
parámetros a partir de fenómenos sísmicos mediante redes neuronales artificiales [110], [111],
[112], [113], y mediante el uso de redes neuronales profundas [114], [115], [116], [117]. En
estos estudios, la magnitud se predijo sólo para el próximo evento.

La predicción de terremotos es todavía un tema muy debatido entre la comunidad del
campo sismológico. Este tema es aún más desafiante, si se considera que la secuencia de
magnitudes es dinámicamente bastante intermitente. Este estudio se centra en la predicción
de terremotos en multi-horizonte de magnitud, lo que significa predecir la magnitud de
un terremoto que ocurre después de j terremotos anteriores, utilizando el modelo (3.4).
Aplicando el enfoque de ML para pronosticar las magnitudes de los terremotos ocurridos
en Italia de mayo a agosto de 2018 los datos utilizados, son extraídos de la base de datos
disponible públicamente en: cnt.rm.ingv.it/en/iside. El catálogo usado está completo para
eventos con una magnitud mayor a 1.5 [118]. Se usa una red neuronal de dos capas para
pronosticar la magnitud del terremoto.

Los pasos para realizar el experimento se muestra a continuación:
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1. Se selecciona un conjunto de eventos de magnitud como conjunto de datos de entrenamiento.

2. Los parámetros η y α se eligen al azar.

3. Los pesos iniciales se eligen aleatoriamente dentro del rango [-1,1].

4. Se ejecuta el modelo neuronal con un cierto número de épocas.

5. El índice J se obtiene en la etapa de prueba.

6. Los pasos 4 y 5 se repiten hasta que se minimiza el índice J en la etapa de prueba.

7. De la iteración que minimiza el índice J, los pesos iniciales se mantienen Wi y los pesos
finales W ∗.

8. LaRNA se ejecuta usando el algoritmo (1) y en cada iteración los parámetros (βW,kXW,k.

9. El índice J se obtiene en la etapa de prueba.

La Figura (4.6), ilustra como el método es implementado para optimizar el desempeño
de un modelo neuronal propuesto. Se usaron diferentes conjuntos de entrenamiento de
terremotos ocurridos en Italia:

1. A partir de abril de 2017 a abril de 2018, para pronosticar magnitudes superiores a 3.5.

2. A partir de abril 2016 a febrero de 2017, para pronosticar magnitudes superiores a 4.0.

3. A partir de enero 2007 a diciembre de 2015, para pronosticar magnitudes superiores a
4.5.

Los diferentes conjuntos de entrenamiento dependen de la magnitud mínima de los
eventos a pronosticar; dado que el número de eventos disminuye con la magnitud mínima,
cuanto mayor sea la magnitud mínima, más largo será el conjunto de entrenamiento. Se
analizan diferentes casos que se muestran a continuación, donde M indica la magnitud de
los terremotos y j el número de eventos pronosticados a partir del evento actual.

Los datos de entrenamiento para M > 3.5 y M > 4 se muestran en la Figura (4.7).
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Figura 4.6: Ilustración de la convergencia con diferentes pesos iniciales.
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Figura 4.7: Datos de entrenamiento para M > 3.5 y M > 4.

M > 3.5 y j = 2

Del modelo (3.7) la predicción en multi-horizonte esta dado por:

ŷ(k + 2) = NN [y(k), ..., y(k − 5)],

donde el vector de entrada X(k) = y(k), ..., y(k − 5). El segundo evento y(k + 2) a
partir del actual y(k) se puede puede predecir, porque los datos y(k), ..., y(k − n) son
conocidos, también es posible predecir y(k + 1) de modo que:

ŷ(k + 1) = NN [y(k), ..., y(k − 6)].

El modelo neuronal tiene una capa oculta y 10 neuronas, los parámetros de aprendizaje
se eligen como η=0.9946 y α=0.1881, mientras que las condiciones iniciales de los
pesos se eligen aleatoriamente dentro del rango [-1,1]. La Figura (4.8) muestra los
resultados de la predicción con el método ML. Aquí, la magnitud pronosticada (rojo)
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Figura 4.8: Predicción de magnitud del modelo ML para M > 3.5 y j = 2.

de los primeros 10 eventos (azul) ocurren después del período del conjunto de datos
de entrenamiento. Para el modelo RNA su desempeño del índice MSE = 1.8811;
esto indica que RNA tiene un desempeño muy pobre. El ML mejora la precisión del
pronóstico al hacer una corrección de los pesos; de hecho, para ML tiene un MSE =
0.0665 y el rendimiento ha mejorado significativamente.

M > 3.5 y j = 3

Del modelo (3.7) la predicción en multi-horizonte esta dado por:

ŷ(k + 3) = NN [y(k), ..., y(k − 5)],

donde el vector de entradaX(k) = y(k), ..., y(k−5). El tercer evento y(k+3) a partir del
actual y(k) se puede puede predecir, porque los datos y(k), ..., y(k − n) son conocidos,
también es posible pronosticar y(k + 1) y y(k + 2) de modo que:

ŷ(k + 2) = NN [y(k), ..., y(k − 6)];

ŷ(k + 1) = NN [y(k), ..., y(k − 7)].
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Figura 4.9: Predicción de magnitud del modelo ML para M > 3.5 y j = 3.

La Figura (4.9) muestra los resultados de la predicción del métodoML. Mientras que
el error de predicción usando RNA es MSE = 2.2781 (Figura 7), mientras que el
método ML tiene MSE = 0.3826, por lo tanto tiene una mejor predicción en promedio
que RNA.

M > 3.5 y j = 4 en este caso, el modelo RNA es:

ŷ(k + 4) = NN [y(k), ..., y(k − 5)].

El error de predicción de la RNA es MSE= 12.6642, mientras que el del ML es MSE

= 0.4966, lo que indica que ML también es mejor que RNA bajo las condiciones
propuestas. Es posible observar, ver Figura (4.10), que el modelo RNA ya no logra
trabajar adecuadamente ya que con la información disponible en la etapa de entrenamiento
no logra un buen desempeño en la etapa de validación. Por otro lado, el ML mantiene
sus propiedades y puede seguir pronosticando, por lo que su eficacia queda ilustrada,
ver Figura (4.11).

Se considera el caso en el que los eventos tienen una magnitud M > 4. El conjunto de
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Figura 4.10: Predicción de magnitud del modelo RNA para M > 3.5 y j = 4.
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Figura 4.11: Predicción de magnitud del modelo ML para M > 3.5 y j = 4.
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datos de entrenamiento, ver Figura (4.7), se caracteriza por una distribución claramente
diferente al que se muestra en la Figura (4.6), esto se vuelve más complejo. El conjunto
de entrenamiento aparece como compuesto por pocos conjuntos dominados por un gran
evento en cada grupo. Al compararse ambos métodos RNA y ML sólo para j = 2. Los
resultados de la predicción: para RNA el MSE= 1.2644, mientras que para ML, el
MSE= 1.1685, es claro el decaimiento en el desempeño, por lo que podría decirse que
la falta de información para llevar a cabo el entrenamiento es evidente y por lo tanto
insuficiente.

Los métodos clásicos de aprendizaje automático para predecir la magnitud del terremoto
puede funcionar bien para eventos inmediatos, pero no en el enfoque del multi-horizonte. El
ML en ciencias de la computación utiliza diferentes tipos de desempeño, medidas y patrones
de los datos de aprendizaje para obtener los datos latentes características. Este pronóstico de
varios pasos de la magnitud del terremoto aplica el modelo de la RNA y el Meta-Aprendizaje.
La predicción del método ML modelo se aplica con éxito para predecir las magnitudes de
los terremotos de Italia se separan en tres umbrales diferentes de magnitud. Los resultados
experimentales muestran que el modelo propuesto tiene un rendimiento mucho mejor que el
métodos clásicos de aprendizaje automático para predecir varios terremotos en el futuro.

4.3. TL para la predicción de contaminación ambiental

con pérdida de información

Una de las características más importantes de las RNA, al ser modelos de caja negra, es
que pueden representar dinámicas no lineales con gran facilidad ya que en la mayoría de las
implementaciones en aplicaciones del mundo real no existe un marco teórico completo debido
a la naturaleza de los sistemas. En comparación con los modelos mecanicistas, las RNA
necesitan una menor cantidad de datos [119]. Estos modelos no requieren suposiciones previas
sobre las características probabilísticas de los datos [120]. En sentido general, una pregunta
para las RNA es ¿Cuántos datos se necesitan para completar la etapa de entrenamiento y
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dar buenos resultados?, de hecho es imposible responder ya que hay demasiados factores que
determinan el correcto desempeño de una RNA. Para la tarea de predicción, se necesitan
eventos pasados para estimar resultados futuros. Uno de los problemas más comunes para este
tipo de tareas es la falta de información, esto puede provocar que una RNA se estanque en un
mínimo local y su predicción sería inexacta. En la previsión de contaminantes atmosféricos, la
ausencia de información en las estaciones de monitoreo ambiental es una situación recurrente.

Algunas formas de evitar estos problemas se tratan en [121]. Sin embargo, la más utilizada
es la eliminación de los datos y el desplazamiento del uso de los datos pasados hasta que
satisfaga la minimización de una función de costo en una RNA. Esto no es del todo correcto,
debido a las condiciones ambientales y meteorológicas; Así como las actividades humanas
en las ciudades cambian de un momento a otro, por supuesto el ejemplo de la pandemia
provocada por el virus SARS-COV-2, que ha reducido la movilidad y la humanidad ha tenido
que cambiar su comportamiento y por tanto su propia dinámica. Las fallas mecánicas, de
medición y de almacenamiento en las estaciones de monitoreo ambiental representan un
problema para el uso de métodos de pronóstico de contaminantes atmosféricos, ya que la
cantidad de datos disponibles puede no ser suficiente para obtener los resultados esperados,
de lo contrario se limita a pronósticos a corto plazo.

En [122], la contribución se hace a partir de una revisión de los trabajos y esfuerzos
realizados por los investigadores para realizar la previsión de contaminantes atmosféricos. Sin
embargo, cuando se trata de averiguar factores importantes, como la cantidad de información
utilizada para las etapas de entrenamiento, así como las hiper-parámetros de una RNA, se
encontró la siguiente información relevante Tabla (4.2).

En muchos de los experimentos hay características desconocidas, como el factor de
aprendizaje, las épocas y lo más importante la cantidad de datos perdidos por fallas en
las estaciones de monitoreo. Esto puede tener un impacto importante si se lleva a cabo una
implementación, ya que su viabilidad se verá comprometida de acuerdo con la disponibilidad
de información.

En México, una pequeña cantidad de trabajos para el pronóstico de series de tiempo
basados en RNA se han hecho en, [136], [137], [138]. Estos trabajos abordan las series
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Tabla 4.2: Descripción general del pronóstico de la serie temporal para PM10
Número de
Referencia

Tiempo de
Muestreo

Escala de
pronóstico

Número de
entradas

Datos de
entrenamiento

Datos de
prueba

Número de
capas

ocultas

Número de
nodos

Función
de

activación
η α Épocas % de

datos faltantes
Parámetro

R

[123] Mensual - 5 72 12 1 20 tansigmoidal 0.01-1 0.5 5000 - 0.7

[124] Diario
Promedio y
máximo un
día posterior

25 1460 365 - - - - - - - 0.65

[125] Diario Un día 5 488 244 2 5 Tanh - - - 15 0.8

[126] Diario Un día 4
Validación
cruzada
aleatoria

Validación
cruzada
aleatoria

1 - Tanh 0.0001-1 - - - 0.88

[119] Diario Un día adelante 6 1460 365 1 4 - - - - Promediado 0.67-0.81
[127] Cada hora 24 h 8 13140 4380 1 7 Logística - - - - 0.7-0.82
[127] Cada hora 24 h 8 13140 4380 1 6 Logística - - - - 0.65-0.83

[128] Diario
Máximo un

día
posterior

18 150 90 1 7 - - - - 0 -

[129] Diario Máximo un
día posterior 5 722 372 1 3 - - - - 25 0.78

[120] Cada hora Cada hora 16 495 42 1 8 Sigmoidal 0.3 0.3 - 2 0.912
[130] Cada hora Una hora adelante 7 - Random 1 9-36 Logística 0.1 0.3 5000 2-11 0.72
[131] Cada hora Máximo un día adelante 15 12800 2240 1 26 - - - - 7 0.8-0.87
[132] Cada hora 24 h 5 - - 1 3 Tanh - - - - 0.61
[133] Máximo diario Un dia adelante 27 500 150 1 8 Sigmoidal - - - 0 -

[134] Diario
Maximum
one day
ahead

5 2000 650 1 10 Tanh-sigmoidal - - 1000 35 0.05-0.72

[135] Diario - 9 240 125 1 - - - - - Promediado 0.68

de tiempo espacio-temporales pronóstico, en el que tienen como entradas, por ejemplo, la
velocidad y la dirección del aire, la temperatura. Dos de estos trabajos obtienen sus datos
a partir de un sistema de monitoreo con sede en Salamanca, donde hay gran actividad
industrial, por lo que es de interés realizar análisis de series de tiempo para el componente
PM10.

La red de monitoreo ambiental de la ciudad de México [139] tiene 43 Estaciones de
monitoreo ambiental. Pero para el componente de PM10, sólo 27 estaciones de monitoreo
ambiental son capaces de medir este elemento. De acuerdo con los datos de 2020, 5 presentaron
un completo fallo a través del año; 7 estaciones presentaron al menos el 50 por ciento de
fallas durante el año y el resto tiene un intervalo de falla entre (4.7-33) por ciento.

En la Ciudad de México, los contaminantes del aire como O3, NO2, SO2, PM10 y PM2.5

se miden mediante una red de monitoreo ambiental en toda la ciudad, consulte Figura (4.12).
Por ejemplo, 27 estaciones de monitoreo pueden detectar el PM10, en la Figura (4.13) muestra
la frecuencia de fallas en porcentaje de las estaciones de monitoreo de la Ciudad de México en
2020. El color rojo corresponde al porcentaje total de fallas (5 estaciones o 18.51 %). El color
naranja muestra las estaciones que presentan un alto porcentaje de falla (7 estaciones o 25,92
%). El resto (en azul son las estaciones con falla de bajo nivel porcentaje aproximadamente 50
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Figura 4.12: Estaciones de monitoreo ambiental en la Ciudad de México.

% de la red de monitoreo ambiental PM10 son inconsistentes, [139]. Los conjuntos de datos
para una serie de tiempo pronosticada por los medios de una RNA pueden ser insuficientes
para lograr la predicción del comportamiento del contaminante, la situación puede llevar al
MLP a incurrir en los problemas comunes descrito en las secciones anteriores. Las mediciones
se realizan cada hora.
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Figura 4.13: Frecuencia de fallas en porcentaje de las estaciones de monitoreo de la Ciudad
de México en 2020 para el elemento PM10.

Para ilustrar este método se propone el siguiente problema, para el contaminante ambiental
PM10 la estación de monitoreo denominada “ACO" presenta un porcentaje de fallas y/o
pérdida de información del 70.3 % en 2020. Cuándo ocurre este problema, es común eliminar
información no útil y hacer uso de datos históricos de otros años para proceder con el
entrenamiento de la RNA y luego generalizar el método a través del pronóstico de la serie
temporal en un período determinado o instante futuro. En condiciones normales, esta suele
ser una solución media de la que se obtienen resultados aceptables. Sin embargo, hay eventos
externos que no se pueden predecir y que pueden afectar la técnica antes mencionada, i.e., la
pandemia global provocada por el virus SARS-COV-2, que entre los innumerables efectos que
ha dejado a la humanidad, está la parálisis que han sufrido distintas regiones del mundo por
el encierro. Este tipo de eventos del mundo real obviamente tendrán un impacto negativo
en la predicción de series de tiempo, porque muchos de los métodos o técnicas utilizados
dependen de ciertas características (estacionalidad, tendencia, valores atípicos y varianza)
de la información utilizada para el entrenamiento o parametrización de las series. Por tanto,
puede resultar muy difícil utilizar esta información para aplicar métodos propuestos en la
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literatura basados en sistemas lineales. Por otro lado, existen opciones basadas en redes
neuronales, según [122] la topología de un MLP es la técnica más utilizada hasta ahora para
realizar la tarea de pronóstico de series de tiempo. A través de varios experimentos, ha sido
posible hacer una predicción larga de 150 eventos a partir del instante actual “k", teniendo
que:

x(k + 150) = NN [x(k), ..., x(k − 10)]. (4.4)

Primero, se proponen varias capas para evaluar el rendimiento de una sola capa oculta
W ∈ ℜ15, un MLP clásico con dos capas ocultas W ∈ ℜ35 y P ∈ ℜ15 y dos estructuras
de aprendizaje profundo con tres (W ∈ ℜ80, W ∈ ℜ50 y W ∈ ℜ35) y cuatro capas ocultas
(W ∈ ℜ70, P ∈ ℜ60, Q ∈ ℜ35 y V ∈ ℜ15). Las topologías anteriores utilizaban condiciones
iniciales aleatorias en un intervalo de [-1,1], teniendo como función de activación un sigmoidea
y una tasa de aprendizaje constante de η = 0.25.

Para la etapa de entrenamiento se utilizaron los datos disponibles en el mes de abril con
una dimensión de 1100 elementos del conjunto. Esta base de datos tiene un porcentaje de
fallas o pérdida de información del 22,72 % y el algoritmo de entrenamiento es el clásico BP ,
mientras que para la etapa de generalización se utilizaron los datos disponibles en el mes
de septiembre con una dimensión de 2000 elementos. La evaluación de los resultados está
determinada por el índice MSE

Para mejorar el pronóstico de la serie de tiempo, se propone lo siguiente: De la Figura
(4.12), el número 1 corresponde a la estación ACO entonces se toma este conjunto como Λp.
El método TL necesita formar el conjunto Λσ basado en otras estaciones con un porcentaje
de falla de bajo nivel del grupo de estaciones azules en la Figura (4.13). Se seleccionan
las estaciones ATI (4) y PED (33), con la intención de mostrar cómo la distancia también
impacta los resultados.

Las condiciones ambientales en las proximidades deben ser similares. La distancia entre
ACO y ATI ronda los 36, 43 km y la distancia entre ACO y PED ronda los 46, 10 km. El
dominio auxiliar ψa está formado por dos tareas y está relacionado con la tarea principal.
Aplicando el modelo (3.7) y de acuerdo con el algoritmo (2), se estructura el conjunto W ∗

σ .
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Finalmente, el algoritmo (1) se utiliza para completar el método de TL. Los resultados
obtenidos se pueden observar en las figuras (4.14) y (4.15).

A partir de los resultados, es fácil determinar mediante inspección visual una clara
diferencia del rendimiento mostrado en cada caso para las tareas auxiliares. Las condiciones
ambientales son caóticas, por lo que tiene sentido mencionar que el TL aplicado para el
pronóstico de series de tiempo para contaminantes ambientales dependerá de la selección de
una estación cercana con un porcentaje de falla bajo.
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Figura 4.14: Pronóstico de series de tiempo basado en el aprendizaje por transferencia (ATI)

Por lo tanto, se muestra propuesta es generar un pronóstico de serie de tiempo aceptable
para PM10 cuando la información disponible no sea suficiente para evitar un mínimo local.
Sin embargo, un índice común para evaluar la precisión en la predicción de series de tiempo
de contaminación del aire es el coeficiente de correlación R, se propone utilizar la función de
error para evaluar los resultados obtenidos en la etapa de prueba.

R =

∑n
i=1(xi − x̄)(yi − ȳ)√∑n

i=1(xi − x̄)2
√∑n

i=1(yi − ȳ)2
, (4.5)

donde el vector x(k) son los valores reales en la etapa de prueba y y(k) es el pronóstico del
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Figura 4.15: Pronóstico de series de tiempo basado en el aprendizaje por transferencia (PED)

modelo neuronal. Para mostrar la información sobre los experimentos, ver Tabla (4.2).
El método TL en la estación ATI muestra mejores resultados ya que las condiciones

ambientales son una estación cercana a ACO. Los datos recopilados son cada hora.

Tabla 4.3: Características de los pronósticos experimentales de series de tiempo para PM10

Método Estación Función de Activación η α Épocas Error
x10−3 Parámetro R

BP ACO Sigmoide 0.01 0.05 100 9.4 0.4712
BPM ACO Sigmoide 0.6 0.05 1 3.4 0.4815
TL ACO-ATI Sigmoide 0.1 0.05 1 2.1 0.6279
TL ACO-PED Sigmoide 0.8 0.05 1 3.2 0.4818

Los experimentos ocupan una MLP con una capa oculta y cinco nodos. Para BP y
BPM , la etapa de entrenamiento usa 70 elementos en el conjunto de datos (ACO). Por otro
lado, los TL-ATI y TL-PED utilizan, en la etapa de subtarea, 500 elementos en la base de
datos y finalmente en la etapa de TL se utilizan los 70 elementos de la estación ACO.

En la Figura (4.16) a) se nota la correlación entre los valores reales y el pronóstico de
BP , b) es la correlación entre los valores reales y el pronóstico de BPM , c) es la correlación
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Figura 4.16: Distribución del parámetro R.

entre los valores reales y el pronóstico de TL-ATI y d) es los valores reales y la previsión
TL-PED.

Para la etapa de entrenamiento se utilizaron los datos disponibles en el mes de abril con
una dimensión de 1100 elementos del conjunto. Esta base de datos tiene un porcentaje de
fallas o pérdida de información del 22,72 % y el algoritmo de entrenamiento es el clásico BP ,
mientras que para la etapa de generalización se utilizaron los datos disponibles en el mes
de septiembre con una dimensión de 2000 elementos. La evaluación de los resultados está
determinada por el índice MSE.

Es evidente que el desempeño no es el esperado ya que el error de predicción aumenta
con el paso del tiempo, lo cual es natural, sin embargo, con la tendencia que marca la Figura
(4.17), es fácil notar que los modelos RNA no cumplen satisfactoriamente con el tiempo.
tarea de previsión de series.

En el campo del aprendizaje automático, los esfuerzos realizados por los investigadores
apuntan a desarrollar nuevos métodos que permitan obtener mejores resultados y con una
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Tabla 4.4: Error medio cuadrático experimental en el pronóstico de series de tiempo para
el componente contaminante PM10 en la estación de monitoreo ACO con datos de 2000 en
etapa de generalización.

Modelo Neuronal ErrorT ×10−3

Una sola capa 490.2
MLP2 367.5
DL3 310.8
DL4 257.1
TL 79.3
ML 74.5

MTA 15.6
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Figura 4.17: Error de validación de 2000 eventos.
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previsión de futuro más amplia. El ML es una técnica relativamente nueva, que permite que
un modelo basado en RNA sea capaz de mejorar sus resultados propuestos a partir de la
extracción de conocimiento y experiencia a través de tareas paralelas basadas en un mismo
problema, el uso de esta técnica se puede revisar en [140]. El TL es un método que permite
utilizar información o conocimiento de la resolución de un problema diferente, la forma clásica
en la que se ha presentado es a través de un proceso de pre-entrenamiento en el que el RNA
principal no comienza con condiciones iniciales aleatorias, sino la RNA resuelve un problema
auxiliar con un dominio relativo a la tarea principal y los conocimientos adquiridos a través
de las matrices de ponderaciones. En este trabajo se aplica el ML con diferentes condiciones
iniciales debido a la falta de información derivada de las condiciones reales del proceso,
se ejecutó con 20 tareas auxiliares y con una condición de ángulo de 0.90, esta técnica se
aplica bajo el algoritmo (1). Está claro que la información disponible es insuficiente para la
aplicación del Meta-Aprendizaje. En cambio, para el TL se toma una estación de monitoreo
ATI cercana, con una distancia de 36.43 km de la estación de monitoreo ACO, que presenta
un bajo porcentaje de fallas o pérdida de información, la topología tomada es DL3 porque
presenta un resultado similar al DL4 y estos modelos son mejores que aquellos con una sola
capa oculta y MLP2.

Sin embargo, no es posible mejorar la respuesta de la herramienta para el pronóstico de
series de tiempo, ya que presenta un comportamiento similar a los modelos DL3 y DL4. Por
tanto, se puede decir que el uso de información auxiliar puede no necesariamente mejorar el
proceso de predicción de series de tiempo, por lo que es fundamental generar un método que
aproveche este conocimiento extraído de otra forma.

El MTA es una combinación de enfoques de ML y TL, la aplicación del método
se describe mediante los algoritmos (1) y (2). Dado que la estación de monitoreo (ATI)
seleccionada para realizar la tarea auxiliar se ubica en una región “cercana", a la estación de
monitoreo, considerando ahora una sola capa oculta para el método propuesto por nosotros,
la predicción de series de tiempo ha obtenido un mejor desempeño en minimizar el índice
de rendimiento según el obtenido en la Tabla 4.4. Además, la Figura (4.17) muestra cómo
el tamaño de los datos para la etapa de generalización tiene un impacto directo en los
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resultados, ya que si el conjunto no tiene suficiente cantidad de datos para demostrar la
correcta ejecución de los métodos, puede ser decisivo para la interpretación de datos. En
la Figura (4.18), una sección de 200 datos (1650-1800), para inspeccionar visualmente el
desempeño de los modelos DL4, TL, ML y Meta-Transferencia de Aprendizaje.
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Figura 4.18: a) Aprendizaje Profundo, b) Transferencia-Aprendizaje, c) Meta-Aprendizaje,
d) Meta-Transferencia de Aprendizaje

Con los resultados obtenidos, se puede ver que el Meta-Transferencia de aprendizaje tiene
una predicción más cercana al valor real de la prueba que los otros métodos propuestos.
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Aunque esto es sólo una conjetura basada en una sección de los datos de prueba de 2000,
la Tabla (4.4) muestra que el mejor desempeño en el pronóstico de la serie temporal es el
método propuesto en este trabajo, debido a un mayor índice de desempeño de minimización
del MSE.

4.4. Meta-Transferencia de Aprendizaje para la predicción

de magnitud de terremotos a largo plazo

Dado que la fricción es un fenómeno lineal [141], los terremotos pueden ser considerado
un sistema determinista caótico [142] con limitaciones en previsibilidad. La interpretación
de los terremotos puede explicarse como un proceso estocástico o como un proceso caótico
determinista [143]. En general, existen dos enfoques para la predicción de terremotos:

Los terremotos se consideran un proceso estocástico, donde el choque principal
Los intervalos entre eventos son estacionarios y típicamente siguen un patrón de
distribución Poisson, [144]. Los terremotos pueden tener algún tiempo de renovación,
este modelo imita la teoría del rebote elástico [145]. La probabilidad del próximo gran
terremoto en un intervalo de tiempo dado se puede estimar con base en la sismicidad
pasada.

Los terremotos se consideran un proceso determinista, ya que esto es un resultado del
deslizamiento por fricción de dos placas tectónicas [146]. El método determinista de la
predicción de los terremotos sigue siendo un tema de debate en sismología.

Los estudios teóricos y numéricos basados en ecuaciones deterministas indican ese
deslizamiento puede representarse a través de una serie temporal caótica, [147]. Su horizonte
de previsibilidad sería todavía objeto de debate y en su mayoría no explorado. El
comportamiento caótico en terremotos regulares sigue siendo un desafío debido al corto
período de tiempo de observación, [148].

Los eventos de pronóstico a largo plazo se basan en terremotos que llegan periódicamente,
en general, un evento a largo plazo es demasiado difícil de predecir debido a las limitaciones



104 Aplicaciones y simulaciones

de información disponible. Un procedimiento completo de predicción de terremotos debe
tener tres tipos de información: magnitud, ubicación y hora de ocurrencia. Muchos de los
métodos se utilizan para predecir terremotos, como el enfoque basado en reglas. En [149],
que tienen grandes dificultades debido a la rareza de los datos, la calidad de los datos
históricos del terremoto, la falta de patrones y la variabilidad del rendimiento en diferentes
ubicaciones geológicas. Los desafíos importantes son: la precisión del pronóstico se limita
a una gran magnitud, gran error de pronóstico en la predicción a largo plazo, el efecto de
las condiciones ambientales, factores e incertidumbre en los factores. Se propone el uso del
método Meta-Transferencia de Aprendizaje para pronóstico de magnitud de terremotos en
Italia, sobre la base del conocimiento de la sismicidad ocurrida en México.

A pesar de que se desea un pronóstico de eventos futuros en una serie de tiempo con
información sísmica de Italia, la cantidad de datos disponibles es insuficiente para entrenar
una red neuronal. Por lo tanto, se propone agregar eventos en series de tiempo a partir de
datos de magnitud provenientes de información sísmica registrada en México. Sin embargo,
la inserción de datos en la serie temporal de Italia no puede ser deliberada. Por esta razón,
después de realizar una descomposición de Wavelets de series de tiempo tanto italianas como
mexicanas, se calcula la desviación estándar de los coeficientes de Wavelets a partir de ambos
conjuntos de información. Después de eso, se examinan las desviaciones estándar resultantes
y se selecciona un conjunto de información sísmica de México. Luego, el tiempo entre eventos
de ambos conjuntos de datos se calcula de modo que se encuentre una condición para agregar
la información sísmica de México en la serie de tiempo de Italia. Finalmente, una función
creada nos permite tomar información del conjunto de datos correspondientes a México e
incluirlos en la información sísmica de Italia.

Al aplicar el algoritmo (2), se obtuvo un octavo nivel de descomposición. En la Figura
(4.19) se muestra la descomposición de los datos sísmicos de Italia. En otras palabras, la
desviación estándar, en este caso, nos permite saber qué conjunto de datos sísmicos de México
es similar a la información sísmica de Italia. Si se agrega información similar en términos de
desviación estándar al conjunto de datos de Italia, se alimentará con eventos similares, pero
para entrenar correctamente una red neuronal, es necesaria la diversidad en la señal. Por lo
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Figura 4.19: Descomposición de los datos sísmicos de Italia

tanto, la serie de tiempo de México que se selecciona es la que tiene una desviación estándar
mayor de la información sísmica de Italia. En la Figura (4.20), se muestran los dos conjuntos
de datos con la desviación estándar más alta de la información de Italia. Se selecciona la
información de México en 2016.

El tiempo entre eventos nos permite encontrar gráficamente una condición para agregar la
información sísmica de México en 2016 en la información de Italia. El tiempo entre eventos
tiene la información de los intervalos de tiempo entre eventos sísmicos sucesivos. Cuando
el tiempo entre eventos de Italia es menor que el umbral de tiempo mínimo entre eventos
llamado γ, la información de magnitud de México se guarda en una matriz, que estará llena
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Figura 4.20: Desviación estándar de todos los conjuntos de datos sísmicos

no sólo de la magnitud de los terremotos registrados sino también de ceros. Luego, se detecta
la posición donde se guarda la información de magnitud en el último arreglo para que este
parámetro permita saber dónde agregar la información sísmica de México en la información
de Italia. Después de eso, un parámetro β indica la cantidad de datos sísmicos de México
agregados al conjunto de datos de Italia. Finalmente, la nueva señal para entrenar la red
neuronal está lista y se construye según el modelo (3.30):

f(τiItalia , τiMxico
)=

{
τiItalia if ⩾ γ;

τiItalia⊕τi+βMxico
⊕τi+β+1Italiaif < γ.

(4.6)

Se crea una nueva serie de tiempo para entrenar la red neuronal a partir de la información
sísmica de ambos países, Italia y México. Esta serie temporal con más información permitirá
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que el método de Meta-Transferencia de Aprendizaje mejore la etapa de formación y en
consecuencia, obtenga mejores resultados en la previsión de eventos futuros en Italia. En la
Figura (4.21), se puede apreciar la nueva serie de tiempo.
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Figura 4.21: Serie temporal de Italia con datos de la serie temporal de México

La Tabla (4.5) muestra las comparaciones del algoritmo desarrollado con algunos métodos
conocidos. Sólo se toman 10 eventos para la etapa de prueba. La experimentación tiene en
cuenta la información disponible para una ventana de magnitud M > 4.5.

Como se muestra en la Figura (4.22), el rendimiento de los métodos clásicos no es
satisfactorio porque la cantidad de información contenida en la base de datos del historial
para M > 4.5 no es suficiente para superar los problemas conocidos de la red neural
propuesta. En general, estos problemas ocurren en las topologías RNA conocidas. La MTA

minimiza el error del índice MSE, en este caso se necesita el sentido del comportamiento del
pronóstico para entender que la mínima desviación de la magnitud implica una liberación
de mucha más energía por parte del terremoto. La técnica propuesta, a través del método
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Tabla 4.5: MSE para experimentación con datos de Italia y México

Modelo Neuronal ErrorT ×10−3

MLP2 3.5833e-01
DL3 3.5234e-01
DL4 3.2369e-01

DL4 con TL 9.8731e-02
DL4 con ML 9.1645e-02

MLP2 con MTA 3.1645e-02

de búsqueda basado en la Transformada Wavelet de resolución múltiple para encontrar el
mejor W ∗ posible, plantea una paridad entre el conjunto de datos sobre el que se pretende
realizar la predicción de la serie temporal y el conjunto de datos con del cual se extraerán
las características que se transformarán en conocimiento y experiencia. Finalmente, cuando
la transferencia de conocimiento a través de ML permite aprovechar los conocimientos
adquiridos logrando un mejor desempeño que las otras técnicas ya que los pesos de los
RNA W convergen a W ⋆ mediante la proyección del MTA, tal que el desempeño se observa
en la minimización de la función de costo MSE.
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4.5. Meta-Transferencia de Aprendizaje para rechazo de

perturbaciones en controladores tipo PID

Para ilustrar cómo es posible utilizar los métodos desarrollados en este trabajo dentro
del área de Control Automático, se tomara cómo caso de estudio un controlador clásico
proporcional-integral-derivado (PID). Industrialmente representa el método más utilizado
para el control de lazos de proceso, el cual representa alrededor de un 90% [150], esto debido
a su sencillez para su implementación y su robustez ante perturbaciones. Se han propuesto
algunas reglas empíricas para el ajuste de las ganancias para mejorar el rendimiento de
control de los controladores PID [151], e incluyen las reglas de ajuste de Ziegler-Nichols
[152], el método de síntesis directa [153] y el control de modelo interno método [154]. Los
últimos desarrollos se informan en el 3er. Conferencia de la IFAC sobre avances en el control
PID.

En [155], se menciona que los esfuerzos de investigación sobre el control de PID se
centran en los contextos de la teoría y la ingeniería de control, pero el principio de ajuste
del rendimiento en el control PID sigue sin estar claro. Por ejemplo, el enfoque basado en
errores, el control PID aún necesita información rica de la planta para un control de alto
nivel. De hecho, sólo una pequeña cantidad de información de la planta es fundamental para
el diseño del controlador, como el orden relativo y la ganancia de alta frecuencia. Como
utilizar información tan limitada de la planta para el desempeño del control PID aún se
desconoce la mejora.

Para muchas aplicaciones de control de procesos, rechazo de perturbaciones el rendimiento
es más importante que el seguimiento puramente del punto de ajuste. Por lo tanto, se
han propuesto algunos controladores PID modificados, denominados PID de rechazo de
perturbaciones, para mejorar el rendimiento del controlador, junto con el supuesto de que el
modelo de la planta se conoce exactamente [156].

En [157] aplicaron un PID neuronal con el algoritmo de entrenamiento BP para evaluar
la capacidad de controlar el flujo en una tubería de una planta con modelo conocido. Otras
aplicaciones de este tipo de controlador se han desarrollado en el control de nivel de dos
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tanques [158] y en procesos altamente no lineales como lo puede ser la neutralización de
pH en procesos industriales [159, 160]. Además, en [161] un PID neuronal de fue propuesto
en función de un esquema de identificación y sintonizador en línea, basado en funciones de
activación de base radial y wavelets para un motor de inducción trifásico sin carga; mientras
que en [162] se presenta un esquema similar al anterior donde se busca el control de velocidad
para un generador/turbina de aire, mostrando resultados únicamente por simulación, cabe
mencionar que en estos trabajos no se consideran el desempeño de los controladores bajo
perturbaciones externas. De acuerdo con [88], el no conocer el modelo matemático de un
sistema afecta el desempeño de un sintonizador basado en redes neuronales, por lo que la
mayoría de los esquemas dependen de emuladores que trabajan en paralelo para mejorar el
proceso de sintonización.

El controlador PID clásico es ampliamente utilizado en el control de procesos debido
a que tiene una arquitectura de control a lazo cerrado que compara la salida del sistema
con el valor deseado. El desempeño del controlador depende de tres parámetros conocidos
como ganancias Proporcional, Integral y Derivativa, que pueden obtenerse mediante técnicas
convencionales que se basan en suposiciones sobre el sistema, al igual que el método de
Ziegler-Nichols que está basado en la respuesta al escalón y produce un desempeño razonable
para lazos simples y sólo se aplica en procesos estables, [163].

Sea el sistema linea de primero orden e invariante en el tiempo sin retador, descrito por:

Y (s)

U(s)
=

K

τs+ 1
. (4.7)

Se propone un sistema de re-circulación de flujo de agua para parametrizar la ecuación
anterior utilizando una bomba centrifuga de corriente alterna de acuerdo con el siguiente
Diagrama de Tubería e Instrumentación.



112 Aplicaciones y simulaciones

Figura 4.23: Diagrama de Tubería e Instrumentación para un sistema de flujo de agua.

De los datos del sistema se sabe que la gravedad es de 9.81 m2/s y la densidad del agua
a una temperatura de 25 °C es 997 kg/m3. Para el caso se tiene una bomba Pedrollo CP
160C, de 1.5 HP, con las siguientes características:

H = [32, 31, 30.5, 29.5, 28, 26, 23, 20][m];

Q = [0, 50, 75, 100, 125, 150, 175, 200][LPM ].

donde H corresponde a la altura manométrica total y Q es el caudal o flujo. Con
MATLAB/Simulink en su librería de Simscape y con los datos disponibles del fabricante
es posible obtener la curva de respuesta del sistema en función del flujo volumétrico.
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Figura 4.24: Esquema de la red neuronal.

Utilizando la técnica de mínimos cuadrados para la identificación paramétrica [164], se
obtiene el siguiente modelo:

Y (s)

U(s)
=

3.7341

s+ 130.8171

LPM

RPM
. (4.8)

En la siguiente Figura (4.25), se puede observar el resultado de la comparación del modelo
identificado y el sistema.
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Figura 4.25: Esquema de la red neuronal.

La evaluación de la capacidad de los controladores, Neural-PID y Meta-Neural-PID, para
regular el la variable de proceso con una perturbación constante, se efectuó con la siguiente
función de perturbación:

f1(t) =

{
0 si 0 seg < t ≤ t1 seg

g si t1 seg < t ≤ t2 seg,
(4.9)

donde t1 representa el tiempo antes de la perturbación, el intervalo (t1,t2) donde la
perturbación es constante y g representa la amplitud de la perturbación. La ilustración
del método queda definido de la siguiente manera,

Se tiene un lazo de control con un controlador Neural-PID-1 para el sistema descrito



4.5 Meta-Transferencia de Aprendizaje para rechazo de perturbaciones en controladores
tipo PID 115

por (4.8), bajo ciertas condiciones iniciales aleatorias (W1i y V1i) en un intervalo [−1, 1],
con 10 nodos en la capa oculta y con las constantes de aprendizaje (η = 0.5416, α = 0.1

y β = 0.04), con una duración del experimento de 30 seg y los tiempos de acuerdo con
(4.9) de t1 = 5seg y t2 = 30seg y una perturbación g = 1.

Se tiene un lazo de control con un controlador Neural-PID-2 para el sistema descrito
por (4.8), bajo ciertas condiciones iniciales aleatorias (W2i y V2i) en un intervalo [−1, 1],
con 10 nodos en la capa oculta y con las constantes de aprendizaje (η = 0.5416, α = 0.1

y β = 0.04), con una duración del experimento de 30 seg y los tiempos de acuerdo con
(4.9) de t1 = 5 seg y t2 = 30 seg; g = 1.1.

Teniendo los siguientes resultados, y considerando la normalización de las señales, ver
Figura (4.26). Donde a través de una inspección gráfica se puede determinar que el desempeño
para el rechazo de la perturbación con el controlador Neural-PID-2 es malo en comparación
con el Neural-PID-1, esto se debe principalmente a las condiciones iniciales (W2i y V2i) y
(W1i y V1i).



116 Aplicaciones y simulaciones

0 5 10 15 20 25 30

Tiempo (seg)

-5

0

5

10

15

R
e

s
p

u
e

s
ta

 d
e

l 
S

is
te

m
a

Neural-PID-1

Referencia

Sistema Controlado

0 5 10 15 20 25 30

Tiempo (seg)

-10

-5

0

5

10

R
e

s
p

u
e

s
ta

 d
e

l 
S

is
te

m
a

Neural-PID-2

Referencia

Sistema Controlado

Figura 4.26: Comparación de la respuesta de los controladores Neural-PID 1 y 2.

Se busca mejorar el desempeño del rechazo de la perturbación constante ya que para
el controlador Neural-PID-2 le toma un tiempo aproximado de 12.5 segundos. Para ello
se implementa un controlador Meta-Neural-PID, el cual bajo las mismas condiciones
iniciales y de operación usara experiencia ganada por el controlador Neural-PID-1 para
mejorar su desempeño, el siguiente esquema explicara la metodología de lo mencionado.
En el cuál se muestra que la sintonización del Meta-Neural-2 es realizado en linea para
“comunicar" con el controlador Neural-PID-1 y aprovechar su experiencia rechazando una
perturbación constante, esto es expresado en pesos óptimos (W ⋆ y V ⋆) para que a través del
Meta-Aprendizaje estos sean usados por el control Neural-PID-2 formando de esta manera
el denominado Meta-Neural-PID, ver Figura (4.29).



4.5 Meta-Transferencia de Aprendizaje para rechazo de perturbaciones en controladores
tipo PID 117

0 5 10 15 20 25 30

Tiempo (seg)

-10

-5

0

5

10

15
R

e
s
p

u
e

s
ta

 d
e

l 
S

is
te

m
a

Neural-PID-2

Referencia

Sistema Controlado

0 5 10 15 20 25 30

Tiempo (seg)

-5

0

5

10

15

R
e

s
p

u
e

s
ta

 d
e

l 
S

is
te

m
a

Meta-Neural-PID

Referencia

Sistema Controlado

Figura 4.27: Comparación de los controladores Neural-PID-2 y Meta-Neural-PID.

Como se visualiza en la Figura (4.27), el rechazo de la perturbación se lleva acabo en un
tiempo aproximado de 4.5 segundos por parte del control Meta-Neural-PID, sin embargo,
el sobre impulso máximo es mayor que el observado en Neural-PID 2. Las ganancias que
producen los comportamientos respectivamente son mostradas en la Figura (4.28).
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Figura 4.28: Comparación de los las ganancias producidas por los controladores Neural-PID-2
y Meta-Neural-PID.
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Figura 4.29: Esquema de la implementación del Meta-Aprendizaje en un controlador
Neuronal PID.
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Capítulo 5

Conclusiones y trabajo a futuro

En este trabajo parte de que aún no esta todo dicho en cuestión del uso deMLP y que aún
es posible potenciar sus capacidades y además usarlas no sólo dentro de la teoría de control
automático, sino en aplicaciones del mundo real. Se presentan modificaciones a los métodos
de Meta-Aprendizaje y Transferencia-Aprendizaje, también se genera un método inédito
denominado Meta-Transferencia-Aprendizaje, se analizan las propiedades de estabilidad en
el proceso de aprendizaje así cómo su convergencia (fuerte y débil). Se ilustra la versatilidad
de los métodos a través de diferentes aplicaciones como: pronóstico de series de tiempo
caóticas, identificación de sistemas no lineales y control de sistemas. Los resultados numéricos
demuestran que bajo las condiciones propuestas las ideas expuestas permiten una mejora en
el desempeño de una red neuronal artificial en su topología MLP con respecto a su forma
clásica y puede llegar a competir con topologías avanzadas cómo el aprendizaje profundo,
todo esto no solo es observado a través de gráficas sino determinado por métricas como el
error o el error cuadrático medio. Aunque en el presente trabajo se han incluido algunas
formas y maneras de utilizar los conceptos del aprendizaje automático para la teoría de
Control Automático, sería de un interés fuerte desarrollar aplicaciones para Industria 4.0 y
gemelos digitales, ya que puede ofrecer diversas soluciones a las problemáticas presentadas
en el campo e incluso abordar tópicos de mantenimiento predictivo.
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