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Resumen

Los sistemas inteligentes, como las redes neuronales artificiales y los sistemas difusos, al dia
de hoy estan presentes en varios aspectos de la sociedad como las comunicaciones, la economia, la
industria y la ciencia. En el control automatico, estos sistemas son de utilidad en la caracterizacion de
sistemas no lineales, aprovechando sus cualidades de adaptabilidad y robustez. Pero, mayormente
en aplicaciones en tiempo real y en sistemas con presencia de ruido y cambios abruptos de
comportamiento, el uso de estos sistemas atin presenta los siguientes inconvenientes: la dificultad
de obtener un error de aproximaciéon minimo, tiempos de entrenamiento considerablemente altos,
los algoritmos resultantes no son factibles (computacionalmente hablando) en la mayoria de las
ocasiones, y la falta de condiciones de estabilidad titiles para un correcto funcionamiento. Para
hacer frente a ello, en esta tesis se propuso una red difuso-neuronal, la Red Recurrente LSTM Difusa
(LSTM son las siglas de “long-short term memory”, término de memoria grande-corta). Esta red,
junto con su algoritmo de entrenamiento, logra sobrellevar los inconvenientes mencionados dada
su estructura interna. Lo anterior, se muestra en tareas de control e identificacion de sistemas que se
desarrollan a lo largo del documento, en las cuales se hicieron comparaciones con otros algoritmos

semejantes para sustentar las ventajas de la red propuesta.



Abstract

Intelligent systems, such as artificial neural networks and fuzzy systems, are nowadays
present in various aspects of society such as communications, economy, industry and science. In
automatic control, these systems are useful in the characterization of non-linear systems, taking
advantage of their adaptability and robustness. But, mostly in real-time applications and in systems
with the presence of noise and abrupt changes in behavior, the use of these systems still presents
the following drawbacks: the difficulty of obtaining a minimum approximation error, considerably
high training times, the resulting algorithms are not feasible (computationally speaking) on most
occasions, and the lack of useful stability conditions for correct operation. To address this, in
this thesis a fuzzy-neural network, the Fuzzy LSTM Recurrent Network (LSTM from “long-short
term memory”), was proposed. This network, together with its training algorithm, manages to
overcome the mentioned drawbacks given its internal structure. This is shown in control and system
identification tasks that are developed throughout the document, in which comparisons with other

similar algorithms were made to sustain the advantages of the proposed network.



Capitulo 1

Introduccion

Para introducir la tematica del presente trabajo, se mencionan a continuacién las
caracteristicas sobresalientes de la llamada “computacion inteligente”. Ademas, se habla de la
relacion existente entre la computacion inteligente con el control e identificacion de sistemas. De

esta forma, se justifica el disefio del algoritmo propuesto en la tesis.

1.1. Motivaciones

Actualmente, vivimos en un mundo de cambio constante, aludiendo a lo dicho por Zadeh [1],
en donde los cambios mds relevantes estan relacionados con la informadtica. Dentro de la informatica
se distinguen tres partes principales: los sistemas de informacién, los sistemas inteligentes y los
sistemas de informacion inteligentes. Los sistemas mencionados estan involucrados con el manejo
de informacidn, la cual es obtenida de datos recabados de cualquier fenémeno o situacion.

Un sistema de informacioén se refiere a las tecnologias relacionadas con la adquisicion
y organizacion de datos, ejemplos destacados de estos sistemas son la Internet, los teléfonos
celulares y las computadoras convencionales. Por otro lado, un sistema inteligente es una mdquina,
o algoritmo, que tiene la capacidad de analizar datos, los llamados “dispositivos inteligentes” y
el software especializado se cuentan entre los principales ejemplos de estos sistemas.

No obstante, conforme han pasado los afios, la relacion entre los sistemas de informacion
y los sistemas inteligentes ha aumentado; la inteligencia requiere de informacién y viceversa.

Como consecuencia de lo anterior, el desarrollo de aquellos sistemas ya no es individual sino en



conjunto, dando lugar al auge de los sistemas de informacion inteligentes. Entonces, los sistemas
de informacién inteligentes son tecnologias con la capacidad de adquirir, organizar y analizar datos.

Ademas, el desarrollo de los sistemas de informacion inteligentes esta ligado a la
computacion flexible, ya que estos sistemas aprovechan las bondades de este tipo de computacion.
La computacién flexible, también conocida como computacién inteligente, es una asociacion
de metodologias entre las que resaltan: la légica difusa, la neurocomputacion, la computacién
evolutiva y la computacién probabilista. La mayoria de estas metodologias tienen en comtn que
son complementarias y simbidticas en vez de ser competitivas y exclusivas entre si. Por lo que son
frecuentes los trabajos que combinan varias metodologias de la computacion inteligente, como es
el caso de los sistemas neuro-difusos, difuso-genéticos, neuro-genéticos y neuro-difuso-genéticos.

Cada metodologia que integra a la computacion inteligente aporta algo diferente, tales
aportaciones se resumen de la siguiente manera: la logica difusa ofrece una base, conocida como
computacion de estilo granular, para las operaciones con palabras; la neurocomputacion se encarga
del andlisis y disefo de las redes neuronales; el desarrollo de algoritmos de biisqueda atafie a la
computacién evolutiva, esta biisqueda usualmente va dirigida hacia la solucién dptima de algun
problema; y la computacion probabilista indaga sobre las técnicas que se relacionan con la teoria
de probabilidad para la toma de decisiones.

Entonces, la computacion inteligente es capaz de lidiar con datos que conlleven
incertidumbres, verdades parciales y aproximaciones. Ademas, los resultados obtenidos al aplicar
sus metodologias son localizables, es decir, se puede entender el origen dichos resultados. Esto,
acorde a la filosofia de la computacion inteligente, que es la emulaciéon de la mente humana,
en especifico, de los procesos del pensamiento humano que lidia con informacién incompleta e
imprecisa para aplicarlos en la resolucion de diversos problemas computacionales.

Las caracteristicas anteriores se pueden resumir como adaptabilidad y robustez, lo cual
es la principal distincién y ventaja de la computacién inteligente con respecto de la computacion
convencional, como se detalla en los trabajos de Zadeh [2], Zadeh [3] y Magdalena [4]. La
computacion convencional trabaja con informacion exacta, sus objetivos son la precision y la certeza.
Pero, en las problemadticas que acontecen en la realidad, es complicado elaborar representaciones

exactas o captar todas las propiedades de cualquier fendmeno en el que se tenga interés.



Por todo lo anterior, se entiende el porqué la computacién inteligente ha tenido un mayor
desarrollo en comparacién a la computacion convencional. En consecuencia, los sistemas de
informacion inteligentes estan envueltos en diversos campos de la ingenieria y las ciencias, como lo
es el drea de control automatico, donde estos sistemas se usan para tareas de control e identificacién

de sistemas.
1.1.1. Lacomputacion inteligente en el control e identificacion de sistemas

En el control, asi como en la identificacion de sistemas, se trabaja con modelos que describen
las cualidades de un sistema o un conjunto de sisternas. Un sistema, a grandes rasgos, se define
como la combinacién de elementos que actian juntos hacia un objetivo determinado. Los sistemas
no se limitan solamente a fenémenos fisicos o quimicos, también pueden referirse a abstracciones,
tal es el caso de los fenémenos que se estudian en areas como la economia. Comuinmente, el modelo
de un sistema solo representa algunas propiedades de éste, incluidas las de su entorno, dependiendo
de para qué se va a usar este modelo. Por ejemplo, el modelo requerido para la construccion de
un motor es diferente al modelo que se usa para disefiar su control, en el primer caso se requiere
de una mayor representacion de variables a diferencia del segundo caso. Un modelo no es exclusivo
de un solo sistema, es decir, pueden existir diferentes modelos para un sistema.

Por otra parte, ocurre que el modelo de un sistema se adapte para representar a otros
sistemas. Un modelo puede ser el resultado de cambiar parametros en determinadas estructuras
ya establecidas, como lo son las ecuaciones o conjuntos de datos, en funcién de alguna parte o
comportamiento que es de interés del sistema a modelar. El ejemplo mads notorio de ello son los
sisternas inteligentes, cuando se usan para generar modelos de otros sistemas, ya que estos sistemas
tienen una estructura fija, pero modifican sus pardmetros para imitar otros sistemas.

Debido al gran nimero de técnicas para construir modelos, conocidas como modelados,
es oportuno tener una clasificacion de éstas para agilizar la eleccion de alguna. Una clasificacion
que sobresale es la expuesta por Amara et al. [5], donde los modelados se agrupan en tres tipos:

= Modelado “caja blanca”: el sistema en cuestion, asi como su entorno, se consideran conocidos
por completo a partir de las leyes (ecuaciones) que los explican.

= Modelado “cajanegra”: todo el conocimiento de un sistema se deriva a partir de las mediciones



de sus pardmetros y de la salida del sistema ante una entrada determinada.
» Modelado “caja gris”: se combinan las leyes o ecuaciones correspondientes a un sistemay
las mediciones que se pueden obtener de éste.
Se hace alusidn a cajas por la comparacién esencial del modelado caja negra con las cajas negras
de los aviones. Esta metafora se usa para designar aquel elemento estructural de un modelo sobre
el funcionamiento de un sistema.

En el modelado caja blanca, rara vez, las ecuaciones se acercan a lo que se pretende expresary
cuando es el caso se tiene que usar una gran cantidad de ecuaciones para obtener una caracterizacion
satisfactoria; en el peor de los casos, se hacen suposiciones al no encontrar ecuaciones que encajen.
Por su parte, en el modelado caja gris se combinan ecuaciones e informacioén obtenida del sistema,
ganando robustez, pero perdiendo parte de la claridad de los componentes del sistema en el modelo.
Asimismo, el modelado caja negra usa solo datos obtenidos de un sistema, usualmente mediciones,
para caracterizar a éste, lo que implica una dependencia total a los medios que recopilan los datos.

Entonces, se puede decir que no es conveniente aplicar el modelado caja blanca, salvo
las ocasiones en que las ecuaciones capten la estructura de un sistema sin mayor dificultad. En
general, es mejor emplear el modelado caja gris y caja negra ya que se ajustan mejor a los problemas
de la vida real. No obstante, la seleccion de cualquier técnica dependerd de los requerimientos
individuales en cada caso; por ejemplo, a veces serda mejor usar el modelado caja gris porque se
desea conocer parte de la conformacion del sistema en cuestion, mientras que otras veces esto no
es relevante y se puede usar el modelado caja negra en su lugar.

También resalta la similitud del modelado caja gris y caja negra con la computacién
inteligente, segtin lo descrito en esta secciéon. Ciertamente, la computacion inteligente tiene
similitudes con lo que se plantea en estos modelados, especialmente las metodologias de la légica
difusa y la neurocomputacién. Algunos articulos resaltan y explican en detalle esta relacion, como
lo hacen Zadeh [2] y Ibrahim [6]; se tiene que tanto la neurocomputacién, asi como la légica difusa,
buscan crear modelos adaptables, basados en analisis de datos a través del estudio de las redes
neuronales y sistemas difusos, respectivamente.

En el control automatico los modelos difusos son apreciados porque, a diferencia de los

modelos que se obtienen con redes neuronales, estos modelos representan a un sistema en términos



de variables lingiiisticas o lenguaje natural. Estos modelos son tan vdlidos como aquellos modelos
obtenidos convencionalmente con ecuaciones matematicas que describen fenémenos fisicos y
quimicos. Los modelos difusos tienen un gran respaldo teérico, ademas se prestan a trabajar con
redes neuronales facilmente, por lo que es posible ajustar los parametros de estos modelos con
algoritmos de aprendizaje y asi acercar el modelo difuso atin mas al modelo deseado.

Los sistemas difusos, dados sus principios, pueden clasificarse dentro del modelado caja
gris o incluso dentro del modelado caja blanca. Mientras que las redes neuronales se encuentran
dentro del modelado caja gris y caja negra, porque éstas trabajan con datos ajenos a ellas para
ajustar sus parametros y a veces se pueden adaptar ecuaciones matematicas con las redes para
trabajar conjuntamente.

Aunque hay otros algoritmos inteligentes que se pueden emplear en algtin tipo de modelado,
como la computacion evolutiva, éstos por lo general son auxiliares a las redes neuronales y sistemas
difusos. Algo a tener en cuenta es que estos algoritmos pueden dar origen a sistemas hibridos con
facilidad, aprovechando la buena compatibilidad entre ellos por su origen. En torno a todo esto
existe una enorme cantidad de trabajos y teoria, de lo cual se habla mas en el préximo capitulo.

Hablando del siguiente capitulo, al revisar los trabajos que se citan ahi, es evidente que las
redes neuronales, sistemas difusos y sistemas difuso-neuronales tienen una gran presencia dentro de
la ciencia y tecnologia. Particularmente, en el control automatico, se han obtenido buenos resultados
en la obtencion de modelos de sistemas, debido a las caracteristicas fundamentales de estos
algoritmos como su facil aplicacién, adaptabilidad y robustez. Aunque estos algoritmos tienen sus
desventajas, como que los pardmetros aprendidos no son féciles de interpretar, sus estructuras son
relativamente grandes, tienen tiempos de entrenamiento largos, y la falta condiciones de estabilidad
que garanticen su buen funcionamiento. Por lo que no es de extrafiarse el encontrar propuestas

de nuevas estructuras, las cuales pueden atender las necesidades de una situacién en concreto.

1.2. Planteamiento del problema

La problemédtica que inspiro la creacién de este trabajo se sintetiza de la siguiente forma:

los modelos, que caracterizan a funciones no lineales en tiempo discreto equivalentes a sistemas



no lineales, obtenidos con redes neuronales artificiales, sistemas difusos y redes difuso-neuronales
en el drea de control automadtico, a pesar de las ventajas que ofrecen, principalmente en términos
de adaptabilidad y robustez para sistemas con cambios de comportamiento abruptos, aun
presentan los siguientes inconvenientes: la dificultad de obtener un error de aproximacién minimo,
tiempos de entrenamiento considerablemente altos, los algoritmos resultantes no son factibles
(computacionalmente hablando) en la mayoria de las ocasiones, y la falta de condiciones de
estabilidad ttiles para el correcto funcionamiento de los algoritmos. Estos inconvenientes se ven
reflejados mayormente en aplicaciones en tiempo real.

Al hablar de funciones no lineales en tiempo discreto se hace alusion a sistemas no lineales
en tiempo discreto, los cuales se conforman con datos de mediciones, en determinados periodos
de tiempo, de la respuesta del sistema en el que se tiene interés en tiempo real. Razén por la cual,
los algoritmos inteligentes se conforman a partir de funciones no lineales discretas. A lo largo de
este trabajo, se habla regularmente de esto, ademas, solo se trabajo con funciones y sistemas en
tiempo discreto.

Se entiende por sistemas con cambios de comportamiento abruptos, o bruscos, a los sistemas
que describen un comportamiento variable a través del tiempo, por ejemplo, la respuesta de un
sistema que sigue una determinada trayectoria descrita por diferentes formas y tipos de sefiales.
Ademas, los sistemas con perturbaciones en su ambiente, las cuales afectan el comportamiento
de la respuesta de dichos sistemas, también se consideran sistemas con cambios abruptos.

Un error de aproximacion minimo, se refiere a que se quiere que el error, el cual surge entre
las respuestas del modelo generado con algtin algoritmo inteligente y el sistema en cuestion, se
mantenga en valores cercanos a cero. Con esto, se mide la eficiencia de los modelos generados con
algoritmos inteligentes: el error de aproximacion obtenido con determinado algoritmo inteligente,
comparado con el de otros algoritmos, que se mantenga mas cercano a cero durante un determinado
lapso de tiempo es considerado el mds eficiente.

Con tiempo de entrenamiento razonable, se quiere decir que el algoritmo no le tome tanto
tiempo aprender la dindmica del sistema de interés, por ejemplo, es preferible que este proceso
dure unos pocos minutos en vez de un par de horas. Aunque, el tiempo de entrenamiento de los

algoritmos inteligentes suele variar conforme a las aplicaciones y condiciones en que se usan, a



veces el proceso puede ser corto y otras veces este proceso es largo porque la informacién que se
emplea no se puede conseguir de inmediato. El fin de este proceso, generalmente, se determina
cuando se consiguen errores de aproximacion satisfactorios (cercanos a cero).

Un algoritmo factible, computacionalmente hablando, se refiere a que el algoritmo que
resulte como solucion a la problemdtica pueda ser reproducido en equipos de cémputo con
diferentes capacidades de cdlculo, o diferentes capacidades operacionales. En otras palabras, que

los equipos de cémputo con capacidades limitadas sean capases de ejecutar el algoritmo.
1.2.1. Solucion propuesta a la problematica planteada

A partir de la problematica presentada, surgi6 la idea de que un algoritmo hibrido entre
redes neuronales artificiales y sistemas difusos, adecuado a los avances recientes en esos campos,
podria cubrir las desventajas que se mencionaron anteriormente. Una red neuronal artificial puede
modificar sus parametros en funcién de procesos de aprendizaje, mientras que un sistema difuso
puede ofrecer una interpretacion estructurada, con reglas causa-efecto, a lo aprendido por la red.

Con los avances recientes que se han hecho, en torno a los algoritmos inteligentes
mencionados, se tiene la capacidad de afrontar los inconvenientes planteados anteriormente. La
justificacion de la estructura que da solucion a la problematica se encuentra en la Subseccion 2.2.4,
y su desarrollo se muestra a lo largo del Capitulo 3. Esto, teniendo en cuenta que se quiere verificar
la siguiente hipdtesis, que fue la guia principal de este trabajo.

De antemano, se denomind a la estructura propuesta, como solucién a la problemaética, “Red
Recurrente LSTM Difusa”. De ahi el titulo de este trabajo, “Redes neuronales LSTM para modelado

difuso de sistemas no lineales”, ya que se presentan dos variaciones de esta red en el documento.
1.2.2. Hipdétesis propuesta

Considerando a la problematica presentada y su posible solucion, se estableci¢ la hipotesis
base de la investigacién: Se puede disefiar una estructura de red difuso-neuronal para estimar
sistemas, para aplicaciones en tiempo real relacionadas con el control e identificacién de sistemas
con variaciones de comportamiento bruscas, la cual presente un error minimo de modelado, en
comparacion a otros algoritmos semejantes establecidos con anterioridad, aplicando conceptos

actuales de la computacion inteligente.



El error de modelado se refiere al error que se presenta, en el contexto de control automatico,
entre la respuesta de un algoritmo inteligente y el sistema que el algoritmo pretende emular. Igual
al error de aproximacién descrito con anterioridad.

Los conceptos actuales de la computacién inteligente, con respecto a las redes neuronales y
sistemas difusos, hacen referencia al “aprendizaje de la mdquina” (machine learning) y “aprendizaje

profundo” (deep learning). Estos términos se detallan en el Capitulo 2 de este trabajo.

1.3. Objetivos de la tesis

En relacién con lo anterior, se definid al objetivo principal de la tesis como: disefiar una
nueva estructura de red difuso-neuronal que sea capaz de modelar sistemas no lineales, en tiempo
real, con un error minimo de modelado, en especifico, a aquellos sistemas que presentan cambios
bruscos en su comportamiento, asi como perturbaciones en su ambiente.

Para alcanzar este objetivo, en adicion, se establecieron objetivos particulares que dictaron
las actividades que se realizaron para conformar esta tesis:

= Revisar la teoria, de redes neuronales y sistemas difusos, para disefiar la estructura de red
difuso-neuronal adecuada para modelar sistemas no lineales, conforme a lo requerido.

» Desarrollar la estructura de la red difuso-neuronal, que se mencioné con anterioridad, asi
como un algoritmo de entrenamiento para ajustar sus parametros.

» Establecer maneras de emplear a la nueva red en la identificacion y control de sistemas no
lineales, conforme a lo requerido.

» Hacer modificaciones a la estructura de la nueva red, con el fin de minimizar atiin mas al error

de modelado originado entre la respuesta de la red y el sistema a estimar.

1.4. Organizacion de la tesis

La estructura de la presente tesis se divide en seis capitulos. El contenido los otros capitulos
se resume de la siguiente manera:
= En el Capitulo 2, se revisa la teoria que antecede al trabajo de esta tesis.

= En el Capitulo 3, se describe la estructura de la red difuso-neuronal que satisface los objetivos



de este trabajo, incluyendo su uso en la identificacion de sistemas no lineales.

= En el Capitulo 4, se explica como usar la nueva red difuso-neuronal para el control de sistemas
no lineales a través de varios esquemas de control.

= En el Capitulo 5, se muestra el desarrollo de una aplicaciéon en el mundo real con la red
propuesta, la cual consiste en la identificacion de dafio en edificios provocado por sismos.

= En el Capitulo 6, se modifica a la estructura de la red que se establecié en el Capitulo 3, con
lo que se logré una reduccién mayor del error de modelado en la identificacién y control
de sistemas no lineales.

Al final del documento, se dan conclusiones generales con base en lo expuesto, ademas de posible

trabajo a futuro, y se lista la bibliografia usada.

1.5. Contribuciones

Las contribuciones que se obtuvieron, como consecuencia de la realizacién de esta tesis,
se listan brevemente como:

» La estructura de la red difuso-neuronal, denominada como Red Recurrente LSTM Difusa,
en conjunto con su algoritmo de entrenamiento. Esto corresponde al contenido del Capitulo
3, al igual que al contenido de los siguientes articulos:

e Wen Yu and Francisco Vega, Nonlinear System Modeling Using the Takagi-Sugeno Fuzzy
Model and Long-Short Term Memory Cells, Journal of Intelligent & Fuzzy Systems,
2020, vol. 39, no 3, p. 4547-4556.

e Francisco Vega and Wen Yu , Fuzzy Modeling Using LSTM Cells for Nonlinear Systems,
IEEE World Congress on Computational Intelligence (WCCI 2020), Glasgow, UK, July
19-24, 2020.

= Formas de aplicar la Red Recurrente LSTM Difusa en la identificacién y control de sistemas
no lineales, que corresponde a parte del contenido del Capitulo 3 y al contenido del Capitulo
4, respectivamente.

= El desarrollo de una metodologia de deteccién de dafio estructural en edificios debido a

sismos, la cual involucra el uso de datos obtenidos de teléfonos celulares y a la Red Recurrente
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LSTM Difusa. Esto corresponde al contenido del Capitulo 5, al igual que al contenido de los
siguientes articulos:
e Francisco Vega and Wen Yu , Smartphone Based Structural Health Monitoring Using
Deep Neural Networks, Sensors and Actuators A: Physical, 2022, vol. 346, p. 113820.
e Francisco Vega and Wen Yu , Building Health Monitoring Using Smartphone and Deep
Neural Networks, 4th International Conference on Advances in Signal Processing and
Artificial Intelligence (ASPAI’ 2022).
» La modificacion de la estructura de la Red Recurrente LSTM Difusa, de un sistema difuso de
tipo 1 a un sistema difuso de tipo 2, con lo que se logro reducir el error de modelado presente
entre la red y el sistema a estimar. Lo anterior corresponde a lo mostrado en el Capitulo 6.

Los articulos reportados se han publicado antes de la fecha de presentacion de este trabajo.

1.6. Conclusiones del capitulo

Se mencionaron las motivaciones que justificaron la realizacion de esta tesis. Se establecid
la problematica de interés, asi como la solucién que se consider6 adecuada para ella. Asimismo, se

presentaron los objetivos de la investigacion que, ademads, son la base de la estructura de este trabajo.
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Capitulo 2

Antecedentes

La propuesta que se plantea en este trabajo proviene del desarrollo que han tenido las
redes neuronales artificiales y los sistemas difusos. A continuacion, estos algoritmos inteligentes

se abordan desde su presentacion inicial hasta sus tltimos desarrollos notables.

2.1. Marco teodrico

Antes de hablar del desarrollo actual de las redes neuronales artificiales y sistemas difusos,
en esta seccion se revisan los conceptos fundamentales de la teoria de estos algoritmos inteligentes,

iniciando por las redes neuronales artificiales.
2.1.1. Redes neuronales

Las redes neuronales artificiales, mejor conocidas como redes neuronales, son percibidas
como sistemas compuestos por una cantidad considerable de elementos (neuronas) con conexiones
ponderadas entre ellos dentro de una estructura. Estos sistemas son bastante conocidos en varios
campos, como el procesamiento de imagenes y el control automatico, por lo que su teoria es muy
amplia. Entre las diversas fuentes de informacion, Haykin [ 7] ofrece un basto referente, en donde
se muestra la historia, los conceptos basicos, analisis y aplicaciones de las redes neuronales.

Desde su inicio, en la década de los 40, el desarrollo de redes neuronales artificiales busca
imitar a sus homoénimos bioldgicos; bajo la premisa de crear sistemas que emulen a las neuronas en

los seres vivos, con la habilidad de obtener experiencia (conocimiento) de una situacion y aplicarla en
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otras situaciones similares. Las neuronas son células que se encuentran en el cerebro de un ser vivo,
Figura 2.1 (a), cuyo funcionamiento es complejo, pero se simplifica de la siguiente manera: el niicleo
procesa la informacién que recolectan las dendritas, ya procesada la informacion se envia a través

del axdn a otras neuronas usando la sinapsis (conexiones entre terminales del axén y dendritas).

Figura 2.1. Tipos de neuronas: (a) bosquejo de las partes de una neurona bioldgica (A es el niicleo, B las
dendritas, C el ax6n y D las terminales del axon); (b) esquema de una neurona artificial.

A partir del funcionamiento de las neuronas bioldgicas se establecié un esquema para las
neuronas artificiales, Figura 2.1 (b) y (2.1), este esquema refleja la esencia de la neurona bioldgica

matematicamente hablando: un conjunto de datos asignados a n variables, definidas como x,,, se

n2
ponderan por los correspondientes w,, pesos para sumarse entre ellos; el resultado de esta suma
se usa como el argumento de una funcién y = f (-), llamada funcion de activacién, que arroja un

determinado resultado.

y:f Zwixi (21)
i=1

Entonces, se entiende por red neuronal bioldgica al cimulo de neuronas bioldgicas
conectadas unas a otras que comparten informacion para realizar una funcion del sistema nervioso,
se involucra ademas la adquisicion de experiencia (conocimiento) por medio de procesos bioldgicos
exhibiendo la habilidad de la red para aprender y adaptarse a su entorno. Analogamente, una red
neuronal artificial es un conjunto de neuronas artificiales conectadas entre si, en una determinada
estructura, con el fin de efectuar alguna tarea; para lograr esta tarea se deben ajustar los pesos
de las neuronas artificiales (conocimiento), por medio de algtin algoritmo, capacidad similar al

aprendizaje en las neuronas bioldgicas. El conocimiento del que se habla se refiere a informacién
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almacenada o modelos usados por un ser vivo o maquina para interpretar, predecir y responder
apropiadamente al mundo exterior.

Desde este punto en adelante se denotara por neurona a la neurona artificial y por red
neuronal a la red neuronal artificial. El conocimiento es adquirido por la red neuronal de su
ambiente a través de un proceso de aprendizaje, en este proceso los parametros de la red son
ajustados. Los principales pardmetros de cualquier red neuronal son los pesos de las neuronas
que la integran, la funcién de estos pesos es guardar o servir de representacion del conocimiento

adquirido. Mds caracteristicas de las redes neuronales se mencionan en las siguientes subsecciones.
2.1.2. Caracteristicas de las redes neuronales

La organizacién de las neuronas, Figura 2.2, dentro de una red neuronal estd definida
en capas o bloques. Las capas son agrupaciones de neuronas cuyas entradas provienen de una
misma fuente y sus salidas tienen el mismo destino. Cada neurona en una capa estd conectada a las
neuronas de las capas anterior y posterior, con excepcion de las capas de entrada y salida que solo se
conectan a una capa posterior o anterior, respectivamente. Ademas, las redes neuronales se pueden
clasificar, de acuerdo al flujo de las conexiones de las neuronas, en tres tipos: redes neuronales
consecutivas (o de conexiones hacia adelante), redes neuronales recurrentes (con realimentacién

de entradas) y redes neuronales hibridas (combinacion los dos tipos anteriores).

Figura 2.2. Ejemplo de una red neuronal: se tienen 3 entradas (una de ellas recurrente), una capa de entrada
con tres elementos, una capa interna u oculta con tres elementos y una capa de salida con un solo elemento.
Las neuronas de esta red, en forma de circulos, son versiones resumidas de la Figura 2.1 (b).

Como cualidades sobresalientes de las redes estan: su estructura representa un mapeo entre
datos de entrada y salida de un sistema, gran adaptabilidad, respuestas evidentes e informacién

contextual asociada a la estructura de la red, tolerancia a fallos. Estas particularidades se engloban
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en los procesos de entrenamiento y generalizacion de las redes neuronales.

El proceso de entrenamiento, mas conocido como entrenamiento o aprendizaje, es el
ajuste de los pesos de las neuronas de la red, por medio de cualquier método o algoritmo que
sigue un determinado indice de desempefio o guia. El proceso de generalizacién, o simplemente
generalizacion, de una red neuronal es la capacidad de la red para generar resultados aceptables
ante datos de entrada no presentes durante su aprendizaje. La generalizaciéon es totalmente
dependiente del entrenamiento, ya que muestra directamente el rendimiento de este tiltimo; entre
mads adecuada sea la generalizacion mayor fue la eficacia del entrenamiento.

En la literatura existe un gran nimero de metodologias para el aprendizaje de las redes
neuronales, estas metodologias se han desarrollado a lo largo del tiempo inspirdndose en distintos
puntos de vista. Los enfoques de los algoritmos de entrenamiento para redes neuronales se dividen
en supervisado, no supervisado v reforzado. Estos paradigmas pueden aplicarse a cualquier
arquitectura de red neuronal, por lo que cada enfoque inspira diferentes tipos de algoritmos. Los
procedimientos de aprendizaje y generalizacion de las redes neuronales, ademads de los paradigmas
de aprendizaje y algunos ejemplos de estos son explicados brevemente en Musumeci et al. [8].

Para los algoritmos basados en el enfoque supervisado, es necesaria una figura externa
que controle el proceso e incorpore informacién al mismo, esta figura puede ser un conjunto de
datos o un observador que califica el desempefio del algoritmo. El propdsito de estos algoritmos
es que la red cambie sus pesos conforme a ejemplos con entradas y salidas de datos; los datos deben
cubrir todos los aspectos de lo que se desea aprender. Ya que se ha logrado el ajuste de los pesos, con
un error minimo definido, el proceso se ha completado y la red puede generalizarse. Entre ejemplos
de estos algoritmos se cuentan al algoritmo de minimos cuadrados, el algoritmo de propagacion
hacia atras y las redes de funciones de base radial.

De forma opuesta, los algoritmos de entrenamiento no supervisado se elaboran sin
considerar a una figura externa que los califique, en su lugar los algoritmos se deben organizar
a si mismos con base en un criterio interno e informacion local designada en la red neuronal. Solo
se disponen de muestras de datos de entrada para el entrenamiento, las cuales la red neuronal
clasificard en diferentes grupos. Como ejemplos de este algoritmo se tienen a las redes basadas

en estadisticas, las redes de Kohonen y otros tipos similares mencionados por Miljkovié¢ [9].
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Los algoritmos de entrenamiento basados en el enfoque de refuerzo no cuentan con datos
de lo que se quiere aprender, en su lugar se usan datos recabados de las interacciones de la red
neuronal con su ambiente. La filosofia de estos algoritmos, se basa en cémo una red neuronal debe
tomar medidas de su entorno para maximizar alguna nocién de recompensa a largo plazo, es decir,
buscar la relacion entre situaciones y acciones a partir de procedimientos de prueba y error. Por sus
caracteristicas, es el enfoque que es mas complicado de aplicar, por lo que este enfoque no es muy
utilizado. El aprendizaje por refuerzo es particularmente adecuado para problemas que incluyen
un intercambio de recompensas a largo plazo contra corto plazo.

Asimismo, los algoritmos de entrenamiento pueden catalogarse segtin los datos que utilizan,
ya sea en linea (datos obtenidos en tiempo real) o fuera de linea (datos obtenidos de un historial).
Algo que ha resaltado a lo largo de la historia de las redes neuronales, sin considerar los enfoques
de aprendizaje, es que el algoritmo de propagacion hacia atras (conocido por su nombre en inglés
como backpropagation) es el algoritmo de entrenamiento de redes con mayor popularidad, debido
a su simpleza y versatilidad. Tanto asi que este algoritmo ha servido de referencia para crear otros
mads sofisticados, como es explicado por Rehman y Nawi [10], Saduf y Wani [11] y Chaudhary et al.
[12], y por tanto es conveniente hacer una descripcion de éste.

Algoritmo de propagacion hacia atras

El algoritmo de propagacién hacia atras se basa en la aplicacién de la técnica de gradiente
descendiente, el cual es un algoritmo de optimizacion iterativo de primer orden para encontrar
el minimo de una funcién; en redes neuronales es utilizado para minimizar un término de error,
cambiando cada peso de las neuronas de una red en proporcion de la derivada del error con respecto
a ese peso, lo que implica que la funcion de activacion de la red debe de ser diferenciable.

Ademds, el algoritmo de propagacion hacia atras puede ser local en espacio o local en tiempo.
Se dice que el algoritmo es local en espacio, porque un peso puede ajustarse, o actualizarse, usando
solamente informacion almacenada en todos los pesos de la red, incluido ese mismo peso. Local en
tiempo se refiere a que la actualizacion de los pesos de la red es continua, es decir, que la actualizacién
depende la informacion de la iteracion anterior del proceso de entrenamiento. Independientemente

del caso, la obtencién de las derivadas para el gradiente es igual en ambas situaciones.
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Hay que considerar que (2.1) se puede replantear de la siguiente forma:

v=wTx (2.2)

y=f() (2.3)

con: X =[1,xy,,x,]" €R" como el vector de n+1 datos de entrada, W = [wy,wy,-,w,]" €R"
como el vector de pesos en donde cada elemento de W corresponde a un elemento de X, wy€R
es un peso que pondera a una entrada constante x; =1 y en conjunto se llama bias, vER es el
argumento de la funcién de activacién f (-) : R — R ligada a la salida y € R de la neurona. Por
conveniencia, todos los elementos estdn definidos dentro del conjunto de los niimeros reales.

Se tienen diferencias entre (2.1), (2.2) y (2.3), a pesar de que representan lo mismo.
Basicamente, (2.2) y (2.3) son la representacion vectorial de una neurona, con el agregado término
bias. El bias puede, o no, estar presente en las neuronas, en la teoria es muy empleado porque
este término beneficia al entrenamiento de la red al ofrecer una mayor cantidad de parametros
ajustables. Por mencionar una ventaja, entre las varias que existen, el bias ofrece informacion
adicional cuando los datos de entrada de la red son cero.

Continuando con la descripcion, se considera una red similar a la de la Figura 2.2, pero
sin realimentar por lo que se tiene un solo elemento de salida, como en (2.2) y (2.3), aunque puede
extenderse al caso de varias salidas. Comenzando por la capa de salida, se define la funcién del
error que se quiere minimizar, (2.5), formada a partir de (2.4). Siguiendo, (2.5) es conocida como
la energia del error instantanea y (2.6) como la energia promedio del error sobre el entrenamiento,

esta tltima sirve para medir la eficacia del entrenamiento.

e=d—y (2.4)

g:-:l):eTe (2.5)
1 &

2=52,8@ @.6)
g=1

siendo: d €R el valor que se desea aprender, N €N el total de iteraciones del proceso, EERy E€R.

Ademds, (2.5) considera la iteraciéon “actual” del entrenamiento, mientras que (2.6) considera
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todas las iteraciones. Asimismo, (2.6) se usa para medir la eficacia del entrenamiento; entre menor
sea su valor mejor se realizé el entrenamiento de la red.

Teniendo presente lo establecido anteriormente, el entrenamiento se inicia asignando un
valor inicial a los pesos de las neuronas de la red para que ésta pueda comenzar a trabajar. Una
vez que se tiene una salida por parte de la red, se procede a calcular (2.4) y (2.5), (2.6) puede
calcularse al final del proceso porque solo sirve para hacer un analisis de éste. A partir de estos
cdlculos, se pueden obtener los gradientes para la actualizacion de los pesos, como se muestra en

las siguientes ecuaciones:

28 _2E3edy ov

= 5 =0, 27
dw; Jdedy dvow; et " 2.7
¢ /

S ——ef (), 2.8)

g}

y la correccién de los pesos queda definida, por la regla delta, como:

& —

ij:—'r]—, con j=0,n (2.9)

con 0 <7 €R como una constante que regula la velocidad del entrenamiento, (2.9) se reescribe

siguiendo a (2.8) y empleando el término & ; conocido como gradiente local:

Aw;=nb;x;, con j=0,n (2.10)
9&
g =25 2.11
I Ay ( )
_ 08 dedy
I~ de dy dv (.02
5;=—ef’(v) (2.13)

Los pesos de la red se modifican, sumando a su valor actual la correccion, tal cual se expresa
en (2.14). Los pesos modificados se sustituyen en la red y se repite todo el proceso desde el inicio.
El proceso puede detenerse en un determinado numero de iteraciones, o cuando (2.5) v (2.6) han

alcanzado un valor satisfactorio. Entonces, se tiene:

wj+=wj+ij, con j=0,n (2.14)
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donde el subindice + hace alusion al cambio del valor de los pesos para la siguiente iteracién de la red.

El signo en (2.9) es negativo porque se desea que el valor del gradiente descienda en el
espacio de pesos, dicho de otra forma, se busca la direccién del cambio de pesos que reduzca a
(2.5), la cual es indicada por (2.8) cuando se multiplica por menos uno. Esta descripcion puede
aplicarse a las neuronas de las capas antes de la capa de salida, cambiando el término de error en
(2.8) por la suma de los gradientes &; (multiplicados por sus respectivos pesos) de las neuronas
en la capa siguiente a las que llega la salida de la neurona que se esta tomando en cuenta.

Si las neuronas son del tipo recurrentes (con entradas realimentadas) también es
posible aplicar este algoritmo de aprendizaje, en el entendido de que se deben de hacer algunas
modificaciones para ello, tal como es explicado por Pearlmutter [ 13] y Jaeger [ 14]. Comlinmente,
las modificaciones consisten en hacer algunos cambios en la estructura de las neuronas recurrentes,
para tratarlas como neuronas consecutivas. Una de las desventajas del algoritmo de propagacidn
hacia atras es que el entrenamiento puede durar mucho tiempo; se requieren de cambios pequefios
en el gradiente, debido a que los cambios grandes pueden generar ruido en la respuesta final de
la red, lo que provoca que el proceso sea en ocasiones relativamente lento.

Otra desventaja del algoritmo de propagacién hacia atrds es la desaparicién de los
gradientes (en inglés esto es conocido como “vanishing gradient problem™), que significa que la red
neuronal no puede propagar informacién titil, del gradiente del error, desde la capa de salida a las
capas cercanas a la entrada de datos de la red. El problema es que, en ocasiones, el gradiente sera
muy pequefio dada la funcion de activacion (que tiene valores de frontera entre 0y 1), evitando
que los pesos cambien su valor. En el peor de los casos, esto puede detener completamente a la red
neuronal de seguir aprendiendo. Algunas soluciones implican el cambio de funcion de activacion,
por alguna mads elaborada que las funciones de saturacion y sigmoidea, asi como dar prioridad
a ciertas regiones de la red neuronal en el entrenamiento.

Para tratar el problema del ruido, el parametro n de (2.10) puede variar segtn el
comportamiento de la red durante su entrenamiento; entre mds pequefio sea el valor habra menor
ruido pero el entrenamiento sera lento, si el valor es muy grande la presencia de ruido aumentara
y la red puede volverse inestable. Una solucién a esto es alterar a (2.14), como se muestra abajo.

El término 0 <a<1€R, en (2.15), es llamado término momento, el subindice — significa que se
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usa el valor anterior del ajuste de pesos.

w-+=wj+ij+aij_, conj=ﬁ (2.15)

J

Continuando, (2.15) se interpreta como (2.14) mds un término nuevo. Esta modificacién
actiia como un amortiguamiento al ruido generado por aumentar el valor de 7, permitiendo que el
entrenamiento sea rapido y evitando que se llegue a estancar en algtin minimo local de la superficie
formada en el espacio del error, ya que se usa el gradiente en funcién del error para la actualizacién
de los pesos de la red neuronal.

Retomando a las redes neuronales, por mencionar algunas desventajas en general de todos
los tipos de redes, éstas dependen mucho de la experimentacién, o mejor dicho de la prueba y error.
No existe una metodologia exacta para determinar su tamafio, llegando en ocasiones el caso de
que una red neuronal tenga un exceso de capas y de neuronas. Los algoritmos de entrenamiento son
lentos porque implican, muchas veces como en el algoritmo de propagacion hacia atras, el calculo
de derivadas parciales y ajuste de parametros externos. La mayoria de los modelos obtenidos con

redes, a pesar de aprender un fenémeno fisico, son simplemente no casuales fisicamente hablando.
2.1.3. Aprendizaje de la maquina y aprendizaje profundo

En las ultimas décadas, a las redes neuronales se les ha asociado con el concepto del
aprendizaje de la maquina (del término en inglés “machine learning”). Segtin Jordan y Mitchell
[15], el aprendizaje de la maquina es la disciplina encargada de dar respuesta a las siguientes
preguntas: ¢como construir sistemas de computo que se mejoren automaticamente a traves de
la experiencia? y ¢cudles son las leyes fundamentales de la teoria de informacion, computo y
estadistica que gobiernan a los sistemas de aprendizaje en los que se encuentran las computadoras,
los humanos y las organizaciones?.

Dentro de la inteligencia artificial, el aprendizaje de la maquina ha progresado como una
metodologia de creacion de algoritmos inteligentes. Dado que para muchas situaciones, es mejor
entrenar sistemas inteligentes por medio de ejemplos del comportamiento de datos entrada-salida
deseados (experiencia), en vez de imponer de antemano la posible respuesta para todos los datos

de entrada en dichos sistemas. Ademads, estos métodos permiten analizar una gran cantidad de
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datos gracias a las mejoras tecnolédgicas que ha tenido en la computacion a lo largo del tiempo.

Un problema de aprendizaje se define como mejorar el desempefio en la ejecucién de
una tarea, por medio de un algoritmo que emplee algtin tipo de experiencia. Existen una gran
variedad de métodos para afrontar esta problemadtica, que tienen que ver principalmente con el
manejo de datos segtin sus caracteristicas. El aprendizaje de la maquina se puede entender como
un buscador de métodos, guiado por la experiencia, que elige al método que optimiza la ejecucion
de determinada tarea.

En la seleccién del método se consideran criterios como el volumen de datos, el tipo de
datos, la robustez ante errores en las suposiciones en el modelado, errores en los datos de entrada,
y si para determinado problema de aprendizaje una cantidad limitada de datos es suficiente para
desarrollar un algoritmo o no. Tal caracterizacion tedrica de los métodos del aprendizaje de la
maquina es dejada a la estadistica y la computacion inteligente.

Los métodos de aprendizaje supervisado son los mds empleados en el aprendizaje de la
maquina, entre ellos, aparte de las redes neuronales, se encuentran: los drboles de decisiones, la
prediccion de decisiones, los regresores logisticos, las mdquinas de soporte vectorial, las maquinas
de kernel y los clasificadores Bayesianos. En afios resientes, se han retomado a las redes neuronales,
redefiniendolas en estructuras “profundas” (redes neuronales profundas), pertenecientes al
aprendizaje profundo (del término en inglés “deep learning”).

El aprendizaje profundo, segiin LeCun, Bengio e Hinton [16], permite a los modelos
informaticos compuestos de muiltiples capas de procesamiento aprender representaciones de
datos con muiltiples niveles de abstraccion. En el aprendizaje profundo se descubren estructuras
intrincadas en grandes conjuntos de datos, comtiinmente por medio del algoritmo de propagacion
hacia atrés. La finalidad del aprendizaje profundo es indicar como una maquina o algoritmo deberia
cambiar sus parametros internos, los cuales son usados para calcular la representacion de un sistema,
en cada capa interna de la maquina a partir de la representacion en la capa anterior dentro de ésta.

Se entiende por red neuronal profunda a una pila de secciones (diferente a las capas en una
red comun) sujetas a entrenamiento, y las cuales desempefian una determinada labor. Cada seccion
en la pila transforma su entrada para incrementar tanto la selectividad, asi como la invariancia

de la representacion. De esta forma, se han resuelto muchos de los problemas que se presentaban
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al aplicar redes neuronales convencionales, especialmente los problemas al usar algoritmos de
entrenamiento basados en gradientes. Entre estas redes destacan, segiin Deng [17], Lipton et al.
[18], Liu et al. [19], Shafique et al. [20], Islam et al. [21], Alom et al. [22] y Zhang et al. [23], las
redes: modulares, autoasociativas, convulocionales y de término de memoria grande-corta.

Las redes modulares son una coleccion de diferentes tipos de redes neuronales, trabajando
de forma independiente, pero contribuyendo en la salida general de la red. Cada red tiene un
conjunto de datos de entrada, el cual es diferente para cada una, con lo que se realizaran diferentes
subtareas no relacionadas entre si. La ventaja de este tipo de red es que descompone un proceso
complejo, el entrenamiento de la red, en pequefios procesos con menor complejidad. Aunque se
pueden tener demasiadas redes trabajando al mismo tiempo, incrementado la exigencia de calculo
y memoria, como desventaja.

Por otro lado, las redes autoasociativas (“autoencoders” en inglés) se encargan del
tratamiento de los datos de entrada con el fin de disminuir su tamafio. Este tipo de red es similar
al perceptron multicapa, pero en vez de realizar predicciones basdndose en determinados datos,
la red autoasositiva trata de reconstruir estos datos de otra forma mas conveniente. En general,
estas redes tienen tres etapas: entrada, codificacion y reconstruccion; en la entrada se reciben los
datos que van a ser transformados en la etapa de codificacion, posteriormente en la reconstruccion
a la transformacion anterior se le aplica un mapeo para obtener un estimado de los datos originales.

El concepto de las redes convolucionales es semejante al de las redes de conexiones hacia
adelante, pero estas redes usan la operacién de convolucién en lugar de la tipica multiplicacion
de matrices; en este sentido, el numero de pesos disminuye y por ende la complejidad de la red
también baja. Esta red estd formada cominmente por tres capas: convolucional, submuestreo y
totalmente conectada. La capa convolucional se encarga de estimar los pesos de la red, la capa
de submuestreo disminuye el tamafio de estos pesos, y la capa totalmente conectada da el resultado
final conforme a las anteriores.

Similar a las redes recurrentes tradicionales, las redes de término de memoria grande-corta
(o LSTM por las siglas en inglés de “long-short term memory”) trabajan con recurrencias en su
estructura interna: se introduce el concepto de compuertas, las cuales analizan los datos de entrada,

salida y términos de memoria de la red por separado, para que después, los resultados de cada
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compuerta se interconecten entre si obteniendo una respuesta global. Una version corta de estas
redes son las unidades recurrentes con compuertas (o0 GRU por las siglas en inglés de “gated
recurrent units”), las cuales tienen un nimero menor de compuertas en comparacion a las LSTM, ya
que combinan la operacién de dos 0 mas compuertas, de una LSTM normal, en una sola compuerta.

Apesarde que las redes profundas se han desarrollado durante los tltimos afios, son las redes
convolusionales y LSTM las estructuras con mas atencion, ya que se consideran mejoras directas de
sus contrapartes convencionales. Motivo por el cual se han implementado estas redes, relativamente
nuevas, en tareas que se han resuelto aplicando redes neuronales convencionales, obteniendo
mejores resultados, ademds de implementarse en nuevas problematicas sin mayor dificultad. La

mejora viene en el aprendizaje y distribucién de informacién en toda la estructura de la red neuronal.
2.1.4. Sistemas difusos

Los sistemas difusos tratan de emular una parte especifica del proceso cognitivo del ser
humano, el razonamiento. Para ello, los sistemas difusos toman como base lo establecido por la
légica difusa fundada por Zadeh en los afios 60 y que actualmente contintia en desarrollo. En Wang
[24], se puede encontrar el desarrollo historico de la l6gica difusa y los sistemas difusos, teoria
de los conjuntos difusos y ejemplos de su uso en varias aplicaciones. A continuacion, se habla, de
manera general, de los elementos utilizados en sistemas difusos y de los que atafien a este trabajo.

La légica difusa, por medio de los conjuntos difusos, ofrece otra manera de representar
elementos dentro de un conjunto diferente a la manera convencional. Dado un conjunto universal,
universo de discurso U, que contenga todos los elementos implicados en un contexto particular
o aplicacion. Un conjunto cldsico A, en U, puede definirse ya sea listando todos sus elementos o

definiendo las propiedades que deben ser cumplidas por los miembros del conjunto como en (2.16).

A={x €U |x cumple ciertas propiedades} (2.16)
1, sixeA

ua(x)= (217)
0, six¢A

Otro método para representar a los elementos de A es a través de una funcién de pertenencia

o membrecia, denotada por u,(x). En (2.17), la funcién de pertenencia discrimina a todos los
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elementos que no pertenecen a A asignandoles un valor de 0, mientras que al contrario, a los que
pertenecen les asigna un valor de 1. Por tanto, A es equivalente a u,(x), en el sentido de que, si
se conoce la funcién de pertenencia de un conjunto se conoce al conjunto mismo.

Pero sucede que hay conjuntos que no tienen fronteras bien definidas, la teoria clasica
de conjuntos requiere que las propiedades de un conjunto se definan apropiadamente, lo que
dificulta el manejo de estos conjuntos. Es aqui donde se introduce el concepto de conjunto difuso:
un conjunto difuso, en U, es caracterizado por una funcién de pertenencia que toma valores en
el intervalo [0,1]. Un conjunto difuso es una generalizacion de un conjunto clasico porque permite
a su funcién de pertenencia tomar cualquier valor entre 0 y 1 (funcién continua con rango [0,1]);
un conjunto clasico da valor a los elementos que cumplen todos sus requerimientos y un conjunto
difuso da un valor a los elementos en la medida que cumplen sus requerimientos.

Un conjunto difuso puede representarse como un conjunto de pares ordenados, (2.18),
correspondientes a algin elemento genérico x y su valor de pertenencia. Cuando U es continuo, A
se escribe como en (2.19) donde el simbolo de integracién no denota una integral sino la coleccion
de x €U asociados a us(x). De forma similar, si U es discreto, A se escribe como en (2.20) donde

el simbolo de sumatoria no denota una suma sino la coleccién de x €U asociados a p4(x).

A={(x,uy(x))|x €U} (2.18)
A= f Ha(x) (2.19)
U X
P ZMA(X) (2.20)
X
u
1
% 08
‘-g‘ 0.6
,;0.4
"E 02
D /
B 1} -0.5 0 0.5 1

Universo de discurso

Figura 2.3. Ejemplos de conjuntos difusos: siete conjuntos difusos (NG: negativo grande, NM: negativo
medio, NP: negativo pequefio, C: cero, PP: positivo pequefio, PM: positivo medio y PG: positivo grande),
con sus respectivas funciones de pertenencia tipo triangular, caracterizan al universo de discurso U.
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Las propiedades que un conjunto difuso trata de caracterizar usualmente son difusas, por
ejemplo: “los niimeros cercanos a cero”, la cual no es una descripcién precisa. Siguiendo esta linea,
diferentes funciones de pertenencia pueden caracterizar a la misma descripcion. Pero, a pesar de
que dos funciones de pertenencia caractericen a la misma descripcién, éstas corresponden a dos
conjuntos difusos diferentes, ya que un conjunto difuso tiene una correspondencia uno a uno con
su funcién de pertenencia (los conjuntos difusos equivalen a su funcién de pertenencia). La eleccion
de la funcién de pertenencia se basa en varios factores, aunque generalmente se construyen a partir
del conocimiento de la descripcion o del ajuste con los datos de dicha descripcion.

Es evidente que varios conjuntos difusos pueden describir a U, como se observa en la Figura
2.3, entre mds conjuntos difusos haya mejor sera la descripcion de U. Asimismo, los conceptos y
operaciones entre estos conjuntos son variados, como ejemplos se tienen: el soporte, el centro, la
altura, el punto de cruce, el corte alfa, el inverso de un conjunto difuso, conjunto difuso convexo,
conjunto difuso normal, normas-T (interseccion de conjuntos) y normas-S (union de conjuntos).
Estos conceptos se describiran, sin entrar en gran detalle, brevemente en seguida.

A grandes rasgos, para un conjunto difuso A en U con x elementos, los conceptos anteriores
se pueden definir de la siguiente forma: el inverso, la funcién de pertenencia del conjunto inverso
A, es uz(x)=1—pu,(x); el soporte se define como p4(x) =0, si el soporte es igual a 0 se trata de
un conjunto vacio y si solo se trata de un elemento se tiene un conjunto “singleton”; el punto de
cruce se define como p,(x) =0.5; el centro es el valor medio de todos los puntos en los que la
funcién de pertenencia alcanza su maximo, en el caso de que este valor no sea finito, es decir, sea
igual a infinito positivo (negativo) entonces el centro serd definido como el menor (mayor) punto
que alcanza dicho valor maximo; la altura es el valor de pertenencia maximo (entre 0y 1), si un

conjunto difuso tiene altura igual a 1 se dice que este conjunto es normal.

A,={x€U|p, (x)=a} (2.21)

pal Ax; +(1—A) x5 ]=minfpy(x;),ua(x5)], Vxi,x, €R" & YA€[0,1] (2.22)

Para la definicién de corte alfa, A, se sigue a (2.21), mientras que para la definicién de

convexidad se usa a (2.22). La definiciéon de norma-T y norma-S hace uso de un segundo conjunto
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difuso B: la norma-S de dos conjuntos difusos, correspondiente a su unién, se establece como
Maur =max(ua(x),ug(x)); la norma-T de dos conjuntos difusos, correspondiente a su interseccion,
se establece como s~z =min(us(x),us(x)). Ya que se habla de operaciones entre conjuntos, los
conjuntos difusos cumplen también con las leyes de Morgan. Cabe destacar que estos son conceptos
basicos, en la literatura existen mds operaciones, relaciones y conceptos para conjuntos difusos,
incluso otras formas de definir la norma-S y la norma-T.

Si una variable bien definida puede ser descrita con palabras en “lenguaje natural” (por
ejemplo: “la temperatura de hoy es alta”, la variable es la temperatura de hoy y se describe con
la palabra alta), esta variable se denomina “variable lingiiistica”. En una variable lingiiistica, las
palabras que la describen son caracterizadas por conjuntos difusos definidos en el universo de
discurso, U, en el que la variable esta definida. La Figura 2.3 puede representar cualquier variable
lingiiistica, por ejemplo temperatura en un rango acotado de [—1,1]; U seran todos los valores
que la temperatura puede tomar en tal rango, los valores lingliisticos que la temperatura puede
tomar son los siete conjuntos difusos con una semantica que los relaciona con U.

El conocimiento humano, en su representacién mas simple, tiene como concepto
fundamental a las variables lingiiisticas; cuando se usan sensores para tomar mediciones de una
variable estos arrojan ntiimeros, cuando se le pregunta a una persona evaluar alguna variable ésta
lo hace con palabras. Por tanto, al introducir el concepto de variable lingiiistica es posible hacer
descripciones vagas en lenguaje natural con términos matematicos precisos. Esto es el primer paso

para incorporar el conocimiento humano, el razonamiento, dentro de los sistemas de ingenieria.

SI (proposicion difusa), ENTONCES (proposicion difusa) (2.23)
SI (proposicion difusa), ENTONCES y =ax;+b, x;€U; &a,b,yeR (2.24)
x;esA;, x;€U; &A; esun conjunto difuso en Uy (2.25)

x,esA;yxpesA,y, x1,x,€U; &A; A, son conjuntos difusosen U;  (2.26)
x;esA;0xyesA, (2.27)
x;noesA; 0x; esA, (2.28)

x;esA;yx;noesA, (2.29)



26

Los sistemas difusos, encargados de la incorporacién del razonamiento con sistemas de
ingenieria, son construidos a partir de reglas del tipo SI-ENTONCES. Las reglas SI-ENTONCES
son, estados condicionados, descritos por (2.23) o (2.24), formados por proposiciones difusas que
relacionan una variable lingiiistica con un conjunto difuso, (2.25)-(2.29). Las conjunciones usadas
en las proposiciones “y”, “0” y “no” son representadas por medio de la aplicacion de la norma-T,
la norma-S y el complemento (inverso) al valor de la funcién de pertenencia de las variables
lingtifsticas con su conjunto difuso, respectivamente.

Se tienen dos tipos de proposiciones: atoémicas (2.25) y compuestas (2.26)-(2.29). Las
proposiciones atomicas son estados aislados, mientras que las proposiciones compuestas (varias
proposiciones atémicas) relacionan dos o mas variables lingiiisticas que pueden estar en el mismo
o en diferentes universos de discurso; las proposiciones compuestas deben entenderse como
relaciones difusas. La interpretacién de las reglas difusas depende en gran medida de como se

definen las conjunciones (normas-T, normas-S y complementos). Y en general, aunque no se limita,

se usan a (2.25) y (2.26) para la construccion de sistemas difusos.

Reglas de
evaluacién
Entrada Entrada l Salida Salida
definida difusa Motor de difusa definida
—— P Fusificacién ———p inferencia —————p| Defusificacién —P
difuse

Figura 2.4. Diagrama representativo de un sistema difuso.

Comunmente, el funcionamiento de un sistema difuso es descrito por la Figura 2.4, en
donde se aprecian cuatro elementos principales:

» Fusificacion: se establece una relacion entre los valores de las variables lingiiisticas, que se
usan como entrada del sistema difuso, y los conjuntos difusos de entrada en el universo de
discurso en el que estdn definidos (grado de pertenencia de cada valor con respecto a cada
conjunto), ver Figura 2.3. Esto para convertir las entradas bien definidas en entradas difusas.

= Reglas de evaluacién: conjunto de reglas SI-FENTONCES, que se construyen a partir de la
experiencia y el conocimiento del fenomeno que el sistema difuso va a describir. Estas reglas

resumen el comportamiento causa-efecto del sistema en cuestion.



27

= Motor de inferencia difuso: interpreta las reglas de evaluacion para generar una respuesta
(salida difusa). Se aplica el operador difuso correspondiente a las entradas difusas (acorde a
la conjuncién usada en las reglas), luego se aplica una funcién de inferencia para determinar
la salida difusa de cada regla y éstas se combinan en un solo conjunto difuso (agregaciéon) que
es la representacion del sistema ante esas entradas. Gupta y Qi [25] hablan de esto aplicado
a las normas-T y Tserkovny [ 26] propone nuevas formas de hacer dicha inferencia.

» Defusificacion: convierte a la salida difusa generada por el motor de inferencia en un valor
bien definido, casi siempre considerando la geometria del conjunto difuso resultante. Algunos
métodos para ello son: métodos del maximo, media ponderada, singleton y centroide.

No hay un proceso formal para la eleccion de funciones de pertenencia en un sistema difuso, aunque
se han desarrollado formas estandar como las triangulares, trapezoidales, sigmoideas y gaussianas.
Pueden usarse diferentes formas y, dependiendo de cudl se use, se pueden obtener diferentes
resultados (de esto hablan en detalle Ali et al. [27]).

Cuando se construye un sistema difuso con reglas de la forma (2.23), se dice que se trata
de un sistema difuso puro. Si un sistema difuso se construye con reglas de la forma (2.24), se
trata de un sistema difuso Takagi-Sugeno-Kang (apellidos de las personas que desarrollaron ese
algoritmo, también se le puede referir como TSK o solo TS). La diferencia fundamental entre estos
sistemas difusos estd en la forma en que realizan la inferencia; un sistema difuso puro usa procesos
de inferencia de tipo Mamdani y un sistema difuso TSK utiliza procesos de tipo Sugeno.

La idea basica de la inferencia de Mamdani nace al querer crear un método de control
de sistemas, por medio de la sinterizacion de un conjunto de reglas lingiiisticas obtenidas de la
experiencia de operadores humanos, en donde la salida de cada regla es un conjunto difuso. En
este tipo de inferencia, se tienen bases de reglas mas intuitivas y faciles de entender. El resultado
de cada regla es un conjunto difuso derivado de la funcién de pertenencia de salida y el método
de implicacion que se usa en la inferencia, estos conjuntos difusos de salida se combinan en un
tinico conjunto difuso utilizando un método de agregacion. Luego, para calcular un valor de salida,
el conjunto difuso de salida combinada se desfusifica utilizando un método de desfusificacion.

Por su parte, la inferencia tipo Sugeno utiliza funciones de pertenencia de salida singleton,

que son constantes o una funcion lineal de los valores de entrada. El proceso de defusificacion
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para este tipo de inferencia es mas eficiente en comparacion con el de Mamdani, ya que usa un
promedio ponderado de algunos puntos de datos en lugar de calcular un centroide de una area.
Dada la dependencia lineal de cada regla a las variables de entrada, este método es ideal para actuar
como supervisor de multiples controladores lineales que se aplican, respectivamente, a diferentes
condiciones de operacién en un sistema dindmico no lineal. Del mismo modo, esto es adecuado
para modelar sistemas no lineales mediante la interpolacién entre multiples modelos lineales.

Resumiendo, la inferencia de tipo Mamdani es intuitiva, adecuada para trabajar con el
conocimiento humano y sus reglas son faciles de interpretar en ese aspecto, pero es complicada
de implementar computacionalmente hablando. La inferencia de tipo Sugeno es adecuada para
realizar andlisis matematicos, es computacionalmente eficiente y por ende facil de aplicar, garantiza
una superficie de salida continua y trabaja bien con algoritmos de optimizacion y adaptables, asi
como algoritmos lineales como el control PID. Esto, acorde a Kaur y Kaur [28] y Blej y Azizi [29].

Los sistemas difusos, para su andlisis, se tratan como sistemas de tipo MISO (siglas en
inglés de “multi-input single-output”, multi-entrada una-salida) por simplicidad; un sistema
MIMO (siglas en inglés de “multi-input multi-output”, multi-entrada multi-salida) siempre puede
descomponerse en una coleccion de sistemas MISO. Las reglas de evaluacién de un sistema difuso
son: completas, si ningiin punto en el espacio de entrada tiene un valor de pertenencia cero en
la parte de los antecedentes; consistentes, si no hay reglas con los mismos antecedentes, pero
diferentes consecuencias; continuas, si no existen reglas cercanas entre si cuyos conjuntos difusos
en la parte de consecuencias tengan intersecciones vacias.

La aportacion principal de los sistemas difusos es el dotar de un procedimiento sistematico
para la transformacion de cualquier conjunto de variables lingiiisticas en un mapeo de funciones
no lineales. Asimismo, tomando en cuenta lo anterior, un sistema difuso es capaz de aproximar
funciones en tiempo continuo, al igual que funciones en tiempo discreto, con un cierto grado de
error, lo que se aprovecha para modelar sistemas en ingenieria (modelado tipo caja blanca). Existen
diversas ventajas y desventajas del uso de estos sistemas, en algunos casos seran mads atractivos
de usar que otras técnicas de estimacion y viceversa.

Dentro de las ventajas del uso de sistemas difusos se tienen: faciles de entender (conceptos

matematicos sencillos), flexibles (pueden ser complementarios a otros algoritmos), tolerantes a
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datos imprecisos y se construyen con base en la experiencia humana en vez de seguir en rigor
leyes fisicas (ecuaciones). Y dentro de las desventajas estdn: requieren gran ntimero de reglas
para realizar una buena aproximacién, no hay un criterio para determinar la eleccién y niimero
exacto de reglas, asi como también la construccion de sistemas difusos puede resultar en varias
combinaciones entre funciones de pertenencia, métodos de fusificacion, métodos de inferenciay
métodos de defusificacion (es decit, no hay una forma éptima de determinar el mejor sistema difuso).

El niimero de reglas en un sistema difuso incrementa exponencialmente con el niimero
de variables que se usan en su entrada, ademas, los paramentos matematicos de las férmulas que
describen a tales sistemas también incrementan de la misma forma. Se entiende entonces que
el conocimiento requerido para crear el sistema difuso aumentara de forma exponencial, lo que
puede afectar la interpretacién y seguimiento de las reglas. Para lidiar con este problema se han
desarrollado los llamados sistemas difusos jerarquicos (Lee et al. [30] y Wang et al. [31]).

Un sistema difuso jerdrquico es aquel que se compone de varios sistemas difusos, a los que se
les denomina subsistemas difusos o unidades de logica difusa, interconectados de forma jerarquica.
Asi, se evita el uso de sistemas difusos con grandes dimensiones, sustituyéndolos por sistemas difusos
de menor dimensién interactuando entre si, obteniendo resultados muy similares. Aunque se mejora
el disefio, también se tienen algunos inconvenientes, como que se pierde parte de la transparencia
e interpretacion de las reglas difusas en comparacion con los sistemas difusos convencionales.

Para lidiar con el problema de la creacion de reglas difusas se han realizado varias
propuestas, las cuales van desde usar técnicas externas para hacer estimaciones de las reglas hasta
procesos de aprendizaje las mismas. De esto tiltimo han surgido los ANFIS, los cuales tienen una
gran aceptacion por su versatilidad y facil aplicacién. Los ANFIS son una propuesta que no requiere
del conocimiento del sistema a estudiar, sino que este conocimiento puede ser adquirido durante

su funcionamiento, lo que significa una gran mejora a los sistemas difusos tradicionales.
2.1.5. ANFIS

Derivado de la dificultad para encontrar la manera adecuada de representar el conocimiento
humano en reglas de evaluacién, ademds de la necesidad de ajustar las funciones de pertenencia

para hacer eficiente el funcionamiento de un sistema difuso, en general, nacen los ANFIS. Un ANFIS
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(siglas en inglés de “adaptive network based fuzzy inference system”, sistema de inferencia difusa
basado en red(es) adaptable(s)) puede generar un sistema difuso adecuado, por medio de algin

algoritmo de aprendizaje.

Antecedentes Consecuencia
Tipo 2 Tipo 3
| | i

C,
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Figura 2.5. Esquema de razonamiento para los tres tipos principales de ANFIS: cada uno a través de un
sistema difuso de dos entradas (x, y), una salida (z), con dos reglas, con una norma-T para la obtencién
de sus antecedentes (w,, w,) y su respectivo razonamiento que involucra a sus consecuencias (z;, ;).

En trabajos como los de Jang [32] y Walia et al. [33] se muestra a detalle la construccién de
los ANFIS. Estos sistemas pueden disefiarse de la misma forma que un sistema difuso normal, hasta
la parte del motor de inferencia y las reglas de evaluacion; se busca interpretar los antecedentes
de las reglas SI-ENTONCES de tal manera que se pueda generar una consecuencia adecuada, por
medio de un aprendizaje (a esto se le refiere como razonamiento). Para los ANFIS, ver Figura 2.5,
existen tres tipos principales de razonamiento y basdndose en ellos se puede hacer una clasificacion
de estos sistemas:

= Tipo 1: la salida del sistema es el promedio ponderado de la salida de cada regla, evaluadas
en el universo de discurso de salida, por su correspondiente antecedente normalizado.

= Tipo 2: la salida del sistema se obtiene aplicando un operador de médximo a las salidas difusas
calificadas (obtenidas de los antecedentes de las reglas de evaluacion y sus funciones de
pertenencia de salida correspondientes). Esta salida es difusa y se debe de usar algtin método
de defusificacioén, como los de tipo centroide, para obtener el valor definido de la salida.

» Tipo 3: la salida de cada regla de evaluacién es una combinacion lineal de las variables de

entrada mas un término constante. La salida del sistema es el promedio ponderado de la
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salida de cada regla por su respectivo antecedente normalizado. En este tipo de sistemas
solamente se usan reglas difusas del tipo TSK.
La diferencia fundamental, entre los tres tipos de ANFIS, se nota en la obtencion del valor definido
de la salida del sistema difuso.

Salta a la vista que un ANFIS puede operar de la misma forma que una red neuronal, en el
sentido de que éste puede cambiar sus parametros por medio de cualquier algoritmo de aprendizaje.
En la Figura 2.6, se pueden apreciar dos tipos de topologias de ANFIS que se asemejan a las redes
neuronales de conexiones hacia adelante, pero en este caso cada nodo en las redes realiza una
funcion en particular dependiendo de las sefiales entrantes y de los pardmetros de cada nodo.

Para la construccion de ANFIS se usan dos tipos de nodos: cuadrados y circulares. Los nodos
cuadrados (nodos adaptables) tienen parametros, mientras que los circulares (nodos fijos) no
tienen. Cuando los ANFIS se someten a entrenamiento solo los nodos adaptables se ven afectados
por esto, ya que los nodos fijos solo representan operaciones. Luego, las consideraciones que se
hacen para aplicar un algoritmo de entrenamiento en redes neuronales pueden aplicarse a los
ANFIS, si se respeta la configuracién de nodos anterior.

Estructuralmente, observando la Figura 2.5, un ANFIS de cualquier tipo (Figura 2.6) es visto
como una red neuronal de cinco capas: la primera capa se encarga de fusificar a las entradas que
se usan en el sistema, la segunda capa combina los resultados de la capa anterior por medio de una
norma-T, en la tercera capa se normalizan los resultados de la anterior capa obteniendo los pesos
de cada regla, la cuarta capa calcula la salida de cada regla y la multiplica por su correspondiente
peso generado en la capa anterior, y finalmente en la quinta capa se suman las salidas anteriores

para obtener el valor de salida general del sistema lo que corresponde a la defusificacién.

Ol=ps(x) & O=pp(y), coni=12 (2.30)

w;= 1—[(01_10[.2), I1 representa una norma-T (2.31)

. w;

= 2.32
! wi+wsy ( )

03 =w,z; (2.33)

z =Z 03 (2.34)
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Por ejemplo, para un ANFIS tipo 3 (Figura 2.6 (b)), cada una de sus capas se puede
caracterizar con cada ecuacion del conjunto (2.30)-(2.34), respectivamente. Para los ANFIS tipo
1 (Figura 2.6 (a)), la descripcion anterior también se aplica; pero como se aprecia en la Figura 2.5,
la parte de z; cambia, dado que se consideran las funciones de pertenencia en la salida. Los ANFIS
tipo 2 son mas complicados de caracterizar, aunque con una modificacién en las tiltimas capas de
la red en la Figura 2.6 (a) puede conseguirse una aproximacion de estos (la modificacion consiste

en cambiar los bloques por una version discreta del método de defusificacién usado).

Figura 2.6. ANFIS en forma de red neuronal: (a) ANFIS tipo 1, (b) ANFIS tipo 3.

Entonces, (2.30) y (2.33) son las tinicas bajo modificacién y por tanto deben de tener
condiciones iniciales en funcién de su estructura interna (revisando las Figuras 2.5 y 2.6). Cabe
mencionar que los ANFIS tipo 3 son los més ficiles de usar, por su mayor parecido a una red
neuronal, lo que significa que son los sistemas mas empleados. Dadas sus caracteristicas, los ANFIS
tipo 1 son usados en menor medida y los ANFIS tipo 2 son raramente empleados. Cualquier tipo
de entrenamiento usado en redes neuronales, de conexiones hacia adelante, puede usarse en los
ANFIS segtin Horikawa et al. [34] y Jang [35].

Al igual que los sistemas difusos normales, estos sistemas tienen la desventaja de que para
un mejor funcionamiento requieren un ntimero mayor de reglas; para abordar esta desventaja
se puede hacer uso de sistemas jerdrquicos o métodos mds sofisticados como el propuesto por
Panella [36]. Desventajas propias de los ANFIS son: no hay una forma adecuada de seleccionar
sus condiciones iniciales, ademas de que su entrenamiento puede ser lento debido a que se trata con

redes de conexiones hacia adelante, asi como que su estructura no pueda tener un sentido logico.
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2.2. Estado del arte

Ya establecidos los fundamentos de la teoria, en esta seccién se habla de trabajos recientes
que involucran el desarrollo de las redes neuronales y de los sistemas difusos. Con ello, se determind
la composicion del algoritmo de red difuso-neuronal que se requiere para el cumplimiento de los

objetivos de esta tesis.
2.2.1. Aplicaciones recientes que involucran redes neuronales

Como se explico en la seccion anterior, el desarrollo de redes neuronales tiene la tendencia
a la creacién o establecimiento de redes profundas que hacen mejor uso de la informacion, ejemplo
de esto es lo mostrado por Prieto et al. [37] y Salehinejad et al. [38]. En seguida, se hablara de
diversos trabajos que hacen uso de redes neuronales, destacando ciertas caracteristicas como lo
son: mejoras, nuevas topologias, y combinaciones entre topologias existentes. También se hace
mencion de las dreas en las que se estan aplicando dichas redes neuronales, para tener una idea
de su impacto en los afios recientes y hacia donde se dirige su desarrollo.

Dentro del drea del procesamiento de imagenes se tienen varios trabajos, destacando el de
Howard et al. [39], en donde se desarrollé una nueva estructura de red neuronal la cual se denominé
“MobileNet”, que toma como base a las redes convolucionales, pero se busca la simplificacién y
reduccion del tamafio en su estructura interna. Esta red fue pensada para aplicaciones de visién
moviles e integradas, como lo son la identificacion y clasificacion de objetos, identificacién de
atributos faciales y geo-localizacion a gran escala dando mejores resultados (en cuanto a tamafo
y eficacia) que las redes convolusionales previas a ésta.

En el mismo sentido, pero enfocidndose en la deteccion facial, Wang y He [40] propone
un algoritmo que combina redes convolucionales y a la técnica de “comparacién de plantillas”.
Comparacion de plantillas, es una técnica dentro del procesamiento de imdgenes para encontrar
pequeiias partes de una imagen que coincidan con una imagen plantilla. Los resultados que se
obtuvieron haciendo uso de este nuevo algoritmo fueron generados a una velocidad de convergencia
aceptable, sin sacrificar la exactitud de los mismos, demostrando la compatibilidad de las redes

neuronales con otras técnicas para mejorar los resultados que se tenian con anterioridad.
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Otros trabajos que involucran redes convolucionales en el area del procesamiento de
imagenes son los de Xiao et al. [41], Donahue et al. [42] y Shi et al. [43], teniendo en comtin la
clasificacion de objetos como problema a tratar. En el primer trabajo, se definen varios niveles de
atencion y se usan redes convolucionales de dos formas: para filtrar la informacion y para procesar
la informacion filtrada, obteniendo un mejor desempefio en comparacion de que si se hubiera usado
una sola red. En el segundo y tercer trabajo, se combinan las redes convolucionales y una parte
de las redes LSTM para hacer predicciones de manera eficiente a partir de la memoria de las redes.

Algunas aplicaciones en el drea de control automatico: en estimaciones de sistemas el
trabajo de Khristoforovy Bochkarev [44] y Anderson et al. [45]; en el diagnéstico de fallas el trabajo
de Aliet al. [46] y Lin et al. [47]; y en el control de sistemas las aportaciones de Le et al. [48] y Bao
et al. [49]. En las tareas de estimacion, se ordenan los datos que las redes van a usar de forma que
sea facil obtener un buen resultado. Mientras que en el control, las redes actiian como buscadores
de parametros para los algoritmos de control PID y modos deslizantes.

Siguiendo en la identificacion de sistemas, trabajos como el de Faris et al. [50] y Bektas et al.
[51], muestran que las redes de conexiones hacia adelante simples (estructuras convencionales)
pueden tener un nivel de operacién similar al de las nuevas propuestas de redes, pero se deben
de desarrollar y aplicar entrenamientos mds sofisticados en ellas.

Por parte de las redes recurrentes, Ogunmolu et al. [52] comparan redes de conexiones
hacia adelante, recurrentes, GRU y dos versiones de LSTM (rdpida y normal) para identificaciéon
de sistemas, resultando que las redes GRU y LSTM dieron los mejores resultados. Chung et al.
[53] hicieron algo parecido pero solo con redes recurrentes, GRU y LSTM, concluyendo que las
GRU y LSTM son superiores. Para modelos que usan gran cantidad de datos, Zaheer et al. [54]
implementan redes LSTM y técnicas de estimacion Bayesianas en conjunto con buenos resultados.

Mas dreas en donde se han aplicado redes LSTM son la robética (planeacion de trayectorias
y ubicacién de dispositivos, Nicola et al. [55] y Liu et al. [56]), andlisis de oraciones (Li y Jiang
[57] y Coto-Jimenez et al. [58]), medicina (anélisis de datos en robots médicos, Aviles et al. [59])
y control (regulacion de temperatura, Wang et al. [60]). Intentos por mejorar la estructura inicial
de la red LSTM pueden observarse en los trabajos de Wang [61] y Li et al. [62], donde se usa el

concepto de convexidad y redes modulares, respectivamente.
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a grandes rasgos, de las redes usadas en los trabajos citados en la Subseccién 2.2.1.

Red

Ventajas

Desventajas

Conexiones
hacia adelante

Recurrente

Convolucional

LSTM

GRU

Hibrida

Permiten asilar elementos de un
sistema para su analisis.
Buena para la seleccién y la
clasificacion de objetos.

Buena para la prediccion de series
de tiempo.

El uso de memoria interna.

Se adecua a aplicaciones de
identificacién de sistemas y control
de sistemas.

Tiempo de entrenamiento menor
al de las redes de conexiones hacia
adelante.

Una version mejorada de las redes
de conexiones hacia adelante.
Entrenamiento rapido.

Menores dimensiones.

Una version mejorada de las redes
recurrentes.

Mejor manejo de los términos
de memoria (memoria a corto y
mediano plazo).

Mejores relaciones de datos.

Version corta de una LSTM, menos
complicada.

Rendimiento superior a una red
recurrente.

Entrenamiento corto.

Aprovecha las ventajas de las
diferentes redes que se combinan
en su estructura.

La mayoria de las veces da
resultados superiores a los que se
obtienen con un solo tipo de red.

Dimensiones grandes.
Tiempo de entrenamiento largo.

Problemas con la transmisién de
informacion en el entrenamiento.
Debido a las recurrencias, se tienen
algoritmos de entrenamiento mas
complejos en comparacién a los
de las redes de conexiones hacia
adelante.

Dimensiones grandes.

Solo maneja memoria a largo
plazo de lo que aprende.

Es conveniente usar varias redes
en vez de solamente una, es decir,
es mejor usar varias estructuras de
la misma red conectadas entre si.
El entrenamiento se complica por
la operacion de convolucidn.

Estructura mds compleja.

No se elimina del todo el problema
de transmision de informacidn.
Tiempo de entrenamiento similar
a su version anterior.

Su desempefio no es tan bueno
como el de una red LSTM.

Su estructura puede variar mucho
dependiendo de la tarea.

En general, el entrenamiento
se complica al incrementar la
complejidad de la red.

También se pueden heredar las
desventajas (algunas o todas) de
las redes usadas en su disefio.




36

A manera de resumen, en la Tabla 2.1 se listan las ventajas y desventajas (sin considerar
alguna aplicacién o tipo de entrenamiento en particular) de los tipos de redes neuronales citadas
anteriormente. Con esto, se pueden emitir juicios rapidos y certeros sobre los diferentes tipos de

redes neuronales, seglin se requiera.
2.2.2. Aplicaciones recientes que involucran sistemas difusos

Las aplicaciones de los sistemas difusos son numerosas, abundando principalmente en
el area de control automadtico. Actualmente, este tipo de sistemas son muy utilizados en diversos
campos, razon por la cual en esta subseccion se hara mencion de algunos trabajos recientes, y
destacados, que emplean a los sistemas difusos para resolver diferentes problematicas. De antemano,
se puede decir que los sistemas difusos ejercen mayormente la funcién de analizar informacién
para realizar una toma de decisiones.

Resaltan areas como la medicina, con los trabajos de Sang et al. [63] y Aviles et al. [64]
que usan sistemas difusos junto con otros algoritmos como redes LSTM y modos deslizantes (en
adicion con redes de conexiones hacia adelante), respectivamente, para controlar robots cirujanos,
consiguiendo movimientos muy precisos y suaves. También se tienen trabajos con ANFIS, como
la gestién de los recursos de emergencias (Yousefi et al. [65], con el apoyo algoritmos genéticos), el
control de los pardmetros de caminadoras en funcién del ritmo cardiaco (Lu et al. [66]) y el control
de robots de rehabilitacion (Huang et al. [67]).

Concerniente a las estimaciones basadas en analisis de datos, Li et al. [68] y Sri et al.
[69] realizaron predicciones para el consumo de energia eléctrica, empleando redes LSTM con
ANFIS jerdrquicos y redes LSTM con sistemas difusos convencionales, respectivamente. Similar
a lo anterior, Yao et al. [70] y Cheng et al. [71] proponen el uso de redes LSTM con sistemas difusos
y sistemas ANFIS en conjunto con redes profundas, respectivamente, aplicadas al prondéstico de
los parametros de las corrientes de viento para aprovecharlas en la generacion de energia edlica.
Hosseinzadeh y Wolfs [ 72] hacen uso de las redes recurrentes y sistemas difusos, para estimar el
tiempo de descarga en redes de distribucion de energia.

En el mismo &nimo, Rashidy et al. [ 73] utilizan una estructura ANFIS jerarquica para la

deteccion de fallas en servovalvulas hidrdulicas. Entre los algoritmos para la deteccidn de fallas,
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pero no ideados para aplicaciones en especifico, se encuentran las propuestas de: Zhang et al. [74]
en donde se disefia un observador discreto de fallas con base en sistemas difusos; Wei et al. [75]
que involucran en el disefio de controladores difusos la estimacion de fallas en el sistema que se
busca controlar.

Formas de usar sistemas difusos para tomar decisiones son discutidas por Yera y Martinez
[76], mientras Fernandez et al. [ 77] hablan del desarrollo de algoritmos genéticos y sistemas difusos
en ese sentido. Como ejemplos de esto: el trabajo de Kamal et al. [ 78] administra el acceso de
seguridad a una planta de energia empleando ANFIS (apoyadndose en redes LSTM), el trabajo de
Huang et al. [ 79] predice eventos en el mercado financiero a través de sistemas difusos jerdarquicos,
y Boroushaki et al. [80] presentan el control de un reactor nuclear (estimando sus parametros con
redes neuronales) por medio de un sistema difuso. Ahmadian et al. [81] y Kostikova et al. [82]
proponen algoritmos difusos para el anélisis de las propiedades de sistemas.

Entre los trabajos enfocados al control automatico, sin considerar aplicaciones especificas,
se encuentran: el de Tang et al. [83] con el ajuste 6ptimo de controladores PID; para sistemas
no lineales, Azimi et al. [84], Yu y Hu [85] v Ji et al. [86] muestran controladores difusos con
condiciones suficientes de estabilidad basadas en la teoria de Lyapunov. Similarmente, Qiu et al. [87]
hablan de la aplicacion de sistemas difusos para sistemas conectados a redes de comunicaciones.
Castillo et al. [88] comparan los tres tipos de ANFIS enfocandose en el tipo 2, y Heo et al. [89]
establecen que los ANFIS pueden considerarse dentro de las técnicas de aprendizaje profundo.

Cabe destacar que aunque se mencionaran otros algoritmos aparte de los sistemas difusos,
cada algoritmo ejerce una funcién distinta y son combinados para obtener la respuesta final en
cada trabajo. Pero, dada la naturaleza de los sistemas difusos y otras técnicas de computacion
flexible descritas al inicio, estos algoritmos pueden aplicarse de tal manera que los sistemas difusos
modifiquen su estructura interna conforme a estos. Se hablard de ello en la siguiente seccion,

particularmente de las redes neuronales que son las mas compatibles con los sistemas difusos.
2.2.3. Sistemas hibridos de redes neuronales y sistemas difusos

Con los ANFIS se nota que, de manera relativamente sencilla, se pueden combinar las

redes neuronales con los sistemas difusos, con la intension de crear sistemas hibridos que tomen las
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caracteristicas principales de cada uno (Mitra y Hayashi [90] y Ding et al. [91]). Reflexionando al
respecto, surge una analogia con las computadoras: las redes neuronales se asemejan al hardware,
encargado de recolectar y exponer informacion, mientras que los sistemas difusos se asemejan

al software, encargado de procesar y analizar la informacion para ofrecer resultados.

Tabla 2.2. Comparacion de caracteristicas entre sistemas difusos: se mencionan las ventajas y desventajas

de los sistemas difusos de los trabajos citados en las Subsecciones 2.2.2 y 2.2.3.

Sistema Ventajas Desventajas
Difuso Robustez a datos imprecisos e Dimensiones grandes, ya que no
2 incompletos. se sabe con cuales y cudntas reglas
convencional _— .
Representa el conocimiento de los se caracteriza correctamente a un
expertos en el tema o sistema con sistema.
el que se trata. Disefio complicado.
. Menores dimensiones que un Las redes estdn desacopladas del
Difuso y redes . . . . .
simple sistema difuso. sistema difuso.
neuronales . y ;
Se analizan diferentes partes Se tienen que entrenar a las redes
de un sistema de diferentes neuronales independientemente
formas, usando la estructura mas de los sistemas difusos.
conveniente en cada caso.
ANFIS Se simplifica la definicién de las El entrenamiento puede ser largo,
reglas difusas. ya que se tratan de redes similares
Los pardmetros del sistema a las redes de conexiones hacia
difuso se ajustan por medio de adelante convencionales.
un algoritmo de entrenamiento, Aun esta presente el problema del
similar a las redes neuronales. numero de reglas.
. » Aprovecha las ventajas de las Infinidad de combinaciones entre
Difuso-neuronal

o
neuro-difuso

diferentes redes neuronales en
la estructura interna del sistema
difuso.

Versatilidad, se puede expresar el
conocimiento de forma similar a
un experto sin ser un experto.
Entrenamiento corto.

los parametros difusos y las redes
neuronales.

La interpretacion del conocimiento
representado puede perderse
parcialmente a causa del uso de
las redes neuronales.

Se deben ajustar varios parametros
al mismo tiempo.

La combinacién de redes neuronales y sistemas difusos suele denominarse de varias formas:
sistemas difusos dindmicos, sistemas neuro-difusos, redes (o sistemas) difuso-neuronales, sistemas

FIS (siglas en inglés de “fuzzy inference system”, sistema de inferencia difuso). La denominacion
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es indistinta, en la literatura todas ellas son tratadas como sindnimos, pero puede ser influenciada
por la parte dominante en la combinacion. Ventajas y desventajas de los sistemas difusos citados
en este trabajo se muestran en la Tabla 2.2, resaltando el hecho que los sistemas difuso-neuronales
tienen el mejor desempefio, en general, de entre todos los sistemas mencionados en la tabla.

Siendo el caso de la identificacién de sistemas, Babuska y Verbruggen [92] reportan que
las redes neuronales y los sistemas difusos, incluidos los ANFIS, pueden aproximar funciones
correspondientes a sistemas no lineales mejor que las técnicas de estimacién convencionales. La
diferencia entre los algoritmos mencionados es que las redes neuronales no necesitan conocimiento
explicito para su funcionamiento, porque no manejan informacién afin al sistema, sino informacion
que aprenden codificada en sus parametros. Por el contrario, los sistemas difusos y ANFIS muestran
la informacion de un sistema de forma clara por medio de sus reglas S-FENTONCES.

Luego, un sistema difuso-neuronal combina la semantica de un sistema difuso con la
capacidad de aprender de las redes neuronales. Los sistemas difusos TSK y los ANFIS tipo 3
son los que tienen la mayor compatibilidad con las redes neuronales, esto porque la parte de
consecuencia en sus reglas de evaluacion corresponde a combinaciones lineales de las variables
de entrada (sistemas TSK de primer orden); estas ecuaciones lineales son interpretadas como una
aproximacion, conformada de varias partes, a una funcién no lineal. Las estructuras de la Figura
2.6 pueden facilmente ser ajustadas para que en alguna de sus capas, ya sea en la primera o en las
ultimas, se adapte una red neuronal para mejorar el entrenamiento de los parametros de los ANFIS.

Primeros trabajos destacados sobre la idea anterior, estd lo realizado por Takagi y Hayashi
[93], Buckley y Hayashi [94], Kasabov [95] y Benitez et al. [96], en donde se observan estructuras
similares a los ANFIS, pero construidas a partir de redes de conexiones hacia adelante tradicionales.
Trabajando a partir del modelo ANFIS tipo 3 més directamente, Wu y Er [97] hacen modificaciones
para implementar, semejante a los trabajos antes mencionados, redes de conexiones hacia adelante
en las capas internas de un ANFIS.

Con la introduccién de funciones no lineales para la parte de consecuencia de los sistemas
difusos TSK (como lo realizaron Dong et al. [98]), en vez de funciones lineales, es posible utilizar
redes neuronales para estimar las consecuencias en las reglas de evaluacién con mayor facilidad.

Bajo esta premisa, Ganjefar y Tofighi [99] usaron redes neuronales de onda corta (wavelet network)
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para estimar las consecuencias de las reglas de evaluacion de un sistema TSK, el cual se usé en
tareas de identificacién de sistemas. En trabajos recopilatorios, como los de Viharos y Kis [100]
y Shihabudheen y Pillai [101], se habla de estructuras de sistemas difuso-neuronales, con las
caracteristicas que se han mencionado, a manera de resumen.

Aplicaciones, en diversos campos, de varios tipos de sistemas difuso-neuronales se tienen
a los trabajos de: Bhuyan et al. [102] con pruebas de confiabilidad a programas de computo recién
creados, Pratama et al. [103] y Pratama et al. [104] con el procesamiento de grandes flujos de datos,
Mastorocostas e Hilas [105] con predicciones de datos en telecomunicaciones, Schatz et al. [106]
usan varios sistemas para el diagnostico de pacientes usando sus signos vitales, Chang [107] con
la identificacion de caracteres a mano alzada, Liy Lin [108] con la prediccién de series de tiempo
cadticas, Krleza y Fertalj [109] con estructuras jerarquicas para analizar informacion en forma de
grafos.

Otros trabajos destacados son: Obo et al. [110] en el drea de la robdtica médica para
reconocimiento de posturas humanas; Tang et al. [111] con la prediccién del flujo de trafico
vehicular; Zhao et al. [112] con el modelado y construcciéon de un nuevo sensor para un determinado
proceso quimico. Enfocados en el control automadtico, se han desarrollado varios trabajos explicando
como se aplican o se pueden llegar a aplicar estructuras particulares de sistemas difuso-neuronales,
siendo el caso en afios recientes de los trabajos de Lee y Teng [113], Abiyev [114], Baruch et al.

[115], Lee etal. [116], Zhang [117] y Zahedi y Zahedi [118].
2.2.4. Conformacion de la solucidon propuesta a la problematica de la tesis

Considerando a las referencias citadas a lo largo del presente capitulo, asi como las Tablas
2.1y 2.2, es posible ver la evolucién de las redes neuronales, los sistemas difusos y las redes
difuso-neuronales. Esta evolucion va desde el disefio de sistemas similares a los ANFIS a partir de
redes neuronales, mejorar la estructura de los ANFIS introduciendo ciertos tipos de redes neuronales
en su estructura interna, hasta disefiar redes difuso-neuronales completamente diferentes a un
ANFIS. Lo que ha dado como resultado nuevas estructuras de redes neuronales apoyadas en
sistemas difusos, modelos mas sofisticados para identificacién y control de sistemas, lo que es parte

de las motivaciones de este trabajo, explicadas previamente en el Capitulo 1.
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A partir de esto, surgi6 la idea de que una red difuso-neuronal, con los nuevos desarrollos
en este campo, podria implementarse en el drea de control automadtico, en conformidad a los
requerimientos establecidos en el capitulo anterior. En el entendido que una red neuronal puede
modificar sus pardmetros en funcion de procesos de aprendizaje, mientras que un sistema difuso
puede ofrecer una interpretacion estructurada, con reglas causa-efecto, a lo aprendido por la red.
De esta forma, se pueden obtener modelos tipo caja gris, ya sea para identificar o controlar sistemas.

Trabajos previos, a esta idea, son los ANFIS. Un ANFIS, estructuralmente hablando, puede
ser visto en dos partes: la obtencion de antecedentes y la obtencién de consecuencias de las
reglas causa-efecto que describen a un sistema. Para calcular cada una de estas partes, se emplean
algoritmos que son bastante similares a las redes neuronales, siendo que la parte de los antecedentes
de las reglas es mas facil de obtener en comparacion a la parte de las consecuencias.

La dificultad para hallar las consecuencias de las reglas causa-efecto en un ANFIS puede
resolverse al aplicar redes neuronales profundas, ya que como se menciona en las Subsecciones
2.1.3y2.2.1, este tipo de sistemas tienen un mayor rendimiento en comparacion a sus contrapartes
convencionales. Ademas, las redes profundas exhiben un mejor manejo de la informacién que
utilizan, ya que estdn compuestas de varias secciones que facilitan la transmision de informacién
en la estructura interna de las redes.

Entonces, se propone la integracién de una nueva estructura de red difuso-neuronal, la
cual se nombré como Red Recurrente LSTM Difusa. A gran escala, la Red Recurrente LSTM Difusa
es el resultado de la implementacién de un sistema difuso y una red neuronal profunda LSTM; en
el sentido préctico, la inferencia (obtencion de la parte de las consecuencias en las reglas difuso)
del sistema difuso usa una red LSTM para mejorar dicho proceso.

Se seleccioné como base de la propuesta de solucién, de la problemadtica planteada al
principio del documento, a la estructura de las redes LSTM porque, histéricamente, las redes
neuronales recurrentes ofrecen mejores resultados al trabajar con modelos secuenciales, que son
el tipo los modelos que se usan en el drea del control automatico. La red LSTM, al resolver varias
problemadticas presentes en las redes neuronales recurrentes convencionales, fue el algoritmo
mas llamativo para trabajar, por lo que el desarrollo de la nueva estructura gir6 en torno a las

caracteristicas de esta red.
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Entonces, en la propuesta de solucion se aprovechan las ventajas del manejo de informacion
de la red LSTM en la produccién de reglas difusas. Los resultados obtenidos con la red propuesta
se representan como relaciones causa-efecto, lo que es mas significativo que el simple uso de los
parametros de una red LSTM en solitario, los cuales no tienen una interpretacion clara que se
relacione con el sistema que estdn caracterizando. La nueva red genera una mejor aproximacion al
modelo o funcién que caracteriza a un sistema, segiin sea requerido por la tarea de identificacién y
control de sistemas en la que se llegue a emplear. El desarrollo de la estructura de la Red Recurrente

LSTM Difusa se muestra en el siguiente capitulo.

2.3. Conclusiones del capitulo

Se dio una vision de las redes neuronales y los sistemas difusos til para el presente trabajo,
ademas de comparar las caracteristicas de varios tipos de redes neuronales y sistemas difusos. A
partir de ello, se determiné que, para resolver la problematica planteada en el capitulo anterior,

se tiene que desarrollar una estructura de red difuso-neuronal que involucre el uso de redes LSTM.
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Capitulo 3

Red Recurrente LSTM Difusa para

la identificacion de sistemas no lineales

Con un panorama de las redes neuronales, sistemas difusos y la combinacién de ambos
algoritmos, se puede entender mejor el desarrollo de este trabajo. Como se menciond en el capitulo
anterior, se requiere establecer una red difusa-neuronal que aproveche las caracteristicas de una
red LSTM, por lo que en este capitulo, se explica la conformacién de una red LSTM y a partir de
ello se define la estructura deseada. Ademas, se comparé el nuevo algoritmo con otros similares

en la identificacion de sistemas no lineales.

3.1. Estructura de una red LSTM

Como se dijoenla Subseccion 2.1.3, lared LSTM, desarrollada por Hochreiter y Schmidhuber
[119] y Gers et al. [120], es considerada como una estructura mejorada de las redes recurrentes
tradicionales. Cuando se introdujo por primera vez, en los 90, esta red no llamé mucho la atencién.
Fue descartada debido a su estructura compleja y a que necesita de mas recursos para trabajar,
en comparacion con una red recurrente normal. Por lo que hasta hace algunos afios, a inicios de
la década del 2010, se retomo su desarrollo ya la tecnologia de la época lo permite.

Gracias al continuo desarrollo de las tecnologias de la informatica, que permiten a los

procesadores de las computadoras realizar operaciones matematicas con mayor eficacia, fue posible
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el uso factible de las redes LSTM. Como es notorio en la Subseccion 2.2.1, las redes LSTM han
logrado una gran aceptacion y un desempefio mejor en el manejo de datos, en comparacion a las
redes recurrentes convencionales. La estructura basica de una red LSTM se muestra en la Figura
3.1, yen (3.1)-(3.6), donde saltan a la vista varias etapas en las que los datos usados por la red

son tratados de manera distinta.

N
A

Figura 3.1. Estructura basica de una red LSTM.

Ecuaciones representativas de una red LSTM:

fe=o(uhe ) (3.1)
i =0(ugh—) (3.2)
se=1(uphe) (3.3)
c;=fi®c,_1+i,®s, (3.4)
0y =0 (e h—1) (3.5)
hy=o0,®vY(c,) (3.6)

siendo: u, los datos externos de entrada, f; la aptitud del estado interno de la red, i, la aptitud
de la entrada interna de la red, s, la entrada interna generada en la red, c, el estado interno de la

red, o, la aptitud de la salida generada por la red, y h, la salida general de la red. El operador ®
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alude al producto elemento a elemento, mientas que o(-) y Y(-) representan a la funcién sigmoidea
(valuada en [0,1]) y a la funcién tangente hiperbdlica (valuada en [—1,1]), respectivamente.

El funcionamiento de la red LSTM se describe a continuacién, pero primero cabe aclarar
que tanto los datos de entrada externos, asi como la salida general de la red (retardada), estan
presentes en la mayoria de las secciones de la red (en especifico, en las secciones que evalian las
aptitudes y la entrada generada por la red). La parte principal de una red LSTM es su estado interno,
o memoria (3.4), que determina cuales datos son utiles para la red; en principio se evalua la aptitud
de lo que se ha aprendido por medio de (3.1), después se suma a esto la entrada interna generada
por la red (3.3) evaluada por (3.2), la salida de la red LSTM (3.6) resulta de la memoria generada
evaluada por (3.5). Las evaluaciones, que se hacen en la red, son multiplicaciones por valores entre
0y 1, con 0 como inttil y 1 como util.

Al igual que las redes convencionales, para las redes LSTM se han desarrollado varios
algoritmos de entrenamiento, tal y como se muestra en los trabajos de Ergen y Kozat [121] y Gal
y Ghahramani [122]. Estos algoritmos van desde adaptaciones del algoritmo de propagacion hacia
atras, métodos que involucran al gradiente del error descendiente, y hasta métodos estocasticos.
Asimismo, el tratamiento de la informacion descrito anteriormente es aprendido y aplicado durante
el entrenamiento de la red, sin importar el método que se use, lo cual resulta muy préctico.

Este modelo de red neuronal fue elaborado para evitar el problema de “desaparicién del
gradiente” (mencionado en la Subseccién 2.1.2), el cual estd presente en las redes neuronales
recurrentes. Los problemas con la transmision del gradiente del error, a través de la red durante el
entrenamiento, se ven solucionados con la incorporacion de las compuertas y en especial del estado
interno de la red; debido a que la informacion aprendida es representada por una ecuacion lineal, en
vez de una red con una funcién de activacion que escala el valor del error en el entrenamiento, por
lo que la informacién puede pasar sin dificultad (o al menos con mayor facilidad) por toda la red.

Por otra parte, el nombre “término de memoria grande-corta” viene de esta explicacion: las
redes neuronales recurrentes tienen dependencias grandes de memoria representadas por sus pesos
sindpticos, los cuales cambian lentamente durante el entrenamiento, codificando conocimiento
general relacionado con los datos que maneja; también se tienen dependencias pequefias, en forma

de activaciones efimeras, las cuales pasan de nodo en nodo en la red. Las redes LSTM, por medio



46

de su estado interno, almacenan la informacién de manera selectiva usando compuertas, lo que
representa una situacion intermedia y mejor a lo hecho una red recurrente comun.

Una estructura de red LSTM notable en tiempo discreto, aparte de las muchas que se han
propuesto en la literatura, es la descrita por las siguientes ecuaciones (definidas en el conjunto

de los niimeros reales R):

F(k)=o(W/U(k)+V/H(k—1)) (3.7)
I(k)=c(W'U(k)+V'H(k—1)) (3.8)
S(k)=y(W*U(k)+V°H(k—1)) (3.9)
C(k)=F(k)®C(k—1)+1(k)®S(k) (3.10)
0(k)=c(W°U(k)+V°H(k—1)) (3.11)
H(k)=0(k)®y(C(k)) (3.12)
Y, (k)=v(W"H(k)) (3.13)

con: F(k), I(k),S(k), C(k), O(k), H(k) € R" como secciones de la red LSTM (en orden: aptitud
del estado interno, aptitud de la entrada interna, entrada interna, estado interno, aptitud de la
salida y salida de la red LSTM), U(k) € R™ como el vector de entradas externas, y Y, (k) €R! como
el vector de salidas estimadas formado a partir de la salida de la red LSTM. Los pesos sinédpticos
de la red en general: W/, Wi, W5, Wo e R™™; W™ e RP*™; v/, Vi VS, V° € R™" como matrices
diagonales o Vf, V1, V¥, V° € R" como vectores. Ademds, el operador ® es la representacion del
producto elemento a elemento entre vectores, mientras que o (-) y 1(-) representan a las funciones
sigmoidea y tangente hiperbdlico, respectivamente.

Para la estructura que se acaba de mostrar, (3.7)-(3.12) son homélogas a (3.1)-(3.6), en
el sentido que estdn organizadas de la misma forma y realizan las mismas funciones. Asi, (3.13) se
interpreta como las salidas estimadas, correspondientes a una determinada tarea, que se conforman
por la suma ponderada de elementos en (3.12) aplicada como argumento de la funcion v(-). Luego,
los superindices m, n y [ representan al nimero de entradas externas, el nimero de salidas de la red
LSTM y el niimero de salidas estimadas, respectivamente. Por tiltimo, las matrices de pesos sindpticos

W ponderan a la entrada externa de la red (a excepcion de W', que pondera la salida sin retardo
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de la red LSTM), y las matrices de pesos sindpticos V ponderan a la salida retardada de la red LSTM.

Estructuras de redes neuronales como la que se acaba de exponer son muy utilizadas en
el control automadtico (no necesariamente utilizando redes LSTM); ya que al incrementar el tamafio
de la red LSTM (o la red que se utilice) se mejoran las estimaciones realizadas por ésta, a partir de
(3.13), porque estas estimaciones tendran mas elementos que describen mejor su comportamiento.
Tomando en cuenta la red LSTM (3.7)-(3.12), en la siguiente seccién se muestra una propuesta

de red, la cual incluird fundamentos de los sistemas difusos.

3.2. Red Recurrente LSTM Difusa propuesta

La estructura de la red neuronal propuesta, resultado de combinar la légica difusa con una
red LSTM, toma como base a la estructura de un ANFIS (Figura 2.6 (b)) con algunas modificaciones.
La nueva red, nombrada “Red recurrente LSTM difusa” y que se exhibe en la Figura 3.2, atin
conserva varios procesos caracteristicos de un sistema difuso: fusificacién de las entradas del
sisterna, obtencién de los antecedentes de las reglas difusas, estimacién de las consecuencias para
cada antecedente y defusificacion para obtener la respuesta del sistema difuso. El coémo se realizan
estos procesos en la estructura propuesta se describe a continuacién.

La siguiente descripcion se realizé tomando como apoyo lo establecido para (3.7)-(3.13)
definidas en el dominio de los niimeros reales; se reutilizaron los elementos de dicha estructura
(U(k), F(k), I(k), S(k), C(k), O(k), H(k), F(k)y Y,(k), asi como los respectivos pesos sinapticos
W y V), incluyendo a los superindices m, n y [ para indicar el nimero de salidas externas a la red, el
nimero de salidas de la red LSTM empleada y el niimero de salidas estimadas por la red en general,
respectivamente.

Iniciando con el proceso de fusificacion de las entradas externas a la red, U(k) e R"™, éste
se hizo por medio de tres funciones de pertenencia de tipo gaussiana (Figura 3.3). Las funciones

gaussianas que se emplean corresponden a la siguiente ecuacion:

2
,u(k)zexp(—W), y=52>0 (3.14)

donde: u,,,(k)€R es la variable que se fusifica (elemento de U(k)). En la funcién Gaussiana: c€R
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es una constante que indica su centro y v=_52€R es otra constante que indica su ancho.

1= -
.5 iy
% 0.8 —A4,
5 — 4y
‘E 0.6
a.
204
%
s 0.2
© B e . o e

=1 05 0 0.5 1.

Universo de discurso

Figura 3.3. Funciones de pertenencia de la Red Recurrente LSTM Difusa: se distinguen tres conjuntos difusos,
con funciones de pertenencia gaussianas, nombrados como A;, A, y As, respectivamente.

Entonces, cada elemento del vector U(k) es fusificado, usando las tres funciones de
pertenencia A;, A, y A; mostradas en la Figura 3.3, a través de (3.14). Esto por demads se puede

expresar en forma vectorial: un vector que obtiene el grado de pertenencia de las entradas externas
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en el conjunto difuso A; (usando sus respectivas funciones de pertenencia), y de igual forma otros

vectores haciendo lo mismo para los conjuntos A, y As, es decir:

Zy =y, Zo=wKywy s, & Zz=ulKywa, Z1:22,Z3€R™ (3.15)

Ya que se va a aplicar un entrenamiento a la propuesta, se requiere entonces que todos
los parametros de la red se adectien conforme al entrenamiento de la misma. Por lo que en el caso
de las funciones de pertenencia, se debe de ajustar el valor de sus centros y anchos. Para ello, (3.15)

se replantea de la siguiente forma:

z=exp(U0)-c*8(—371)). cumer” (3.16)
ZzzeXP((U(k)—§2)2®(—%T2)), c2 1L ER™ (3.17)
Zy=exp((UR-cs7’8(—375) ), o Te” (3.18)

teniendo: ¢, ¢ ¥ ¢3 como los vectores de los centros de sus respectivas funciones de pertenencia;

Ty, Y5 y T como los vectores de los anchos de sus respectivas funciones de pertenencia, en donde se

tiene la misma situacion en todos los casos, pero se toma a 77 para mostrar que 1; = [ %,- “ Ull ]

5 LM
conv, , =62  definido en cualquier m. De aqui en adelante, los operadores ' y ® se refieren a la
operacién transpuesta y al producto elemento a elemento en vectores y matrices, respectivamente.

Las reglas difusas que se obtienen con la red propuesta, (3.19), son similares a las que se

obtienen con los sistemas difusos TSK, notese:

Ry : SI (ug, (k) ES A, ) Y (ttg, (k) ES Ay, ), ENTONGES (y,,  (K)=hy(k)) (3.19)

donde: R, indica el nimero de regla, y el total de reglas se calcula como p =1(3™); en cualquier

regla, g4 y g5 toman valores de m pero nunca el mismo valor entre ellos (u €l); q; yq, pueden

g2 Ugs
tomar el mismo valor en cualquier regla, restringiéndose a 1, 2y 3, ya que estos son los conjuntos
difusos utilizados en la fusificacion (A;, A; y A3); g3 toma valores de 1 a p/1, va acompanado de [
para el caso de multiples salidas, Yrig, € tnico de cada regla; se tiene n=p, indicando el mismo

ntmero de salidas de LSTM y de reglas, h,, es Uinico de cada regla. Lo anterior, considerando la

creacion de reglas completas, consistentes y continuas (explicado en la Seccién 2.1.4).
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Continuando con la descripcién del funcionamiento de la red propuesta, para la obtencién
de los antecedentes de la red se tienen que seguir una serie de pasos para modificar la organizacion de
la informacién que se ha obtenido hasta el momento. Primero, se tiene que ordenar a (3.16)-(3.18)

en un solo vector, como se hizo para (3.20):

Z
Z4=01=T 21+ Ty Zy+T3Z3=| 7, |, Z4€R™ (3.20)

Zy

se hace uso de matrices auxiliares Ty, T, y T3, de dimensiones adecuadas, compuestas de elementos
con valores de 0 y 1 que sirven solamente para acomodar los datos precedentes, por lo que sus
valores no estdn sujetos a modificacion en el entrenamiento de la red.

Los antecedentes de la red son el resultado de una multiplicacion (operacién que califica
como norma-T, Jin y Sendhoff [123]), la cual se da entre la combinacion de los elementos del vector

resultante de (3.20) (ningtn elemento se multiplica por si mismo):
Zs=0,=T,Z,8TsZ,, Zs€RY, q:fl—’ (3.21)

con T, y Ts nuevamente como matrices auxiliares para el acomodo de los datos.

Si (3.21) se normaliza, como se observa en (3.22), se consiguen los antecedentes, Z(k),
para las reglas difusas de la red propuesta en el caso de sistemas con una sola salida. En el caso
de un sistema con varias salidas, este vector Z (k) se obtiene con un arreglo, (3.23), en el que el
resultado de (3.22) se repite para cada salida que se estima. Es decir, cada salida estimada, de un

sistema de muiltiples salidas, es obtenida usando los mismos antecedentes que las otras salidas.

1_. q
26263:52522(17(), Q:ijlzsu, Ze€RY, z5 EREZs (3.22)
Z50 - 0
0Zg 0 l
Z(k)=T826T6+T926T7= L . 5 Z(k)GR”X (3.23)

| 00 - Z |
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Las matrices Ty, T, Tg ¥ To, en (3.23), ayudan a organizar los datos y los elementos 0 son
vectores de dimensiones iguales a Zg con la misma finalidad. Las consecuencias de las reglas difusas,
para la red propuesta, corresponden a la salida de la red LSTM presente en la nueva estructura;
se usa a la red LSTM formada con (3.7)-(3.12).

Por ultimo, las salidas estimadas por la red son calculadas por (3.24), la cual es una ecuacién
que efectiia la misma operacion de defusificacion que se menciono para (2.34), que se refiere a

la media ponderada de cualquier sistema TSK pero en forma vectorial.

Y,(k)=Z (kH(k), Y,(k)eR! (3.24)

Con la nueva estructura de red difuso-neuronal definida, lo siguiente es establecer un
algoritmo de entrenamiento con el que dicha red modifique sus pardmetros. Ademas, es importante
encontrar condiciones de estabilidad para la red recurrente LSTM difusa, tomando en cuenta a
la estructura de la red y a su algoritmo de entrenamiento, las cuales garanticen en la medida de
lo posible su buen funcionamiento. De estos temas se habla en las siguientes subsecciones.

Una vez aclarada la construcciéon y operacién de la Red Recurrente LSTM Difusa, en la
siguiente seccion se compara su desempeifio en diferentes tareas, relacionadas con la identificacion
de sistemas no lineales, con respecto al de otras redes neuronales y sistemas difusos. Esto, para

comprobar si la nueva red cumple con lo establecido hasta el momento.
3.2.1. Entrenamiento de la Red Recurrente LSTM Difusa

Para el entrenamiento de la Red Recurrente LSTM Difusa, se disefid un algoritmo de
entrenamiento que funciona basandose en iteraciones. Este algoritmo toma datos generados por
la red, y del sistema en el que es aplicada, en instantes de tiempo determinados por un periodo
de muestreo fijo, esto es a lo que se refiere con iteraciones. Los datos son procesados, utilizando
los resultados para ajustar los pardmetros de la red. Estos procesos, el procesamiento de datosy
el ajuste de pardmetros, se realizan entre cada iteracion.

De esta forma, se puede ejecutar este algoritmo entrenamiento para la red propuesta en
aplicaciones que acontecen en linea, cada vez que se muestrea a la red propuesta y al sistema

de interés en tiempo real. O también, este algoritmo se puede ejecutar para la red propuesta en
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aplicaciones fuera de linea, haciendo uso del historial de datos perteneciente a la encomienda en
que es usada la red.

El entrenamiento se basa en el ya establecido algoritmo de propagaciéon hacia atras, segtin
lo mencionado en la Subseccién 2.1.2; se trata de una variaciéon conocida como “propagacién
hacia atras a través del tiempo” (mas conocido por las siglas BPTT que corresponden a su nombre
en inglés, “back propagation through time”). Este algoritmo se usa para ajustar pardmetros de
redes recurrentes, generalmente fuera de linea, en donde se manipulan los datos de entrada y los
generados por la red en que se aplica de tal forma que la red es modificada para tratarse como una
red de conexiones hacia adelante (se dice que se “desenrolla” a la estructura de la red recurrente,
porque se toman datos generados en diferentes muestreos, por ejemplo en k—1, ky k+1).

Un sistema discreto es definido en iteraciones, que son mediciones a partir de un periodo de
muestreo sobre el funcionamiento de dicho sistema. La red propuesta en este trabajo estd definida
en tiempo discreto, de igual forma las aplicaciones en las que se puede usar la propuesta deben
establecerse en tiempo discreto, hechos que se consideraron en el entretenimiento de la red.

Al tratarse de sistemas discretos, se pueden guardar los datos de las iteraciones de los
sistemas en registros o historiales de datos. En el entrenamiento se emplean los datos generados
por la red en su iteracién actual e inmediata anterior, los elementos de la entrada externa a la red
pueden usar el valor en su iteracién actual o cualquier anterior dependiendo de como se hayan
definido, y del sistema en el que se esta trabajando solo se requiere de sus iteraciones actuales.

Para aplicar el algoritmo de entrenamiento del que se habla, se usé a (3.25), que se asemeja
a (2.15) pero con algunas diferencias: (3.25) es aplicada de forma matricial o vectorial (teniendo
cuidado al momento de manejar los datos involucrados en el entrenamiento), el término de
velocidad de entrenamiento es sacado de la modificacion del peso por lo que ésta solo dependera

del paso del gradiente del error a través de la red.

W(k+1)=W(k)+1y AW (k) +aw AW(k—1), 1y >ay €R (3.25)

donde: W(k+1) es la matriz (o vector) de pesos sindpticos modificados para la siguiente iteracion,
AW (k) es el cambio que se aplica a los pesos con las mismas dimensiones que su matriz de pesos

correspondiente en la iteracion actual, AW (k—1) es el cambio en la iteracién anterior que se toma
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en cuanta para dar rapidez y estabilidad al algoritmo de entrenamiento, 1y, es una variable que
regula el impacto de la modificacion de los pesos (velocidad de aprendizaje), y o, es una variable
que regula el impacto de la modificacién anterior de los pesos (amortiguamiento).

Como este algoritmo de entrenamiento es del tipo supervisado, se tiene que generar un
error, de la forma de (3.26), que sirva de guia para determinar el ajuste de parametros de la
red. A partir del error se formara la funcion que se quiere optimizar (minimizar), en este caso
correspondiente a (3.27), requerida por el algoritmo de entrenamiento.

El indice de desempefio del algoritmo en determinado niimero de iteraciones corresponde
a (3.28), este indice mide la efectividad del entrenamiento y generalizaciéon de la red recurrente
LSTM difusa; los valores de esta ecuacion tienen que tener una tendencia hacia cero durante el
entrenamiento, lo mismo que en la generalizacién, ya que esto indica un buen desempefo del
algoritmo de entrenamiento (entre mas cercano a cero se mantenga es mejor). Esto se ided y realizo

conforme a lo mencionado para (2.2)-(2.15) del capitulo anterior.

E(k)=Y4(k)-Y,(k), Yi(k), E(k)eR! (3.26)
E(R)=5E (OEK), E(RIR (3.27)
— — 1 & =

:(k)_ﬁég(k), =(k)eR (3.28)

aqui: E(k) es el vector de error formado por la salida a estimar, Y;(k), y la salida estimada por la
red, Y. (k), ademds N indica el niimero total de iteraciones del proceso que se estd efectuando o
evaluando (ya sea entrenamiento o generalizacién).

El error (3.26) tiene que hacerse pasar por toda la red, con el fin de dar valor a la
modificacién de los pesos sinapticos. Este proceso se muestra en (3.29)-(3.59) y para ello se debe de
considerar el flujo de datos de la red, asi como las dimensiones de sus elementos, en conformidad

a lo descrito en esta subseccion y la Subseccion 2.1.2.

D, =E(k)H (k) (3.29)

1
D3:_D2 (3.31)
e
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D,=T,®D,+T,8D,
Ds=T,®D,
De=T,®D,

D,=T,®D,

Dyg ZEXP((U(k)—Cﬂz@ (“%T}))®D5

1
Dg :—ETI ®D8

Dyo=(U(k)—¢;)*®Dyq

Dy =2(U(k)—¢1)®Dy

Dyy =eXP((UU<)—€z)2® (—%Tz))‘gDs

1
Dy3 =—5T2 @Dy,

Dy4=(U(k)—¢2)*®Dy,

Dys=2(U(k)—¢,)®D4

Dy =exp( (U< 8373 JoD,

1
Dy =—5T3 @D

Dyg=(U(k)—¢3)*®Dig
Dy9=2(U(k)—¢3)®Dy7
Dyo=Z,E(k)

Dyy =Dy ®(C(k))
Dyp=Dy®0(k)

Dy =1(C(k))®Dy,
D34 =S5(k)®Dy;3
Dys=1(k)®Ds3
Dys=C(k)®Dy3

Dy =F(k)®Dj3

(3.32)
(3.33)
(3.34)
(3.35)

(3.36)

(3.37)

(3.38)
(3.39)

(3.40)
(3.41)
(3.42)

(3.43)
(3.44)
(3.45)
(3.46)
(3.47)
(3.48)
(3.49)
(3.50)
(3.51)
(3.52)
(3.53)
(3.54)

(3.55)



Dag = (W*U(k)+V*H(k—1))®Dys
Dyo=G(W°U(k)+V°H(k—1))®Ds,;
Dyg=06(W/U(k)+V' H(k—1))®Dsyg

Dy =6(W'U(k)+V'H(k—1))®D,,
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(3.56)
(3.57)
(3.58)

(3.59)

Y el cambio de pesos, AW (k) de (3.25), utilizando el recorrido del error por toda la red,

establecido en (3.29)-(3.59), se define para cada matriz y vector de pesos como:

Agy(k)=—Dy;
AT1(-’<)=—';‘D10
Agy(k)=—D;5
/_\:rz(k):—%p14
Ags(k)=—Dg
ATy (=3 Dy
AW/ (k)=Dy,U (k)
AVY (k)=D;q®H(k—1)
AWi(k)=Dy U (k)
AVi(k)=D3; ®H(k—1)
AW*(k)=DygU (k)
AV3(k)=D,g®H(k—1)
AW°(k)=DagU (k)

(3.60)
(3.61)
(3.62)
(3.63)
(3.64)
(3.65)
(3.66)
(3.67)
(3.68)
(3.69)
(3.70)
(3.71)
(3.72)

(3.73)

Con estas ecuaciones de los cambios de pesos sindpticos producidos por el algoritmo de

entrenamiento, (3.60)-(3.73), es posible trabajar y proponer condiciones de estabilidad para la red

que involucren a estos elementos. De esta forma, se puede asegurar un funcionamiento adecuado

de la Red Recurrente LSTM Difusa.
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3.2.2. Condiciones de estabilidad para la Red Recurrente LSTM Difusa

El Teorema 3.1 da condiciones de estabilidad para el aprendizaje de la red propuesta. Para

facilitar su entendimiento, se toman las dimensiones de lared comom=1,1=1, p=3yx =3, ademas:

e(k)=3(k)—y(k) (3.74)
e(k)=2 (W)H(W)+u(k) (3.75)
Z' (W)H(W)=2Z (W*H(W*)—Z (W)H(W) (3.76)

siendo W =W (k)—W*, W (k) es la representacién de los pesos sindpticos de la red y W* su valor

optimo. Las dinamicas no modeladas del sistema por parte de la red son representadas por u(k).

Teorema 3.1. Si los pardmetros de aprendizaje para cada arreglo de pesos sindpticos, de la Red

Recurrente LSTM Difusa, presentados en (3.25), satisfacen:

n

(3.77)
1+||vec(AWq(k))||2

’f?wq(k)=

aty, (K)= ¢ (3.78)

1+||vec( AW, (k—1))||"

con 1=2n>0y n=a>0 obtenidas por métodos de prueba y error, y W, representando a los arreglos
de pesos sindpticos W/, Wi, WS, W°, V/, Vi, V5, V°, ¥1, ¥ ¥3 11, T, T, entonces la norma del

error de identificacion:

3 (k) ae(k)
en()=) 118 + (3.79)
y g=1 1+mf_x”vec(AWq(k))||2 1~l—ml’r(1x||‘|/e::(AWq(k—l))”2

con p=_8+2x, cumple el siguiente rendimiento promedio:

T
) 1 2 _
Tin;osup?kgleN(k)S(n+a)u (3.80)

donde ﬂ:mfx[,uz(k)], considerando a (3.75).
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Segtin el teorema, si los pardmetros de aprendizaje de cada arreglo de pesos sindpticos
cumple con (3.77) y (3.78), entonces la norma del error de identificacion (diferencia entre la red
y el sistema a identificar) se mantiene bajo (3.80). Como parte de la nomenclatura usada en el
teorema, se definid el operador “vec” que reorganiza los elementos de una matriz en un vector.
En seguida, el Teorema 3.1 es demostrado.

Demostracion. Se inicia con la definicién de una funcién candidata de Liapunov:

P

L(k)= L,(k) (3.81)
g=1

Ly(k)=t( W ()W, (k) (3.82)

endonde: p =14y Ly(k), La(k), L3(k), L4(k), Ls(k), Le(k), L7(k), Lg(k), Lo(k), L1g(k), L11(k),
La(k), L13(k) v L14(k) estan relacionadas a los arreglos de pesos sinépticos W/, Wi, W*, W°, v/,
VL VS, VO, ¢1, €2, 63, 11, T ¥ 13, Tespectivamente.

Se tienen que (3.81) debe cumplir con: L(k+1)<L(k), L(k)>0y L(k)€R. En (3.82), el

operador “tr” denota la traza de una matriz que tiene las siguientes propiedades:
tr(A’B) =n»(AB’) =tr(B’A) - tr(BA' ) => A;By, ABER™" (3.83)
ij

cada elemento de esta ecuacion puede desarrollarse individualmente, de forma que cumpla con las
condiciones requeridas para si mismo, asi como para todo el conjunto. Adicionalmente, el desarrollo
de un elemento cualquiera sera el mismo que el de cualquier otro. Para ilustrar esto, se desarrollé

solo la parte correspondiente a L,(k), tomando en cuenta a (3.82):

Lo(k+1)<Ly(k) (3.84)
Lz(k):u{ﬁf(k)ﬁ(k)} (3.85)
Wi(k)=Wi—wi(k) (3.86)

Wi es el valor ideal de los pesos sindpticos W' que se espera alcanzar con el entrenamiento. A partir

de (3.83), y trabajando con (3.84)-(3.86), se obtiene:
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Ly(k+1)—Ly(k)<0 (3.87)

tr{VVJf’(k+1)WJf(k+1)}—tr{ﬁ’(k)wj(k)}50 (3.88)

tr{[(W)J—(Wi(k+1))’][W—Wi(k+1)]} {[(wa) —(Wi(K) ][Wi—w"(k)]}so (3.89)

y continuando:

tr{—(W)’Wi(k+1)—(Wi(k+1))1W+(Wi(k+1))’wi(k+U"“(W)’Wi(k)'"

---+(w"(k))’ﬁ—(wf(k))'wf(k)}so (3.90)

si Wi(k+1) es sustituido por Wi(k+1)=W!(k)+ 0w AW (k) +ay: AW (k—1):

tr{—’nwf (W)lawf(k)—awj(ﬁ) AW (k=1)—ny:(AW(K)) (WT)—--

ey (AW (k=1)) (W) (W (R)) AW (k) + ey (WH(R)) AW (k—=1)4--
ot (AWIK)) WiK) 402, (AW (K)) AW (k) + 0oty (AWI(K)) AW (k—1)+--
oty (AW (k—1)) W)+ ity (AW (k—1)) AW (K)+--

+a§v,(Awi(k—1))'Awf(k—1)}go 3.91)

—anftr{(W)’Awi(k)}—Zantr{(W)fAWi(k—l)}+---
~--+2»qw.»tr{(wf(k))’Awi(k)}+2awirr{(wi(k))rawf(k—l)}+---
---+2nWiaw;tr{(AW"(k))fAW"(k—l)}+n§vitr{(AWi(k))rAWi(k)}+---

---+a§wtr{(AWi(k—l))’AWi(k—l)}SO (3.92)

_znwjvec(‘vﬁ)lvec(ﬁ\wi (k))—zawivec(m)’vec(AWi(k—— 1))+---
...+2nw,-vec(wi(k))tvec(AWi(k))+2aw.-vec(Wi(k))fvec(AWi(k—1))+---
e 2N i awjvec(AWf(k))’vec(AW"(k—1))+nfv,-V6C(AWi(k))}VEC(AWi(k))+"‘

---+aﬁv,-vec(AWi(k—l))tvec(AWi(k—l))SO (3.93)
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usando X X+Y Y >2X' Y yX X+Y Y >—2XY, con VX, Y €R™:

—nw.-vec(ﬁ)’vec(m)—awjvec(W)’vec(W)+---
---+nwivec(wi(k))rvec(w"(k))+awivec(Wi(k))’vec(Wf(k))+---
i Ay [vec(AW"(k))'vec(Awi(k))+vec(Awi(k—1))'vec(Awi(k—1))]+---

+nfvivec(AWi (k))’vec(AWi(k))+ aﬁ/ivec(AWi(k— 1))Ivec(AWi(k— 1)) <0 (3.94)

N Vec(wi) 2+7)wf ||vec(Wi(k))||2+an ||vec(Wi(k))||2+---

vee(W)|

e i Ay ||VEC(AWi(k))”2+nWjawi ||vec(AWi(k—1))”2+nfw ||vec(AWi(k))||2+---

2

tal |[vec(aWik—1)|* <0 (3.95)
reduciendo a:

—(nwi+ayi)y<0 (3.96)

con:
2 : : .
}fzuvec(wf)l —||\.fec:(W’(k))”2—*r}wi||vec(AWl(k))||2—mwi”vec(AW’(k—l))”2 (3.97)
entonces:
— |2 ; 2 ; ) ; 2
vec(Wl)' —||vec(Wi(K))||"—nw: ||[vec( AW (1)) || —aw: [[vec(AW (k—1))||"=0  (3.98)
implicando:
— [|2 . 2 ; 2 i 2
[vec(W)|| "= Ivec(w @)+ s [vec(aw () | + e [vec(aWGe-D) [ 3.99)

y en adicion:
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n
1+|[vec(AWi(k))||*
a
1+||vec(AWi(k—1))|*’

nwi(k)= <n<l (3.100)

ayi(k)= <a<l, n>a (3.101)

por lo que AL, (k) puede definirse de la siguiente manera:

ALy (k) < —1tyie?(k)+ Ay (k) (3.102)
donde:
n a
= 3.103

W vecAWIR)IE | 1+ [[vec(AWi (k—1))|2 3105
Awi=n+a (3.104)

si se establece:
n min[ (W) ] < Ly(k) <n max] (W)*] (3.105)

siendon m'm[(Wi)z] yn max[(m}i)z] funciones ., al igual que (3.103) y (3.104). Luego, si L,(k)
admite una funcién de Liapunov entrada-estado estable, la dindmica del error de identificacién
es entrada-estado estable, porque AL, (k) esta en funcién de e(k) y pu(k). La entrada corresponde
al segundo término de (3.102) y el estado corresponde al primer término. Ya que la entrada esta
acotada, y la dindmica es entrada-estado estable, el estado esta acotado.

Observacion: Las funciones ¥, son usadas en el analisis de estabilidad basado en la
teoria de estabilidad desarrollada por Liapunov. Se tratan de funciones crecientes, de tal forma
que mientras su argumento tiende a infinito el valor de la funcién también tiende a infinito. Para
mas detalles consultar el libro de Khalil [124].

Continuando, (3.102) se puede reescribir como:

ne(k) ae?(k)
1+mEXHvec(AWi(k))||2 1+mfx||vec(awf(k—1))||2

ALy(k)< +(n+a)i (3.106)

y sumando esta nueva ecuacién de 1 a T, usando el término L,(T) >0y el término L,(1) como
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una constante, se obtiene:

.
Ly(T)~Ly(1) <Y ey (I +T(n+a)j (3.107)
k=1
asi
& 2
D llen (I’ L,(1)—Ly(T)+ T(n+a)ia (3.108)
k=1
L &
D llen (R <Ly(1)+T(n+a)i (3.109)
k=1

por tanto, (3.80) queda establecida para W'.

O

Se comprobd que (3.77) y (3.78) son condiciones necesarias de estabilidad, en el
aprendizaje, que deben de aplicarse en cada arreglo de pesos sindpticos del algoritmo propuesto,
ya que se basan en los parametros tinicos de cada arreglo. Asimismo, otras condicionales que se
pueden tener en cuenta, para la estabilidad del algoritmo, son el valor inicial de sus pesos sindpticos
(cercanos a 0), asi como de los valores de las funciones de membresia que deben estar distribuidas
equitativamente en el universo de discurso.

El aprendizaje se ejecuta en una “ventana” de tiempo, que tiene como limites los valores
de este proceso en una iteracion anterior y la actual. Se hizo de esta manera porque es mas efectivo,
tal y como documentaron Hénaff et al. [125], Chen et al. [126], Lillicrap y Santoro [127] y Sari
et al. [128], ya que si en la ventana se consideran mads iteraciones se genera una mayor carga de
trabajo en la computadora en que se estd ejecutando el algoritmo, lo que se puede convertir en

un problema si la computadora no esta enfocada exclusivamente en esta tarea.

3.3. Comparacion entre la Red Recurrente LSTM Difusa y otros

algoritmos inteligentes

Para elaborar un juicio sobre el funcionamiento de la Red Recurrente LSTM Difusa es

necesario compararla contra otros sistemas inteligentes. Estos algoritmos deben haber sido
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disefiados con una idea similar a la planteada en este trabajo, para mostrar las bondades que
ofrece la nueva red. Para dicha comparacion, se tienen dos ejercicios que implican la identificacién
o generacion de modelos implementando estructuras cuyo aprendizaje se basa en el gradiente
descendiente, con lo cual se podrd mostrar el desempefio de los algoritmos en un marco de operacion
similar. Los ejercicios mencionados se exhiben en las Subsecciones 3.3.1 y 3.3.2, respectivamente,
mientras que los resultados obtenidos de estos son discutidos en la Subseccion 3.3.3, por comodidad.

Se escogio la identificacion en tiempo real, o también conocida como identificaciéon en
linea, porque es uno de los principales problemas que se trabajan dentro de la teoria de control
automadtico; se requieren algoritmos capaces de identificar sistemas en un periodo de tiempo
corto, con determinada adaptabilidad y robustez, generando un error relativamente pequefio
entre el sistema real y su estimacion (error de identificacion). Esto es cumplido por los sistemas
difusos y redes neuronales, donde el error de identificacion se relaciona directamente con el indice
de desempefio (3.28) que evaltia este tipo de estructuras , entre mds pequefio sea el indice de
desempefio menor serd el error de identificacion.

Los algoritmos inteligentes usados en los ejercicios, ademas del propuesto, son: la red
neuronal propuesta por Baruch et al. [129], conocida como KFRNN (siglas en inglés de “Kalman
filter recurrent neural network”, red neuronal recurrente del filtro de Kalman); la red LSTM descrita
por (3.7)-(3.13); un ANFIS de orden 0 (simple ponderacion de la parte de los antecedentes), con
la definicion de la parte de los antecedentes similar a la del algoritmo propuesto; un ANFIS de orden
1 (con una estructura semejante a (2.30)-(2.34)); una red difusa que estd definida de la misma
forma que la propuesta de este trabajo, excepto que, en vez de una red LSTM se hace uso de la
KFRNN; y finalmente la red mostrada en [99], a la cual se le denomind en este trabajo como WN
difusa, siendo WN las siglas en inglés de “wavelet network”.

Ademas, los ejercicios fueron programados y probados en MATLAB, que es un software
comun para este tipo de tareas, ambos ejercicios fueron manejados como aplicaciones en tiempo
discreto ejecutandose en linea. En cada ejercicio se hace mencion de k iteraciones, pero aun asi
se tomo en cuenta que el valor del tiempo en que son muestreadas las sefiales discretas; este tiempo
se obtiene con la operacién kT, donde T es el periodo de muestreo (dicho muestreo es uniforme

y continuo). Detalles de lo anterior se dan en los ejercicios.



63

3.3.1. Obtencion del modelo de un sistema no lineal SISO

Como primer ejercicio, se propuso la generacién de un modelo para la ecuacion diferencial
de Mackey-Glass con retardo en el tiempo, empleando datos que se obtienen a partir de su propio
muestreo. Esta serie de tiempo es cadtica, sin un periodo claramente definido, no converge ni
diverge y la trayectoria es altamente sensible a las condiciones iniciales. Tal sistema puede ser visto
como un sistema SISO (siglas en inglés de “single-input single-output”, una entrada una salida)

que es descrito por:
a2 22E)
14+x19(t—1)

—0.1x(t) (3.110)
endonde: x(0)=1.2, t=17,y x(t)=0 para t <0.

El ejercicio consistid en muestrear la solucion de (3.110) durante 1,200s con un periodo
de muestreo T = 1s, obteniendo 1,201 datos correspondientes a x (k) de los cuales los primeros
601 son utilizados para entrenar a los algoritmos y los restantes son utilizados para comprobar
dicho aprendizaje. Asi, la estimacion se define por (3.112), tomando como entrada a (3.111), con

condiciones iniciales menores a 0.1 para los respectivos parametros (pesos) de los algoritmos. Los

resultados de esto se muestran en la Figura 3.4.

x(k—3)

U.(k)= (3.111)
x(k—20)

Y, (k)=x(k) (3.112)

Se tiene que (3.111) es un vector conformado por dos elementos distantes entre si, se definié
de esta manera porque en muchos casos parecidos, al hacer uso de datos distantes de la sefial que
se desea estimar se asegura la creacion de modelos confiables de la sefial con la que se trabaja. Cabe
mencionar que entre mas distantes los datos de entrada mds robustos seran los resultados obtenidos.

Se efectuaron pruebas con varios datos distantes, pero solo se muestra el caso mas extremo
que se observo; con datos consecutivos no se notaba mucha diferencia entre los resultados obtenidos,
pero con datos separados por un determinado periodo de tiempo relativamente grande, se noto

un gran cambio en las estimaciones generadas (definidas como en (3.112)).
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Figura 3.4. Resultados del ejercicio de la Subseccién 3.3.1: los resultados con cada algoritmo se muestran
en los diferentes incisos, siendo (a) KFRNN, (b) red LSTM, (c) ANFIS de orden 0, (d) ANFIS de orden 1,
(e) KFRNN difusa, (f) WN difusa, y (g) Red Recurrente LSTM Difusa. En las subfiguras: la “Salida” representa
a x(k), ‘A’ a la salida del sistema y “B” a la salida estimada por el algoritmo correspondiente.
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Figura 3.5. Indices de desempeiio del ejercicio de la Subseccién 3.3.1: (a) entrenamiento y comprobacién,
(b) ampliacion de la grafica del entrenamiento (primeros 400 s). En las subfiguras: “A” representa a la KFRNN,
“B” a la red LSTM, “C” a el ANFIS de orden 0, “D” a el ANFIS de orden 1, “E” a la KFRNN difusa, “F” ala
WN difusa, y “G” a la Red Recurrente LSTM Difusa.

Aparte de los seguimientos de trayectoria mostrados en la Figura 3.4, en la Figura 3.5 se
muestra la evolucion de los indices de desempefio de cada algoritmo; se exhiben el indice obtenido
durante el entrenamiento y la comprobacién posterior (generalizacién) en la misma grafica. Por
otra parte, en la Tabla 3.1 se muestra una comparacion entre estos indices, pero en la iteracion
final del entrenamiento (iteracién 601) y la comprobacién (iteracién 1,201). Esto, para observar
que tan rapido convergen los indices a un valor cercano a cero y si se pueden mantener (indicio

de que un algoritmo aprendi6 correctamente).

Tabla 3.1. Comparacion entre los valores de los indices de desempefio de los algoritmos en el ejercicio de
la Subseccion 3.3.1.

Sistema Entrenamiento Generalizacion

Iteracién 601 Iteracién 1,201
KFRNN 3.62x1072 3.26x1072
Red LSTM 1.09x 1072 1.53x 1072
ANFIS de orden 0 1.70%x 1072 1.16x1072
ANFIS de orden 1 0.98x1072 0.82x1072
KFRNN difusa 3.47x1072 2.15x 1072
WN difusa 1.07x 1072 1.35x1072
Red Recurrente LSTM Difusa 1.41x1072 1.03x1072

3.3.2. Obtencion del modelo de un sistema no lineal MIMO

El segundo ejercicio consistio en la identificacion de un sistema MIMO no lineal, de dos

entradas y dos salidas, tomado del trabajo de Sastry et al. [ 130] y se conforma de la siguiente manera:
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_ 0.5y, (k)
yilk+1)= 200+, () (3.113)
0.5y1(k)ya(k)
k+1)= 3,11
R T e S

con: u4(k), uy(k) €R como las entradas del sistema, y y;(k), y,(k) €R como las salidas del sistema.
Se generaron dos conjuntos de datos para el aprendizaje y generalizacion de los algoritmos
inteligentes, esto, al cambiar las entradas que alimentan al sistema MIMO en cada proceso. Las

ecuaciones de las entradas para el aprendizaje y para la generalizacién son las siguientes:

ul(k)=24.7sen(znigT))—i-O.Scos(Zn(kT)) (3.115)
uz(k):24.553n( ﬁ(lkOT))-i-O.Ssen(ﬂ(kT)) (3.116)
(
Si0<kT <50, ul(k)ZB.BSeH(ZKI(ET))+O.1cos(2n(kT))

Si50+n, <kT<55+n, , u(k)=3.5
uy (k)= “ i (3.117)
Si55+n, <kT<60+n, , u;(k)=—3.5

Si 100 <kT, ul(k)=3.6cos(2ﬂl(gﬂ)

\

( kT
Si0<kT <50, uz(k)=3.55en( 71(1 )

)+0.33en(ﬂ(kT))
S8i50+n,, <kT <55+n,, uy(k)=-3.5

uy(k)=1 (3.118)
$i55+n,, <kT <60+n,, u,(k)=3.5

Ug?

| Si100<KT, uz(k):3.6cos(2n§grr))

conn, =n, =10, 20, 30 & 40.
El vector de entradas y el vector de salidas a estimar, de los algoritmos a comparar, se

definieron acorde a las siguientes ecuaciones, respectivamente:

(K k
o= """ =[P he, v, oy0er? (3.119)

(0| | uak)

k k
Y, (k)= Yo (k)| _ | 7(k) +0,, Y,(k), ©,(k)eR? (3.120)

EACIEEG

donde ©, (k) y ©,(k) representan perturbaciones en los procesos, sus dimensiones se definen acorde
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a la de los vectores de entrada y salida. El valor de cada elemento en estos vectores se tomo de
la generacion de niimeros aleatorios uniformemente distribuidos en el intervalo de [—0.5,0.5]y
[—0.2,0.2] para el aprendizaje y la generalizacion, respectivamente. Asimismo, se establecieron
condiciones iniciales en el rango [—0.1,0.1] para los pesos sindpticos de los algoritmos.

Adicionar perturbaciones al sistema, (3.119) y (3.120), fue para revisar la tolerancia
al ruido que tienen los algoritmos. La adaptabilidad se comprobé con el cambio de entrada,
(3.115) y (3.116) por (3.117) y (3.118), en (3.113) y (3.114) del sistema. En cuanto a robustez
y adaptabilidad, siempre es esperada una respuesta satisfactoria por parte de estos algoritmos,
es decir, un valor bajo (cercano a cero) de sus respectivos los indices de desempefio.

Las trayectorias generadas por las salidas sistema y las salidas de los modelos, asi como
la comparacion entre ellas, se muestran asi: en la Figura 3.6 estan resultados de la KFRNN, en la
Figura 3.7 los de la red LSTM, en la Figura 3.8 los del ANFIS de orden 0, en la Figura 3.9 los del
ANFIS de orden 1, en la Figura 3.10 los de la KFRNN difusa, en la Figura 3.11 los de la WN difusa,
yen la Figura 3.12 los de la Red Recurrente LSTM Difusa.
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Figura 3.6. Resultados del ejercicio de la Subseccién 3.3.2 con la KFRNN: (a) y (b) corresponden al
entrenamiento, mientras que (c) y (d) corresponden a la generalizacién. En las subfiguras: la “Salida 1”
representa a y; (k), 1a “Salida 2” a y,, (k), “A’ a la salida del sistema y “B” a la salida estimada por la red.
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Figura 3.7. Resultados del ejercicio de la Subseccidn 3.3.2 con la red LSTM: (a) y (b) corresponden al
entrenamiento, mientras que (c) y (d) corresponden a la generalizacién. En las subfiguras: la “Salida 1”
representa a y, (k), la “Salida 2” a y,, (k), “A” a 1a salida del sistema y “B” a la salida estimada por la red.
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Figura 3.8. Resultados del ejercicio de la Subseccién 3.3.2 con el ANFIS de orden 0: (a) y (b) corresponden
al entrenamiento, mientras que (c) y (d) corresponden a la generalizacion. En las subfiguras: la “Salida
1" representa a y, (k), la “Salida 2" a y,4 (k), “A” a la salida del sistema y “B” a la salida estimada por el ANFIS.
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Figura 3.9. Resultados del ejercicio de la Subseccién 3.3.2 con el ANFIS de orden 1: (a) y (b) corresponden
al entrenamiento, mientras que (c) y (d) corresponden a la generalizacién. En las subfiguras: la “Salida
1” representa a y, (k), la “Salida 2" a y, (k), “A” a la salida del sistema y “B” a la salida estimada por el ANFIS.
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Figura 3.10. Resultados del ejercicio de la Subseccién 3.3.2 con la KFRNN difusa: (a) y (b) corresponden
al entrenamiento, mientras que (c) y (d) corresponden a la generalizacion. En las subfiguras: la “Salida
1" representa a y,, (k), 1a “Salida 2” a y,, (k), “A” a 1a salida del sistema y “B” a la salida estimada por la red.
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Figura 3.11. Resultados del ejercicio de la Subseccidn 3.3.2 con la WN difusa: (a) y (b) corresponden al
entrenamiento, mientras que (c) y (d) corresponden a la generalizacién. En las subfiguras: la “Salida 1”
representa a y, (k), la “Salida 2” a y,, (k), “A” a 1a salida del sistema y “B” a la salida estimada por la red.
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Figura 3.12. Resultados del ejercicio de la Subseccién 3.3.2 con la Red Recurrente LSTM Difusa: (a) y (b)
corresponden al entrenamiento, mientras que (c) y (d) corresponden a la generalizacion. En las subfiguras:
la “Salida 1" representa a y, (k), la “Salida 2” a y,, (k), “A” a la salida del sistema y “B” a la salida estimada

por la red.
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Figura 3.13. Indices de desempeiio del ejercicio de la Subseccion 3.3.2: (a) entrenamiento, (b) ampliacion
de la grifica del entrenamiento (120 s), (c) generalizacion y (d) ampliacion de la grafica de la generalizacion
(100 s). En las subfiguras: “A” representa a la KFRNN, “B” a la red LSTM, “C” al ANFIS de orden 0, “D” al
ANFIS de orden 1, “E” a la KFRNN difusa, “F” a la WN difusa y “G” a la Red Recurrente LSTM Difusa.

Tabla 3.2. Comparacién entre los valores de los indices de desempefio de los algoritmos en el ejercicio de
la Subseccién 3.3.2.

Sistema Entrenamiento Generalizacion
Inmediata después Con otro tipo
del entrenamiento de senal de entrada
Iteracion 18,001 Iteracion 24,001 Iteracion 18,001
KFRNN 52.56x 1072 57.95x107* 17.95x 1072
Red LSTM 48.21x1072 58.53x1072 16.94x1072
ANFIS de orden 0 303.21x1072 315.14x1072 127.88x1072
ANFIS de orden 1 102.80x 1072 104.38 %1072 59.86x 1072
KFRNN difusa 182.69x107% 223.30x1072 22.93x1072
WN difusa 1,382.32x 1072 1,071.40x1072 48.20x 1072
Red Recurrente LSTM Difusa 43.69x1072 42.06x1072 8.04x 1072

Para el aprendizaje y la generalizacién de los algoritmos, se tomd un periodo de muestreo
T =0.01s. El aprendizaje se realizé en un lapso de 180s (18,001 iteraciones), con una comprobacién
adicional de 180-240s (6, 000 iteraciones), resultando en un proceso de 240s en total. La
generalizacién se considero en un lapso de 180s (18,001 iteraciones). La Figura 3.13 muestra la

evolucion de los indices de desempeiio de los algoritmos, la Tabla 3.2 muestra algo similar usando
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el valor de los indices de desempefio.
3.3.3. Discusion de los resultados obtenidos

En la Subseccion 3.3.1, desempefio entre los algoritmos es muy parecido (ver Figura 3.5
y Tabla 3.1) indicando que estos aprendieron con una eficiencia parecida. Pero, al observar la Figura
3.4, el seguimiento de trayectoria de la propuesta (Figura 3.4 (g)) y el de los demads algoritmos
(Figuras 3.4 (a)-(f)) es diferente; con la propuesta se tiene un seguimiento bueno de la serie de
tiempo, mientras que los otros algoritmos no.

Por su parte, en la Subseccidn 3.3.2, en el aprendizaje, asi como en la comprobacion
inmediata de éste, se observa un rendimiento similar entre los algoritmos a excepcién de la WN
difusa (Figuras 3.6 (a) y (b), 3.7 (a) y (b), 3.8 (a) y (b), 3.9 (a) y (b), 3.10 (a) y (b), 3.11 (a) y
(b),3.12 (a) y (b), 3.13 (a) y (b), y la Tabla 3.2). En la generalizacion, se observo una diferencia
notoria en el rendimiento de los algoritmos; el algoritmo con mejor rendimiento, es decir, el que
obtuvo el indice de desempefio mds bajo, incluyendo un seguimiento adecuado de la sefial deseada,
fue la red propuesta (Figuras 3.6 (c) y (d), 3.7 () y (d), 3.8 (¢) y (d), 3.9 (c) y (d), 3.10 (c) y (d),
3.11 () y(d), 3.12 (¢) y (d), 3.13 (c) y (d), y la Tabla 3.2).

Finalmente, en la comparacién de los sistemas difusos con la propuesta, se nota el efecto
de cambiar la forma en que se calcula la parte de ENTONCES de las reglas difusas, retomando a
Kabzinski y Kacerka [131], los sistemas difusos TSK mejoran su estimacién cuando se trata esa
parte como una funcién no lineal. La propuesta en comparacion con las redes neuronales, obtuvo
un rendimiento similar en cuanto a velocidad de aprendizaje, pero con un modelo mas completo

del sisterna como el que ofrecen los sistemas difusos.

3.4. Conclusiones del capitulo

Se desarrollo la propuesta de esta tesis, la lamada Red Recurrente LSTM Difusa. Esta red
ofrece un mejor rendimiento en comparacion a otros algoritmos inteligentes; esto se observé en
la identificacion de sistemas, en donde se compararon algunos algoritmos seleccionados con la
nueva red. La mayor ventaja de esta red es su rapidez de aprendizaje, la cual compensa el tamafo

de su estructura, que es considerada como su mayor inconveniente.
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Capitulo 4

Red Recurrente LSTM Difusa

para control de sistemas no lineales

Una vez establecidas las condiciones de operaciéon de la Red Recurrente LSTM Difusa, se
tiene la capacidad de usar la red propuesta en distintas aplicaciones, aparte de la identificacion de
sisternas, como lo es el control de sistemas. En el presente capitulo, se habla de la forma adecuada
de realizar dicho control, en especifico, se describen tres esquemas en los que la red propuesta

puede ser empleada para controlar sistemas no lineales.

4.1. Control de sistemas usando algoritmos inteligentes

El control de sistemas no lineales fue una de las principales motivaciones para el disefio
de la Red Recurrente LSTM Difusa, por lo que a continuacién se dan las bases para realizar esta
tarea. Se trabajo solo con sistemas definidos en tiempo discreto para la facil aplicacion de la red
propuesta. Cabe destacar que los esquemas usados para el control de sistemas no lineales también
se pueden usar para el control de sistemas lineales, tomando las consideraciones adecuadas.

Controlar un sistema consiste en alterar su comportamiento natural, de manera que la
respuesta del sistema cumpla determinados criterios de desempefio. Generalmente, el proceso
para controlar un sistema parte de la creacién de un nuevo sistema, al que se denomina controlador,

que utiliza la informacién disponible del sistema que se quiere controlar, denominado como planta.
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De modo que, al utilizar el controlador en conjunto con la planta, el controlador modificara los
parametros de la planta para obtener una respuesta deseada por parte de ésta.

Entonces, el disefio de controladores inicia con un andlisis de la planta, con el fin de obtener
parametros que sirvan para controlarla, para lo cual hay varias técnicas en el control automatico.
Los parametros necesarios para controlar una planta se pueden representar por medio de un
modelo, en donde se descartan los pardametros que no son de interés para realizar el control. Como
se menciono en el Capitulo 1 y en la Seccién 3.3, los sistemas inteligentes son capaces de obtener
modelos de un sistema, con el conocimiento de sus sefiales de entrada y salida. Ademas, el ajuste
de un sistema inteligente, al modelo de la planta de interés, se realiza por medio de procesos de
aprendizaje que modifican la estructura interna del sistema.

Entre las diferentes formas en que los sistemas inteligentes pueden crear modelos de una
planta destacan tres esenciales: por medio de un modelo funcional de la planta que muestra la relacion
entre su entraday salida, que puede resultar en un mapeo lineal o no lineal (dependiendo de la planta)
entre dichas sefales; por medio de un modelo recursivo, en donde se utilizan sefiales retardadas
de la entrada y salida de la planta para predecir su comportamiento actual o futuro; y por medio
de la representacion de los estados de la planta. El modelo recursivo es la metodologia mds popular,
ya que es facil de obtener y se ajusta perfectamente a los sistemas definidos en tiempo discreto.

Al modelo recursivo que usa sefiales retardadas de la sefial de entrada y la sefial de salida
de un sistema se le ha denominado como modelo NARX, Siegelmann et al. [132], del término en
inglés “nonlinear auto-regressive with exogenous inputs model” (modelo no lineal auto-regresivo
con entradas exdgenas). La palabra exdgeno se refiere a algo externo al sistema, pero en realidad
se trata de sefiales relacionadas con el sistema, que se toman en diferentes lapsos de tiempo durante
la operacion del sistema. Los sistemas inteligentes mas adecuados para trabajar con modelos NARX
son las redes neuronales y los sistemas difusos.

Con la Red Recurrente LSTM Difusa se pueden generar ficilmente modelos NARX, los
cuales se pueden aprovechar en el disefio de controladores. En la siguiente seccion se habla de
tres esquemas de control para plantas no lineales emplean a la red propuesta, en estos esquemas
también se hace mencién de un control auxiliar; a pesar de que la red aprende la dindamica del

sistema en cuestion con un buen indice de desempefio (valor cercano a cero) éste nunca es cero,
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siempre se tendrd un error de modelado muy pequefio en el mejor de los casos, por lo que con el

control auxiliar se busca minimizar este error atin mas en el contexto del error de control.

4.2. Diseno de controladores con la Red Recurrente LSTM Difusa

En esta seccion, se habla de tres tipos de esquemas de control, empleando el algoritmo de
la Red Recurrente LSTM Difusa. El proceso de control, en general, se sintetiza asi: los controladores
se alimentan con datos muestreados de la respuesta generada por la planta a controlar, la cual es
modificada con el control propuesto en cada caso. Los errores de los que se hace uso para entrenar

y medir la eficacia de los algoritmos, similar a lo planteado en (3.26)-(3.28), son definidos como:

E(k)=y(k)—y(k) (4.1)

Ec(k)=r(k)—y(k) (4.2)

donde (4.1) corresponde al error de identificacion entre la respuesta de la planta y la respuesta
del modelo de la planta obtenido con la Red Recurrente LSTM Difusa, y (4.2) corresponde al error
de control o seguimiento entre la referencia deseada para la planta y la respuesta de la planta.

También se hace uso de un segundo control que estd definido de la siguiente forma:

(k) =y (k—1)+0.1T y/|Ec(k—1)[sign(E(k—1)) (4.3)

y que es tratado como un controlador auxiliar en las estrategias propuestas, con la finalidad de
garantizar que el valor de (4.2) tienda a un niimero cercano a cero.

Las Redes Recurrentes LSTM Difusas de las que se usaron en los esquemas de control se
alimentan con dos sefiales de entrada y ofrecen una sefial de salida, generando asi nueve reglas
difusas para la creacién del modelo NARX requerido en cada esquema. Esto, de conformidad a
lo que se estableci6 en la Seccidén 3.2, por lo que las dimensiones de la red en cada caso son fijadas
tal que m=2, =1y p=9 considerando como minimo k=3 conjuntos difusos.

Los esquemas de control son presentados en el siguiente orden: la Subseccion 4.2.1 muestra

un control basado en el modelo de la planta a controlar, la Subseccién 4.2.2 muestra un control
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basado en el error de seguimiento (4.1) , y la Subseccién 4.2.3 muestra un control basado en la

referencia y el error de seguimiento (4.2).

4.2.1. Control basado en el modelo de la planta a controlar

k
r )—b- Moy (k) y(k)
Controlador Planta

A/
\

‘ (k)

Modelo de

la planta

A\

Figura 4.1. Esquema de control basado en el modelo de la planta a controlar: la Red Recurrente LSTM Difusa
es usada para obtener un modelo NARX de la planta que sirve para el control de la misma.

Este esquema de control usa un modelo NARX de la planta, ver Figura 4.1, y se basa en

el error mostrado en (4.2), de forma que:

Eo(k+1)=Eq(k)+u(k) (4.4)

Ec(k+1)=r(k)—y (k) +u(k) (4.5)

Se tiene que (4.4) es un sistema lineal en torno al error de control, E.(k), lo que se pretende
con este sistema es llevar al error de control a un valor cercano a cero por medio de un control

u(k). Por tanto, a partir de (4.5) y (4.1), se tiene:
u(k)=—r(k)+3y(k)+E(k) (4.6)
y proponiendo un control similar a (4.3):

up(k)=ur(k—1)+0.5T y/ [u(k—1)|sign(u(k—1)) (4.7)
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se garantiza que el error de control tienda a cero en el ejercicio propuesto al inicio de la seccidn.

4.2.2. Control basado en el error de seguimiento

r(k)
Controlador
2
E (k)
7!
. Controlador Uy (k) y(k)
1 Planta

Figura 4.2. Esquema de control basado en el error de seguimiento: la Red Recurrente LSTM Difusa y el
control auxiliar generan la sefial de control para la planta usando el error de seguimiento.

En este tipo de control se emplea al error de seguimiento, es decir, el conocimiento de
los valores de (4.5); el modelo NARX del controlador es entonces estimado por la Red Recurrente
LSTM Difusa a partir de este conocimiento. Ademads, se hace uso de (4.3) como un control auxiliar
al control generado por la red, el cual se aplica después del entrenamiento de la red, con el fin de
garantizar un error minimo de seguimiento.

En la Figura 4.2, el “Controlador 1” corresponde a la red y el “Controlador 2” corresponde

al control auxiliar. Este esquema se basa en la siguiente idea:

x(k+1)=f (k)+g(ku(k) (4.8)
1

Por otro lado, (4.8) y (4.9) son una representacién de un sistema no lineal del tipo afin;
si se asume g (k)= 1, entonces solamente se tiene que preocupar por la obtencién de u¢ (k) por
medio de la Red Recurrente LSTM Difusa.

La red es capaz de obtener la sefial de control que minimiza el error de control, si esta red
es usada como se sugiere en la Figura 4.2, y que durante su proceso de entrenamiento el error con
el que se entrena (indice de desempefio) sea el error descrito por (4.2), el error de seguimiento.

El control auxiliar (4.3) se utiliza después de que la red termina su proceso de aprendizaje. Esto,



78

porque la red no siempre logra captar toda la dindmica de un sistema, en la practica es comun que
la red capte la mayor parte del sistema, pero siempre se tendra un error, la mayoria de ocasiones
minimo, entre la red y el sistema que aprendid. Por lo que el control auxiliar ayuda a que ese error,

remanente en la red, no afecte el resultado final del proceso de control.
4.2.3. Control basado en la referencia y el error de seguimiento

Este esquema de control es fundamentalmente igual al de la subseccién anterior, pero con
un ligero cambio; en vez usar en la red valores retardados de la sefial del error de seguimiento,
se usan valores retardados de la sefial de referencia. Por lo que, en la Figura 4.2, el controlador que
corresponde a la Red Recurrente LSTM Difusa, en lugar de ser alimentado con el error de seguimiento,
E.(k), es alimentado con la referencia, r(k), pero manteniéndose lo establecido anteriormente
para el entrenamiento de esta red, asi como sus parametros internos y el uso de un control auxiliar.

Comparando esquemas, el dela Subseccion 4.2.2 se compone de dos controladores, mientras
que el de esta Subseccion, a pesar de que se compone también de dos controladores, la informacion
con la que se obtiene la sefial de control proviene solamente del error de control; motivo por el cual las
sefiales que se obtienen de los controladores deben de ser distintas. En la siguiente seccion se compara
el rendimiento de cada controlador expuesto con anterioridad, por medio de la tarea de controlar

un sistema no lineal, mostrando el comportamiento de las sefiales involucradas en cada caso.

4.3. Comparacion del rendimiento de cada controlador

Los controladores que se disefiaron con anterioridad se comparan, a través del control de
un sistema no lineal, en esta seccion. Estos esquemas fueron construidos y simulados en el software
MATLAB, tal y como los demas ejercicios mostrados en la tesis hasta el momento. La planta a controlar

se tomd de uno de los ejemplos mostrados por Sastry et al. [ 130] y se expresa en la siguiente ecuacion:

y (k)

y(k+1)=0.5[1+y2(k)

+(1+u(k))u(k)(1—u(k))] (4.10)

en donde: y(k) <R representa a la respuesta de la planta y u(k) €R representa la sefial de control

que modifica a la planta. Entonces, el objetivo de control de los esquemas es que la respuesta de
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la planta (4.10), y(k), siga el comportamiento de la siguiente sefial de referencia:

Si kT <200, r(k)=0.5sen(2”kT)
SikT>200 & kT <220, r(k)=0.5
SikT>220 & kT <240, r(k)=—0.5
r(k)=1 Si kT>240 & kT <260, r(k)=0.5 (4.11)
Si kT >260 & kT <280, r(k)=—0.5

SikT>280& kT <300, r(k)=0.5
2nkT)

SikT>300, r(k) :0.4sen(
\

siendo: k las iteraciones y T el periodo de muestreo para el proceso, respectivamente.

Las Redes Recurrentes LSTM Difusas que se usaron en los esquemas de control se alimentan
con dos sefiales de entrada y ofrecen una sefal de salida, generando asi nueve reglas difusas para la
creaciéon del modelo NARX requerido en cada esquema. Esto, de conformidad a lo que se establecié
en la Seccién 3.2, por lo que las dimensiones de las redes en cada caso son fijadas comom=2,[=1
y p=9, considerando un minimo de x =3 conjuntos difusos.

Ademas, para medir la adaptabilidad y robustez de los esquemas de control propuestos,
se agrego una perturbacion en cada caso. La perturbacion consiste en la generacion de niimeros
aleatorios, en el rango de valores [—0.1,0.1], a la sefial que alimenta a las redes en el periodo de
tiempo de 360—380s (2,001 iteraciones). Los esquemas de control son presentados en el siguiente
orden: primero el de la Subseccién 4.2.1, después el de la Subseccién 4.2.2, y por tltimo el de la
Subseccion 4.2.3

Iniciando con la Subseccion 4.2.1, Figura 4.1, y lo dicho al inicio de la seccion: el modelo
NARX de la planta es generado por la Red Recurrente LSTM Difusa, utilizando retardos de la planta,
siendo U(k)=[y(k—2),y(k—3)]" para la red, ademas esta red es entrenada con el error mostrado
en (4.1). Las variables del proceso de entrenamiento para la red se fijaron en 7=0.03 y ¢ =0.005,
mientras que los pesos iniciales de la red se definieron aleatoriamente en el intervalo [—0.1,0.1].

Los resultados de este ejercicio se muestran en la Figura 4.3.
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Figura 4.3. Resultados del esquema de control de la Subseccion 4.2.1: en (a) se muestra el comportamiento
de la referencia ‘A”, la planta “B” y la Red Recurrente LSTM Difusa “C”; en (b) se muestra la seiial de control

generada por el esquema propuesto; en (c) se muestra el indice de desempefio de la red; y en (d) se muestra
el indice de desempefio del controlador.

Tabla 4.1. indices de desempefio de la Red Recurrente LSTM Difusa y el controlador en la Subseccién 4.2.1
durante los eventos destacados del proceso.

Evento Iteracién Indice de desempefio
Red Controlador
Fin del entrenamiento 18,001 1.40x1073 3.21x1076
Antes de la perturbacién 36,000 1.10x1072 3.60x107°
Después de la perturbaciéon 38,001 1.40x1072 3.40x107°
Final del proceso 42,001 1.20x1073 3.10x107%

La Figura 4.3 se compone de cuatro subfiguras: en (a) se muestra el seguimiento de la
planta y de la red con respecto de la referencia, el cual, en ambos sistemas, es aceptable; en (b)
se muestra la sefial de control generada por el controlador expuesto en (4.7); en (c) se muestra
el indice de desempefio de la red para la identificacion del sistema, el cual se mantiene en un valor

cercano a cero, que indica que la red aprendié la dindmica de la planta satisfactoriamente; y en
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(d) se muestra el indice de desempefio del controlador, que se mantiene en un valor cercano a cero,
indicando que el control fue efectivo.

Asimismo, en la Tabla 4.1 se muestra el valor del indice de desempefio de tanto la Red
Recurrente LSTM Difusa que se uso para identificar la planta, asi como del controlador; se muestra
el valor de los indices de desempefio en diferentes situaciones, concordando con lo que se muestra
en la Figura 4.3 y sus subfiguras. El valor de ambos indices de desempefio se mantiene cercano

a cero, por lo que ambos algoritmos se ejecutaron de manera satisfactoria.
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Figura 4.4. Resultados del esquema de control de la Subseccién 4.2.2: en (a) se muestra el comportamiento
de la referencia “A” y la planta “B”; en (b) se muestra el comportamiento de la sefial de control generada
por el esquema propuesto “A’, la contribucién de la red “B” y la contribucién del control auxiliar “C”; y en
(c) se muestra el indice de desempefio del controlador.

Tabla 4.2. ndices de desempefio de la Red Recurrente LSTM Difusa en el esquema de control de la Subseccién
4.2.2 durante los eventos destacados del proceso.

Evento Iteracién Indice de desempefio
Fin del entrenamiento 18,001 1.51x107*
Antes de la perturbacion 36,000 7.46x107*
Después de la perturbacién 38,001 1.30x 1073

Final del proceso 42,001 1.20x 1073
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Luego, para el control de la Subseccion 4.2.1, los valores de los pardmetros de la Red
Recurrente LSTM Difusa se seleccionaron n=0.7 y @=0.01, mientras que los valores de los pesos
sindpticos se establecieron aleatorios en el rango [—0.1,0.1]. La entrada de la red se cambia de
tal forma que U(k)=[E.(k—1),E.-(k—2)]" para la red. Los resultados de este ejercicio se muestran
en la Figura 4.4: en (a) se muestra el seguimiento de la planta con respecto de la referencia, el
cual es aceptable; en (b) se muestra la sefial de control generada por la red y el control auxiliar,
el control auxiliar se activa después del entrenamiento de la red y su participacion en la sefial de
control total es pequefia en comparacion a la de la red; y en (c) se muestra el indice de desempefio
del control, que se mantiene en un valor cercano a cero, indicando que el control fue efectivo.

La principal diferencia entre este esquema y el anterior es la generacion de la sefal
de control; mientras que en el esquema de la Subseccion 4.2.1 la sefial proviene de un solo
controlador y no es tan abrupta, en este esquema la sefial se compone de dos controladores y
tiene un comportamiento mas abrupto. La Tabla 4.2 muestra el valor del indice de desempefio del
controlador en diferentes situaciones, concordando con lo que se muestra en cada subfigura de

la Figura 4.4, el valor del indice se mantiene cercano a cero indicando que el control fue exitoso.
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Figura 4.5. Resultados del esquema de control de la Subseccion 4.2.3: en (a) se muestra el comportamiento
de la referencia “A’ y la planta “B”; en (b) se muestra la sefial de control generada por el esquema propuesto‘A’,
la contribucion de la red “B” y la contribucion del control auxiliar “C”; y en (c) se muestra el indice de
desempefio del controlador.
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Tabla 4.3. Indices de desempeifio de la Red Recurrente LSTM Difusa en el esquema de control de la Subseccién
4.2.3 durante los eventos destacados del proceso.

Evento Iteracion Indice de desempeiio
Fin del entrenamiento 18,001 3.57x107°
Antes de la perturbacién 36,000 1.10x 1073
Después de la perturbacién 38,001 1.30x 1072
Final del proceso 42,001 1.20x1072

De forma similar, para el esquema de la Subseccion 4.2.2, se mantienen las
mismas condiciones que en el caso anterior para la red, excepto la entrada que cambia a
U(k)=[r(k—1),r(k—2)]7, y los resultados de este ejercicio se muestran en la Figura 4.5: en (a)
se muestra el seguimiento de la planta con respecto de la referencia, el cual es aceptable; en (b)
se muestra la sefial de control generada por la red y el control auxiliar, el control auxiliar se activa
después del entrenamiento de la red y su participacion en la sefial de control total es pequefia en
comparacion a la de la red, como fue visto en la antes; y en (c) se muestra el indice de desempefio
del control, que se mantiene en un valor cercano a cero, indicando que el control fue efectivo.

La diferencia mds notoria que existe entre este esquema de control y el anterior estd en
la forma de la sefial de control. En el esquema de la Subseccién 4.2.2 la sefial de control se compone
de dos controladores y tiene un comportamiento abrupto, mientras que en este esquema, a pesar de
que la sefial de control se compone también de dos controladores, la sefial tiene un comportamiento
menos abrupto, similar al de la Subseccién 4.2.1 que solo utiliza un controlador. En general, se busca
que la sefial de control obtenida de los controladores no sea tan abrupta, esto, con el fin de mantener
en buen estado a los componentes fisicos de la planta que son los que interactiian con esta sefial,
pero también dependera de la aplicacién en particular si la sefial de control deseada es abrupta o no.

Por tiltimo, en la Tabla 4.3 se muestra el valor del indice de desempefio del controlador;
se muestra el valor del indice de desempeno en diferentes situaciones, concordando con lo que se
muestra en cada subfigura de la Figura 4.5, el valor del indice se mantiene cercano a cero indicando
que el control fue exitoso. Si se comparan las Tablas 4.1, 4.2 y 4.3, el comportamiento de los tres

esquemas de control es satisfactorio, ya que en todos los casos se presenta un buen seguimiento
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de la referencia deseado por parte de la salida de la planta y ademas se tiene robustez ante la

perturbacion que se agrega en las simulaciones.

4.4. Conclusiones del capitulo

Tres esquemas para control de sistemas no lineales fueron establecidos, estos esquemas
se benefician de la capacidad de aprendizaje de la Red Recurrente LSTM Difusa y de un control
auxiliar. Estos esquemas pueden ser replicados para diversos tipos de sistemas no lineales, y al
igual que en los resultados mostrados en este capitulo, se puede esperar un error aceptable entre

la respuesta del sistema a controlar y el comportamiento deseado para éste.
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Capitulo 5

Evaluacion de estructuras

con la Red Recurrente LSTM Difusa

Una drea de investigacion relevante en la actualidad es la salud estructural, dado que ésta
permite extender la vida ttil de estructuras fisicas y crear un ambiente seguro en torno a ellas. La
salud estructural es una materia interdisciplinaria, en la cual se combinan elementos de la mecanica
con elementos de la informadtica. En este capitulo, se habla de una metodologia que incorpora a

la Red Recurrente LSTM Difusa en esta area.

5.1. Sistemas inteligentes en el monitoreo de salud estructural

El monitoreo de salud estructural se ha convertido en una necesidad en aplicaciones
pertenecientes a la ingenieria aeroespacial, la ingenieria mecénica y la ingenieria civil. Su utilidad
radica en la validacion de estructuras fisicas, es decir, evalia si una estructura es capas de realizar
o seguir realizando las funciones para las que fue disefiada. Salud estructural se puede definir como
la adquisicion, validacion y analisis de datos técnicos para facilitar las decisiones de la gestion del
ciclo de vida de una estructura; implica la creacion de sistemas capaces de detectar cambios en una
estructura debido al dafio provocado por fendmenos externos o las operaciones en dicha estructura.

Una estructura puede cambiar su comportamiento o actuacion a base de un cambio subito o

gradual en su estado, condiciones de carga, y sus mecanismos de respuesta. Dentro de las principales
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ventajas de desarrollar un sistema de monitoreo de salud estructural se tienen: el crear un ambiente
seguro, incrementar la confiabilidad de operacién de la estructura, extender la vida 1til de los
componentes de la estructura, reducir las pruebas y mantenimiento de la estructura, reducir el tiempo
muerto en el uso de la estructura y, por tanto, reducir costos que involucran la operacion de la misma.

Algunos términos importantes y recurrentes, dentro del area de la salud estructural, son

los siguientes:
» Dafo: deficiencia o deterioro en la composiciéon de una estructura, causado por cargas
externas, condiciones ambientales o errores humanos.
= Deteccidn: identificacion de la existencia de condiciones andémalas en un sistema.
= Diagndstico: identificacion de la causa de condiciones andmalas.
= Pronostico: prediccion de la cantidad restante de vida ttil de un sistema.
= Monitoreo: se refiere al andlisis de los datos obtenidos de sensores colocados en una estructura
para determinar el estado de la misma.
» Falla: cualquier accién que conduzca a una incapacidad en alguna parte, o en su totalidad,
de una estructura o una maquina para funcionar de manera prevista.
El dafio puede ser visible, como lo son las grietas, las deformaciones, la reduccidn de superficies o la
exfoliacion; asimismo, también puede ser imperceptible, como en el caso de estructuras complejas
en las que resulta dificil observar los elementos que las componen. Generalmente, las estructuras
tienen cierta tolerancia al dafo, pero si el dafio se sale de la tolerancia una deteccion a tiempo
puede impedir una falla. La deteccion implica la recopilacion y procesamiento de datos, ya sea
de forma activa o pasiva.

Un problema clave, en salud estructural, es la deteccién y aislamiento de dafio en una
estructura a partir de datos resultantes del analisis de mediciones realizadas en diferentes partes
especificas de esta estructura. Usualmente, los datos obtenidos de mediciones estdn contaminados
con ruido, asi como que el niimero de mediciones realizadas, en ocasiones, es limitado. Para hacer
una evaluacién del dafio, entonces, un modelo debe ser construido a partir de los datos recopilados
y procesados las mediciones. Este modelo del que se habla debe de efectuar un reconocimiento
de patrones, el cual mapea la localizacion del dafio estructural, o simplemente la presencia de dafio,

y los datos que son introducidos al modelo.
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A lo largo del tiempo se han desarrollado diversos enfoques para tratar los problemas
presentes en la salud estructural, resaltando el uso de los sistemas inteligentes, sobre todo de
los sistemas difusos. Los modelos difusos, que se han utilizado para salud estructural, abordan
directamente las incertidumbres presentes en los datos de las mediciones, a través de sus procesos
de fusificacion y defusificacion. Ademas, estos modelos se acoplan bien a la salud estructural, ya
que se pueden crear guias fdciles de interpretar debido al empleo de variables lingtiisticas.

Entre los trabajos que hacen uso de sistemas inteligentes en salud estructural, se tiene un
algoritmo neuro-difuso para deteccién de dafio, que se describe por Ramu y Johnson [133]. En este
trabajo se emplea un método conocido como “vertex” para ajustar los parametros del algoritmo,
en particular los parametros de las funciones de pertenencia de la parte difusa (valores discretos
para las funciones de pertenencia), ademas de dividir el algoritmo en mddulos para facilitar el
aprendizaje del mismo, obteniendo buenos resultados.

Una propuesta destacada de un algoritmo difuso es hecha por Sawyer y Rao [134], en
donde se presenta un procedimiento de deteccion de fallas estructurales. La logica difusa, en
conjunto con mecanismos de deteccién continua de fallas, son utilizados para procesar y analizar
las incertidumbres dentro de los datos obtenidos de estructuras dafiadas. Las asociaciones difusas,
entre las respuestas de la estructura y las condiciones de dafio, se generaron con simulaciones de
elemento finito; estas asociaciones se codificaron en un banco de memoria difuso para formar una
base de conocimiento. El algoritmo de inferencia difuso consulta a la base de conocimiento, de
tal forma que se infiere la posible localizacion del dafio y el nivel de éste.

Zhao y Chen [135] proponen un sistema difuso de inferencia basado en reglas para
diagnosticar y predecir dafio en un puente. Esta propuesta es capaz de brindar a los disefiadores
de puentes valiosa informacion, la cual se relaciona con el impacto de los factores del disefio en
el deterioro del puente. Otro algoritmo usado para diagnosticar dafio en puentes es el que muestran
Meyyappan et al. [ 136], este algoritmo opera en tiempo real y se compone de un sistema difuso
y una red neuronal; el sistema difuso determina la presencia de dafo, mientras que la red neuronal
predice la cantidad de dafio en el lugar que indica el sistema difuso.

Por otro lado, Dempsey y Afjeh [137] desarrollaron una herramienta de diagndstico

para detectar dafio en ruedas dentadas. Se combind la légica difusa con datos obtenidos de dos
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tecnologias de medicidn, andlisis de residuos de aceite y vibracion; los datos de las vibraciones
fueron extraidos de acelerometros y los datos de los residuos de aceite de un sensor comercial
especializado. Esta herramienta resulté mas exacta que las implementaciones pasadas, las cuales
no se basan en sistemas inteligentes.

Soh y Bhalla [138] proponen un modelo de dafio para concreto, el cual involucra a un
sistema difuso basado en probabilidad, tomando como referencia la rigidez de la estructura bajo
estudio para calcular la extension del dafio y también el uso de datos de sensores de impedancia
colocados en la estructura. Esto permiti6 la calibraciéon de transductores de piezo-impedancia
en términos de la severidad del dafio, sirviendo asi como un modelo de dafio fenomenolégico
empirico-practico para estimar cuantitativamente la severidad del dafio en el concreto.

Otro algoritmo neuro-difuso importante es el mostrado por Wang et al. [139], el cual fue
desarrollado para el monitoreo de la salud estructural de sistemas de engranajes. Este algoritmo
exhibe gran robustez ante el ruido presente en las sefiales obtenidas de los sensores, que obtienen
datos del sistema en cuestion, logrando asi mejores resultados en el diagndstico de dafio, incluso
mejores que otros algoritmos similares a éste. De manera similar y tomando ventaja de las bases de
datos que se pueden crear para sistemas difusos, Zio y Gola [140] desarrollan una red neuro-difusa
para la deteccién de dafio en maquinas rotatorias.

Una red especializada conocida como GRNNFA (siglas en inglés de “general regression
neural network and fuzzy ART <<adaptive resonance theory>>", red neuronal de regresiéon
general y difusa ART), que se establecid por Lee y Lam [141], y que combina caracteristicas de
las redes neuronales de regresion y los sistemas difusos ART; obteniendo un entrenamiento rapido
y estable para la red, ademds del incremento mesurado de la estructura de la misma. Esta red
fue aplicada a la identificacion de dafo en un edificio, y al igual que la mayoria de los algoritmos
mencionados en este capitulo, ofrecié buenos resultados a pesar de las incertidumbres presentes
en los datos obtenidos de la estructura.

La combinacién entre algoritmos genéticos y sistemas difusos también han sido empleada
para la deteccién de dafio, como es el caso del trabajo de Pawar y Ganguli [142], en donde se
monitorea la salud estructural en tiempo real de las aspas de un helicéptero. La deteccién de dafio

se realiza por medio de mediciones, de desplazamiento y fuerza, derivadas de condiciones de
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dafio y condiciones sin dafio. La combinacién de métodos probabilistas y sistemas difusos se puede
apreciar en el trabajo de Taha y Lucero [143], en donde se propone un algoritmo de uso general
para el reconocimiento de dafio estructural; la propuesta consiste en transformar los escasos datos
obtenidos de mediciones en un esquema de actualizacion Bayesiano en conjuntos difusos, para
ser usados en una métrica de semejanza para identificar el estado de la estructura.

Por medio de un ANFIS, Zhu y Wu [144] proponen la deteccién rdpida de dafo estructural.
Este ANFIS fue ideado para monitorear la integridad fisica de edificios posterior a un sismo, siendo
capaz de determinar si es seguro para las personas regresar a un edificio después de un sismo. El
algoritmo difuso toma como base a los datos de la dinamica de vibraciones de la estructura de un
edifico, los cuales son registrados en determinados intervalos de tiempo. El ANFIS realiza tareas de
identificacion no paramétrica y prediccion de la respuesta de la estructura, tomando en cuenta los
datos arrojados por sensores ubicados en diferentes partes del edificio, para determinar en donde
se encuentra el dafio.

Algunos trabajos en donde se comparan las diversas técnicas de deteccion y diagnostico
de fallas, incluyendo el uso de la l6gica difusa en ello, se tienen a los de Lopez y Sarigul-Klijn [145],
Corddn [146], Jiang et al. [147], Thenozhiy Yu [148] y Gordan et al. [ 149]. Estos trabajos resaltan la
importancia de usar varios métodos de deteccion de dafo, con el fin de obtener resultados mas sdlidos,
razén por la cual los algoritmos difusos en combinacién con otros algoritmos de la computacion
flexible han sido empleados para estas tareas tiltimamente. Ademads de otros algoritmos inteligentes,
se pueden utilizar otras metodologias, como métodos probabilistas y modelos matematicos, en
combinacién de los sistemas difusos para mejorar la toma de decisiones en torno al dafio.

La combinacién de varios tipos de algoritmos inteligentes ha permitido una mejora en
la deteccién de dafo en diversas aplicaciones, estos algoritmos se ajustan a los requerimientos
del monitoreo de salud estructural, como lo es principalmente el tratamiento de datos con
incertidumbres. Tomando esto como motivacion, dado que la Red Recurrente LSTM Difusa tiene
mejoras en comparacion a otros algoritmos inteligentes similares, la red propuesta se probé en
esta area obteniendo buenos resultados. Ademas, en la metodologia que se propuso se hace uso
de teléfonos celulares, ya que con la tecnologia que poseen estos dispositivos dentro de si mismos

se permite la recoleccion de informacién de manera eficiente y a bajo costo.
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5.1.1. Uso de teléfonos inteligentes en la evaluacion de daiio estructural

Los trabajos que hacen uso de los teléfonos celulares, o teléfonos inteligentes, en la deteccion
de dafo estructural han aumentado en afios recientes. Por ejemplo, Zhao et al. [150] comprueban
la fiabilidad de los datos obtenidos con los teléfonos celulares en una estacién de pruebas para
movimientos sismicos, con resultados favorables; de los datos obtenidos de los teléfonos celulares
se obtiene informacion que indica la presencia de dafo estructural en una estacién de pruebas
que simula ser un edificio, los datos que se obtienen son la variacion de las frecuencias modales
y el desplazamiento residual.

Paul et al. [151] proponen una metodologia de deteccion de dafo estructural en tiempo
real, donde se hace uso del llamado internet de las cosas. De esta forma, se genera una red de
comunicacién entre un dispositivo que analiza los datos en tiempo real de un edificio, teléfonos
celulares, y una computadora remota (nube). Esto para tener un sistema de monitoreo continuo,
que se alimenta de varias fuentes de informacion, dando como resultado analisis mas robustos
en la deteccién de dafio del edificio en cuestién.

Otro sistema de monitoreo es el presentado por Abdullahi et al. [152], en donde se hace
uso de las plataformas de software de LabVIEW y de ARDUINO. En este trabajo, de manera similar
al anterior, se genera un sistema de monitoreo en tiempo real. Existe una comunicacion entre
computadoras remotas, teléfonos celulares y otros elementos dentro del edificio, como lo son
acelerometos y demds dispositivos moviles.

Una red de microcomputadoras y teléfonos inteligentes es presenta por Morgenthal et al.
[153], en la cual estos dispositivos son usados para adquirir y mostrar datos del movimiento de un
edificio. En este trabajo, se comprueba que el uso de teléfonos celulares en este tipo de tareas tiene
un costo-beneficio positivo, en comparacion con alternativas tradicionales. También se exponen
algunas desventajas del uso de teléfonos inteligentes, pero se muestran medidas para mitigar
tales desventajas, entre las desventajas se tienen: la calidad de la medicién varia de dispositivo
en dispositivo, asi como los tiempos desiguales de muestreo.

En el trabajo de Guzman-Acevedo et al. [154] se hace énfasis en los sensores internos de los

teléfonos celulares, como lo son el GPS (siglas en inglés de “global positioning system”, sistema de



91

posicionamiento global) y los acelerometros, buscando la forma més eficiente de obtener informacién
de ellos. En el articulo se estudia el caso particular de un puente con problemas de vibracién, en
donde se obtienen datos de desplazamiento estatico y dinamico con los cuales se determina si existe
un comportamiento estructural indebido en el puente, lo que se definié como dafio.

Por otra parte, Ozer y Feng [155] proponen la creacion de una red comunitaria formada
de teléfonos celulares, en la que varios dispositivos dentro de un edificio aportan informacion para
poder determinar el estado de éste. Similarmente, Zhang et al. [156], por medio de una aplicacién
en el sistema operativo de teléfonos celulares android, generan la conexion entre varios dispositivos
para realizar el diagnostico de dafio en edificios a partir de datos recolectados por los mismos. Cabe
mencionar que estos trabajos hacen uso de algoritmos similares a los mencionados anteriormente
para llevar a cabo el diagnostico de dafio estructural.

Mas trabajos en los que se plantea el uso de redes comunitarias de teléfonos celulares,
para deteccion de dafio, se tiene a los elaborados por: Sharma et al. [157], que presentan una red
de teléfonos celulares, camaras inteligentes y drones, en donde el procesamiento de informacion
se hace por medio de inteligencia artificial y aprendizaje profundo aplicado en redes neuronales
de tipo convolucional; Alzughaibi et al. [158], en donde se presenta un proyecto a gran escala
para monitorear el dafio en edificios, el cual esta basado en la participacion de varias personas
dentro de una localidad que aportan informacion a través de sus teléfonos celulares, ademas de
la adicién de dispositivos con acceso a internet como camaras, tabletas y sensores convencionales
colocados en los edificios de interés; Han y Zhao [159], en el que se hace uso de iphones(que usan
el sistema operativo iOs) y sensores convencionales conectados a internet para conformar una red
de monitoreo en tiempo real de un edificio, siendo relevante el hecho de que el uso de teléfonos

celulares no se limita a aquellos dispositivos con android como sistema operativo.

5.2. Aplicacion de la Red Recurrente LSTM Difusa en la evaluacion

de dano estructural

Para observar las capacidades de la Red Recurrente LSTM Difusa en la evaluacion de dafio

en estructuras se desarroll6 una aplicacién en particular: esta red se implementd en una estacion de
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pruebas dedicada para probar algoritmos de deteccién de dafio estructural en edificios ocasionado
por sismos. La estacion estd construida de tal forma que se asemeja a un modelo a escala de un edificio,
ver Figura 5.1 (a), el cual consta de tres niveles: planta baja, primer y segundo piso. La estructura
se mantiene unida por medio de varios tornillos y reposa sobre una base, la base es una plataforma
solida de metal unida a dos motores ubicados conforme al plano cartesiano X,Y, el movimiento

de los motores simula entonces los movimientos que se generan en un sismo para la estacion.

fie) [:I]

L1 T

(b)

Figura 5.1. Estacién de pruebas para probar algoritmos de deteccién de dafio estructural en edificios debido
a sismos: (a) fotografia del la estacion ubicada en el Departamento de Control Automatico, (b) esquema
para deteccion de dafio estructural propuesto en esta seccion que plantea la comunicacién inalambrica entre
los dispositivos en la estacion y una computadora.

En la estacién de pruebas se puede simular el dafio estructural de diferentes maneras, por
ejemplo, se pueden aflojar los tornillos de determinada seccién y hacer que los motores generen un
movimiento semejante al registrado por un sismo con anterioridad, y a partir de ello se puede ver
que tanto se desajusta la estructura en funcion de los movimientos a los que se somete. La estacion
cuenta con sensores en la planta y los dos pisos para medir el efecto del movimiento generado
por los motores, pero también se tiene posibilidad de colocar mds sensores, segtin sea el caso del
algoritmo que se pruebe en la estacion.

El control, y monitoreo, de los motores y los sensores de la estacion se realiza a través

de una interfaz conectada una computadora ejecutando el programa MATLAB, ademads, en esta
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computadora se tienen varias bases de datos que contienen informacién de movimientos sismicos
registrados a través del tiempo, asi como andlisis que se han hecho con anterioridad en la estacion.

En la aplicacidn, se recopilan datos de los dos pisos que componen a la estacion, sin
considerar a la base o planta baja. Los datos son obtenidos de las mediciones realizadas por medio
de teléfonos celulares, en especifico de los acelerometros que tienen integrados los teléfonos.
La informacion obtenida es transmitida de la estacién de pruebas a una computadora para su
procesamiento a través de un mdédem inalambrico, ver Figura 5.1 (b), en donde se ejecuta el
algoritmo que determina la presencia de dafio en la estacion. Con lo anterior, se estableci6 una
metodologia para la deteccion del dafio estructural, que se basa en la recopilacion facil y rapida
de informacion para su analisis inmediato.

Se tienen varias ventajas que se pueden aprovechar con el uso de los teléfonos celulares,
pero también se tienen algunos inconvenientes. Entre las ventajas, se tiene que los teléfonos
celulares son dispositivos que integran varios tipos de sensores, asi como diferentes tipos de
protocolos de comunicacion, dando asi la posibilidad de desarrollar diferentes aplicaciones que
hagan uso de los sensores de los dispositivos: los teléfonos son compactos, su interfaz es sencilla
y ademas son relativamente accesibles econémicamente hablando. Las desventajas que se tienen
es que los teléfonos necesitan recargar su bateria interna para seguir funcionando, no todas las
aplicaciones funcionan correctamente en todos los dispositivos, no todos los celulares tienen la
misma version de sistema operativo y, dependiendo de la marca del teléfono, se construyen con
diferentes conjuntos de hardware.

La metodologia propuesta de deteccién de dafio estructural contempla la colocacién de
un teléfono al centro de cada piso de la estacion de pruebas, ver la Figura 5.1, para recopilar
informacion de la aceleracion lineal (con respecto a un eje cartesiano X,Y) en cada piso al momento
de simular el movimiento provocado por un sismo. Utilizando una aplicacion en los dispositivos,
los teléfonos envian datos de la simulacién a una computadora, inalambricamente por medio de un
modem Wi-Fi exclusivo para esta tarea, en donde estos son almacenados y después procesados para
aplicados en la Red Recurrente LSTM Difusa. Aplicando un entrenamiento y ciertas consideraciones
especiales en la interpretacion de la informacion obtenida, la red puede ofrecer un diagnéstico

que indique la presencia de dafio en la estructura de la estacion.
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Los teléfonos tienen una bateria que promedia doce horas de uso continuo, con una capacidad
de 1750 mAh, y corresponden a equipos de la marca SONY modelo XPERIA S comercializados
en el afio 2012, estos equipos tienen el sistema operativo android versién 2.3 y cuentan con un
procesador de la marca Qualcomm modelo Snapdragon S3 MSM8260 a 1.5 GHz doble nticleo, con
1 GB de memoria RAM y 32 GB de memoria para almacenamiento interno. Ademads, los teléfonos
tienen integrados los siguientes sensores: un acelerometro, un sensor de campo electromagnetico
que se utiliza como sensor de proximidad, un sensor de luz ambiental, un magnetometro, un
GPS y un giroscopio. Los parametros de los sensores de inercia fueron determinados de manera
experimental, el Og offset del acelerometro es 0.12Veneleje X,0.71 Veneleje Y.

Por otra parte, el médem que se usa para la comunicacién inaldambrica entre los teléfonos
y la computadora corresponde a un equipo de la marca Nexxt Solutions, modelo NEBULA 150, el
cual cuenta con cuatro puertos LAN de 10/100 Mbps, asi como puertos IEEE802.11n inaldmbricos.
Asimismo, la computadora en la que se recolecta la informacién, y en donde se ejecuta el algoritmo
de deteccion de dafio estructural, fue proporcionada por el departamento de control automatico,
la cual cuenta con el sistema operativo Windows 10, implementando una copia de la versién 2020
del software MATLAB.

Entonces, se toman mediciones de la estacién de pruebas durante un movimiento sismico
considerando dos casos: cuando la estructura no tiene dafio y cuando la estructura tiene dafio.
De esta forma, se obtienen cuatro vectores de medicines (correspondientes a las aceleraciones
enX y Y en cada piso) para ambos casos, con los cuales se generan dos modelos usando a la Red
Recurrente LSTM Difusa. Las medicines se toman con un periodo de muestro T =0.001s, durante
33s, obteniendo 33,001 datos por medicion. Los modelos generados se comparan entre si, con el

fin de decidir cual es el mejor para determinar la presencia de dafio en la estructura.
5.2.1. Tratamiento de las sefiales provenientes de los teléfonos en la estructura

Antes de poder describir la operacion de la red para detectar dafio, primero se aclara el
procesamiento de datos con los que trabaja la red. Los celulares envian datos a través de sefiales
de Wi-Fi, por medio de un médem exclusivo para ello, a una computadora que se encarga del

procesamiento de datos y de la ejecucion del algoritmo de deteccidn de dafio. El problema con los
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datos recopilados es que no se puede modificar el instante en que se realiza una medicion; se puede
configurar que los dos teléfonos inicien a enviar datos al mismo tiempo, pero tendrdn un periodo
de muestreo variable. En algunos casos un dispositivo recolectara mas datos que otro, dependiendo
de la configuracion interna del hardware de cada celular, ya que cada dispositivo ejecuta tareas
en segundo plano simultdneamente.

La forma en que se decidi6 abordar el problema de recoleccién de datos fue mediante un
método de reconstruccion de la sefial, concretamente el método conocido como interpolacion lineal:

1— Yo

y=yo+(x—xo)i/ (5.1)

1— X0

donde (5.1), el valor a interpolar, depende de dos puntos conocidos dados por las coordenadas
(x0,¥0) ¥ (x1,¥1), la interpolacién lineal es la linea recta entre estos puntos. Para un valor x en
el intervalo (xg,x;) , el valor y alo largo de la recta viene dado por la ecuacién anterior.

Si se utiliza un periodo de muestreo suficientemente pequefio, se puede generar un gran
nimero de mediciones para eventos que ocutren en periodos cortos de tiempo, como los terremotos.
Esto es aprovechado por el método de interpolacidn lineal, ya que cuanto mayor sea el niimero
de muestras disponibles, mayor serd la precision del método para recrear la sefial con la que se
trabaja. Por este motivo, se seleccionod este método, ademads de que es un algoritmo relativamente
facil de aplicary, por tanto, ayuda a agilizar el analisis de dafios de la estructura.

La precision de los datos obtenidos con mediciones realizadas con teléfonos es comparable a
los datos obtenidos con acelerémetros, esto se ha demostrado en los trabajos citados que hacen uso
de teléfonos inteligentes, ademas de que los datos obtenidos con teléfonos se han comparado con los
obtenidos de los sensores que inicialmente tenia la estacion de pruebas. Asimismo, el experimento
que se muestra mas adelante fue ejecutado anteriormente, pero con una metodologia que utiliza
sensores convencionales, con la metodologia propuesta se obtuvieron los mismos resultados que
en aquel experimento.

Ademds, a las mediciones se les aplico un filtro de paso bajo para mejorar la calidad de

las mediciones. El filtro se definié mediante la siguiente ecuacion diferencial discreta:

xo(kT)=€"T xo((k—1)T)+(1—e~0T )x;(kT) (5.2)
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donde la variable x representa la sefial a la que se aplica el filtro. Para (5.2), x; representa el valor de
la sefial sin aplicar el filtro, x, representa el valor de la sefial cuando se aplica el filtro, w representa
la frecuencia de corte del filtro, y T representa el nimero total de iteraciones k en el momento de
aplicar el filtro.

Se implement¢ el filtro discreto a la sefial reconstruida porque esta sefial puede ser tratada
como una funcién definida en tiempo discreto, que tiene un valor en cada instante de tiempo que viene
definido por el periodo de muestreo que se utiliza en las mediciones. Tras la reconstrucciény el filtrado
de las sefiales obtenidas a partir de las mediciones del celular, estas nuevas sefiales se someten a un
método de reduccion de sefiales conocido como andlisis de componentes principales. Este método se
usa para reducir las dimensiones de grandes conjuntos de datos, el método convierte grandes grupos
de datos en grupos mds pequefios que conservan la informacién principal de los grupos originales.

Para la aplicaciéon del método de componentes principales, las mediciones se organizan

primero en una matriz conocida como matriz de observacion:

X11 X132 X1

Xa1 X e X
x=|"2"= (5.3)

| Xn1Xn2 """ Xum |

con X eR™™ donde n indica el niimero de variables medidas y m indica el nimero de medidas. Los
componentes principales en el método son una combinacién lineal de las variables originales donde

cada z; no estd correlacionado con otro z;, como:

Z1=axi+tapxgt ot am X,

Zp=01 X1+ dgaXpt = +domXy 5.4)

z

p=0p1 X1+ apaXot+ -+ Ay Xy

donde a;; son los coeficientes a determinar al aplicar la metodologia. Cada z; se determina por

5]
la combinacién lineal que tiene la maxima varianza de todas las combinaciones lineales posibles

para xy,...,X,,- Ademas, si la varianza del componente principal i-ésimo se define como var(z;)=2,,
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entonces se cumple que:

AM>Ay>>A,

donde p <m. Se puede demostrar que las varianzas de los componentes principales corresponden a

los valores propios de la matriz de covarianza de las variables originales:
A=UzUT (5.5)

siendo A € R™™, U € R™™ y UUT =1 cuyas columnas son los vectores propios que definen los
componentes principales, 2 es una matriz diagonal formada por los valores propios en orden
descendente de la matriz A. Los coeficientes de los componentes principales corresponden a los
vectores propios de (5.5), que estdn definidos por una transformacion lineal ortonormal aplicada a
(5.3) definida por:

Z=UTx

El ntimero de componentes principales puede determinarse por la contribucién de la
varianza acumulada por las k primeras componentes principales y se calcula como sigue:
vk=12,
j

]
T 100%
Zr =12, ’

el niimero de componentes principales utilizados corresponde a los que acumulan una contribucién

de entre el 70% y el 90%. Los datos originales X pueden reconstruirse de la siguiente forma:
X=7Z+0©

donde © es la matriz residual correspondiente a la informacién no retenida por los componentes
principales y que probablemente representa el ruido de la informacién.

El funcionamiento del sistema de monitoreo de salud estructural propuesto en este trabajo
emplea las metodologias mencionadas anteriormente, basdndose en los datos de las mediciones
de los teléfonos. La informacion resultante se utiliza para entrenar la Red Recurrente LSTM Difusa,

con la cual se determina la presencia de dafios en el edificio en cuestién, segiin un analisis del
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comportamiento de la red. Se usan los datos extraidos del edificio en dos situaciones: sin presencia
de dafios y con presencia de dafios, para ambos casos tras un movimiento sismico. La red difusa
serd entrenada con el historial de datos del edificio, cuando se quiera analizar un determinado
evento la red hard uso de los datos de ese evento en su proceso de generalizacidn, y en funcién
del error de generalizacion de la red difusa determinara la presencia de dafio estructural.
Ademads, se comprob6 la eficacia de la red para la tarea asignada en funcién de si los
resultados coinciden con el historial del edificio, lo que determinara su fiabilidad para su uso en
el diagnostico de dafios en el edificio de forma regular en el futuro. Esto se detalla en la siguiente

seccion con los resultados experimentales.
5.2.2. Deteccion de dano con la Red Recurrente LSTM Difusa

Al comparar los resultados, resultd que la red alimentada durante su proceso de aprendizaje
con los datos sin dafios (informacién de cuando el edificio sufre un terremoto pero no tiene dafos
previos y no estd danado) es la mas adecuada para la deteccion de dafios. Esto se debe a que la
red, al ser entrenada con dichos datos, es mads sensible a los cambios bruscos en el comportamiento
del edificio, que se traducen en dafios estructurales. Asimismo, aunque se mida cada piso, no es
posible decir en qué parte del edificio esta el dafio con esta propuesta, se sacrifico la precision en

la localizacidon del dafio estructural por la rapidez del algoritmo para detectar el dafio.

100 100%
90 -90%
80 - -1 80%
70 - 70%
2 60 - - 60%
é 50 - - 50%
;E‘ 40 - = - 40%
30 - ~30%
206 -{20%
10 - ~110%
0 0%

1 2 3
Compenentes principales

Figura 5.2. Porcentaje de varianza de cada componente principal de los datos medidos.
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Figura 5.3. Datos medidos en funcién de los dos componentes principales de la informacién analizada: (a)
datos en funcion del primer componente, (b) datos en funcion del segundo componente.

Entonces, aplicando el método de componentes principales, a los datos de mediciéon que
han sido reconstruidos con la interpolacién lineal y filtrados con el filtro pasa bajas descritos con
anterioridad, la informacion estd definida por los dos primeros elementos de los componentes
principales de los cuatro que se tienen. Los dos primeros componentes tienen mas del 10% de la
varianza, el tercer componente tiene un porcentaje muy bajo y el cuarto componente tiene un 0%,
como se puede ver en la Figura 5.2. En las Figuras 5.3 (a) y (b) se muestran los datos de medicion

en funcién de los dos primeros componentes principales.
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Figura 5.4. Desempefio de la red difusa usada para monitoreo de salud estructural durante su proceso de
aprendizaje: (a) medicién en funcién del primer componente principal, “A” datos introducidos en la red
y “B” datos generados por la red; (b) medicion en funcion del segundo componente principal, “A” datos
introducidos en la red y “B” datos generados por la red; (c) error de la red durante su proceso de aprendizaje.
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Con la nueva informacion se entrend la red difusa, definiendo su entrada como U, =
[u,q(k—1),u,9(k—1)]". Parael proceso de entrenamiento, se consideraron los primeros 120s del
proceso (0 12,001 iteraciones de datos de medicion), los datos restantes se utilizaron para la prueba
delared. Elrendimiento de la red durante su proceso de entrenamiento se muestra en la Figura 5.4, a
medida que el proceso avanza, la red emula el proceso del que aprende. El error mostrado en la Figura
5.4 (c) corresponde al error de seguimiento de la red e indica lo bien que aprendié la red, en este caso
el proceso se realizo correctamente, ya que el error tiende a cero a medida que el proceso continta.

Para poner en perspectiva los resultados obtenidos con la red difusa, la Figura 5.5 muestra
los resultados obtenidos con una otra red que también se basa en la modificacion de una red LSTM, en
condiciones similares. Esta red de compuertas fue propuesta por Gonzalez y Yu[ 160 ]y es una version
corta de una red LSTM. Si se comparan los resultados generados por ambas redes, Figuras 5.4y 5.5,
asi como la Tabla 5.1, se aprecia que la red de compuertas es menos eficiente en este tipo de tareas que
la red difusa. Dentro de la tabla, las iteraciones representan los siguientes eventos: 8,001 antes del

terremoto, 12,001 final del entrenamiento, 16,001 después del terremoto y 33,001 final del proceso.
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Figura 5.5. Desempeiio de la red de compuertas usada para monitoreo de salud estructural durante su
proceso de aprendizaje: (a) medicidn en funcion del primer componente principal, “A” datos introducidos en
lared y “B” datos generados por la red; (b) medicion en funcién del segundo componente principal, ‘A’ datos
introducidos en la red y “B” datos generados por la red; (c) error de la red durante su proceso de aprendizaje.
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Tabla 5.1. indices de desempefio de la red de compuertas y de la red difusa, usadas para monitoreo de salud
estructural, durante los eventos destacados de su proceso de entrenamiento

Iteracién Red de compuertas Red difusa
8,001 97.08x107° 97.57x107°
12,001 14.23%1072 16.37x 1072
16,001 11.88x1072 16.33x 1071
33,001 57.81x107° 79.55x 1072

Siguiendo con la metodologia de la red difusa, en el proceso de generalizacion de la red,
Figura 5.6, se utilizaron datos del edificio con dafios por movimiento sismico para alimentar a la
red, dejando fijos los parametros que la red difusa aprendio anteriormente. Se puede observar como
la red es sensible al cambio brusco de los datos, ya que estos datos, comparados con los anteriores,
tienen una dindmica diferente y mds brusca debido a la aparicién de dafios en la estructura del
edificio. Esta es la parte que representa la deteccién de dafio, lo que da lugar a un analisis rapido

tras el procesamiento de los datos provenientes de las mediciones obtenidas de los teléfonos.

Salida 1
Salida 2

A : H , = . s i s : . = T
0 50 100 150 200 250 300 0 50 100 150 200 250 300
Tiempo [s] Tiempo [s]
(a) (b)

0.015/

001+

Desempenio

0.005 |

0 50 100 150 200 250 300
Tiempo [s]
(©

Figura 5.6. Desempefio de la red difusa usada para monitoreo de salud estructural durante su proceso de
generalizacion: (a) medicion en funcion del primer componente principal, “A” datos introducidos en la
red y “B” datos generados por la red; (b) medicién en funcién del segundo componente principal, “A” datos
introducidos en la red y “B” datos generados por la red; (c) error de la red durante su proceso de aprendizaje.
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Tabla 5.2. Indices de desempefio de la red difusa, usada para monitoreo de salud estructural, durante los
eventos destacados de su proceso de generalizacion.

Tteracion Indice de desempefio
10,001 4.794%107°
20,001 23.68x107*
25,001 82.90x107*
31,001 15.64x1073
33,001 14.74x1073

Tomando como referencia la Figura 5.6 (c), se aprecia mejor la sensibilidad de la red a los
datos con dafios. Al principio del gréfico, cuando no hay dafios estructurales, el error se mantiene
cercano a cero, pero cuando se generan dafios en la estructura, el error aumenta. En la Tabla 5.2,
las iteraciones representan: 10,001 antes del terremoto, 20,001 en algiin momento del terremoto,
25,001 en otro momento del terremoto, 31,001 final del terremoto y 33,001 final del proceso. Este
cambio en el error es el que indica la presencia de daiios en el edificio.

Finalmente, los dafios detectados en el experimento indican que la estructura del edificio,
en su estado actual, no es segura para que las personas vuelvan a sus actividades. Esto se sabe
por qué en la estacidn de prueba para emular este tipo de dafio, fue necesario aflojar parte de los
tornillos que mantienen fijas las bases de los pisos en esta estructura. De esta forma, se comprob6
que los resultados de la red difusa coinciden con la realidad de la situacién en la que se encuentra
la estacion de pruebas. Este sistema de monitoreo estructural puede ampliarse a estructuras mas
grandes, es decir, con un mayor nimero de pisos, ya que la metodologia andlisis de componentes
principales permite reducir los datos obtenidos de las mediciones sin perder la informacién que

aportan, ademas, la red difusa puede adaptarse facilmente para trabajar con mas datos de entrada.

5.3. Conclusiones del capitulo

La Red Recurrente LSTM Difusa se utilizé en la deteccién de dafio en estructuras fisicas,
aplicada en una estacion de pruebas que ya habia sido empleada en otros trabajos para probar
algoritmos disefiados con el mismo fin, obteniendo buenos resultados. Se ided una metodologia, que
involucra el uso de la red propuesta y mediciones provenientes de los sensores de teléfonos celulares

colocados dentro de la estructura a analizar, para detectar el dafio estructural debido a sismos.
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Capitulo 6

Red Recurrente LSTM Difusa de tipo 2

Dadas las capacidades de la Red Recurrente LSTM Difusa, mostradas en los capitulos
anteriores, en este capitulo se habla de una mejora a esta red, la cual involucra un cambio en los
antecedentes de las reglas difusas del algoritmo. Asimismo, se muestran comparaciones entre el

algoritmo original y el modificado en la identificacién y control de sistemas no lineales.

6.1. Desarrollo de la Red Recurrente LSTM Difusa de tipo 2

Otra forma de minimizar el error de modelado y hacer maés eficiente el uso de la Red
Recurrente LSTM Difusa, para la identificacion y el control de sistemas, es cambiar este sistema
difuso de tipo 1 a un sistema de tipo 2. En la teoria de sistemas difusos, los sistemas difusos de
tipo 2 se consideran una extension de los sistemas difusos de tipo 1, esto debido a que el valor
de pertenencia de un conjunto difuso de tipo 2 es un numero difuso de tipo 1. Las funciones de
pertenencia de tipo 1 estan bien definas, mientras que las funciones de pertenencia de tipo 2 son
difusas; hay infinitas funciones de pertenencia de tipo 1 en la huella de incertidumbre caracteristica
de una funcién de pertenencia de tipo 2.

El empleo de funciones de pertenencia de tipo 2 en reglas difusas, dada su naturaleza, ha
probado ser mejor en el manejo de datos con ruido e incertidumbres. En la Figura 6.1 se muestra
una funcién de pertenencia de tipo 2, esta funcion corresponde a una funcién Gaussiana con
desviacion estandar desconocida, la cual es acotada superiormernte e inferiormente por funciones

de pertenencia de tipo 1. El drea acotada por las funciones de pertenencia de tipo 1 corresponde
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a la huella de incertidumbre de la funcién de pertenencia de tipo 2, dentro de esta drea las variables
que se fusifican y estdn definidas en el universo de discurso de la funcién de pertenencia de tipo

2 toman su valor de pertenencia.

1r
—A

—_—A

Grado de pertenencia
o
(8]

-1 -0.5 0 0.5 1
Universo de discurso

Figura 6.1. Funcién de pertenecia de un sistema difuso de tipo 2: funcién de tipo Gaussiana acotada
superiormente por “A,” e inferiormente por “A,”. La zona gris que se distingue en la figura corresponde
a la huella de incertidumbre caracteristica de la funcion de pertenencia, en esta zona es donde las variables
definida en el universo de discurso toman su valor de pertenencia.

Entonces, las funciones de pertenencia de tipo 2 son mas completas, matematicamente
hablando, que las funciones de pertenencia de tipo 1, de ahi la robustez en los resultados obtenidos
consistemas difusosde tipo 2. Enlaseccién 2.1.4 de este trabajo se habla de algunos trabajos en los que
se emplean sistemas difusos de tipo 2, ademas en el trabajo de Tavoosi et al. [ 161] se hace un recuento
de trabajos destacados acerca de sistemas difusos de tipo 2. En este trabajo se mencionan ventajas y
desventajas de los sistemas difusos de tipo 2, aplicaciones notorias en las que se han usado este tipo de
sistemas difusos y como aplicar estos sistemas difusos, principalmente en la identificacién de sistemas.

La modificacién de la Red Recurrente LSTM Difusa, para convertirla en un sistema difuso
2, se enfoca en el cambio de las funciones de pertenencia de tipo 1, definidas en el Capitulo 3, por
funciones de pertenencia de tipo 2. Las reglas difusas, de tanto los sistemas difusos de tipo 1 y de
tipo 2, tienen la misma sintaxis, por lo que (3.19) serd la misma para las Redes Recurrentes LSTM
Difusas de tipo 1 y de tipo 2.

Las ecuaciones de los antecedentes de la red difusa de tipo 1 se alteran de la siguiente
manera: comenzando por las funciones de pertenencia, se hace uso de funciones Gaussianas como
la de la Figura 6.1, organizandolas de forma similar a la mostrada en la Figura 3.3, en este caso

cada funcidn esta acotada superior e inferiormente por una funcién Gaussiana, respectivamente,
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las cuales ajustan su ancho (desviacién estandar) y la localizacién de su centro compartido en
conformidad con el algoritmo de entrenamiento al que se someteran. Por tanto, de (3.15) para

las funciones que delimitan superiormente, a la funcién de pertenencia de tipo 2, se tiene:
Z =0y s, Z2=PRuma, & Zz=muwa, (6.1)
y para las funciones que delimitan inferiormente:

Z,=pKywas  Zo=uE)um s, & Zz=plk)y)a, (6.2)

ademds, en vez de (3.16)-(3.18), se generan las siguientes ecuaciones:

EI:exp((U(k)—gI)zg(—%TlD (6.3)
Zy=en((U—5,78( 37 )) (6.4)
Zy=exp((U)-s5Y'8( 3T ) 6.5)
:exp((U(k) are(—31 1)) (6.6)
=ew((U-c*e( 317, ) 6.7)
£3=exp((U(k)—g3)z®( %zg)) (6.8)

en donde: ¢, ¢, ¥ ¢5 son los vectores de los centros de sus respectivas funciones de pertenencia; T,
T, y T4 son los vectores de los anchos de las funciones que acotan superiormente a sus respectivas
funciones de pertenencia; T',, T, y I, son los vectores de los anchos de las funciones que acotan
inferiormente a sus respectivas funciones de pertenencia.

Las reglas difusas tienen la misma sintaxis en el caso de sistemas difusos de tipo 1, asi
como de tipo 2, por lo que el total de reglas se calcula como anteriormente se hizo en la Seccion 3.2,
siendo determinado por la expresién p=1(3"). Asimismo, las transformaciones que se aplicaron
para obtener el vector que representa la contribucién de los antecedentes, (3.20)-(3.23), pueden
aplicarse de manera similar a las funciones que acotan a la funcién de pertenencia de tipo 2; se

obtendrén Z,, Zs, Z¢ y Z para las funciones que acotan superirormente YZ,,Zs, 2,y Z paralas
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funciones que acotan inferiormente.

La parte de las consecuencias de las reglas difusas se queda sin modificar, por lo que para
ambos tipos de sistemas difusos se emplea a la red LSTM, formada con (3.7)-(3.12), para definir
la defusificacion. Por tltimo, las salidas estimadas por la red difusa de tipo 2 son calculadas por
(6.9), la cual efectud de la misma manera la operacién de defusificacién que se mencioné para
(3.24), que se refiere a la media ponderada de cualquier sistema TSK pero en forma vectorial, pero

considerando las funciones que acotan a las funciones de pertenencia de tipo 2.
Y,(0=Z (0+(1-p)Z (0 JH (k) 6.9)

en esta nueva ecuacion, el término que contiene al parametro 3 es un parametro de disefio del
sistema difuso de tipo 2, el cual pondera el compartimiento de los niveles de activacién inferior
y superior de cada regla activada. Con la descripcién anterior queda definida la Red Recurrente
LSTM Difusa de tipo 2, en donde el principal cambio con respecto a la red difusa de tipo 1 es el
calculo de los antecedentes de las reglas difusas, lo que aumenta la robustez en el procesamiento
de informacion de red, a la vez que aumenta la complejidad del algoritmo original.

El entrenamiento de la red difusa de tipo 2 es similar al de la red de tipo 1, por lo que
se puede aplicar lo establecido en la Subseccidon 3.2.1, solo que se tiene que contemplar en el
procedimiento a las funciones que acotan a las funciones de pertenencia. Para ejemplificar esto,
si se define una red con las siguientes dimensiones: m=1,1 =1y x > 1 (donde x representa el
ntimero de conjuntos difusos para los antecedentes), el ajuste de cada elemento de la matriz W'

se representa de la siguiente manera:

i _0&(K) Be(k) By, (k) OMy(k) 3v(cp(K)) Bey(k) Bip(h)
P de(k) Dy, (k) Bhy(k) avp(c,(k)) cp(k)  diy(K) dwi (k)

y en forma vectorial:
Awf(k)z(a(wiur(k)+viH(k—1))®S(k)®q;(C(k))®(?(k)+(1—ﬁ)g’(k))e(k)®0(k))U,.(k)

de la misma manera, las condiciones de estabilidad obtenidas en la Subseccion 3.2.2 se mantienen,
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ya que dependen directamente de cada arreglo de pardmetros de la red.

6.2. Comparacion entre Redes Recurrentes LSTM Difusas de tipo 1
y tipo 2

Para observar las diferencias entre las Redes Recurrentes LSTM Difusas de tipo 1 y tipo 2 se
comparo el funcionamiento de dichas redes en la identificacion y control de sistemas. Se desarrollan
en las siguientes subsecciones dos ejercicios diferentes, con la finalidad de poder observar las

mejoras que ofrece la modificacion al algoritmo original de la Red Recurrente LSTM Difusa.
6.2.1. Identificacion de un sistema no lineal

El primer ejercicio consiste en la generacion de un modelo para un sistema no lineal, que

se define como:

y(k+1)=0.72y (k)+0.025y (k—1)u(k—1)+0.01t2(k—2)+0.2u(k—3) (6.10)
con:
(
sen(z—’;k), k<250
il 250< k<500
u(k)=+
Y 500 <k <750
L0.1’:sen(*235§1k)+0.Isen(:a;’rfz»k)+O.65er1(~17-15517<), 750<k

donde y(0)=0, u(0)=0, ademads se considera un tiempo de muestreo de T =1s.

Asi, (6.10) se resolvid por un periodo de tiempo de 1,200s, muestreando al sistema se cred
el vector y(k) con k=1,...1,201. Se tomaron los valores de y(k) para definir el vector de entrada
delared U.(k)=[y(k—4), y(k—8)]T, el cual se utilizo para hacer la estimacion y (k) del sistema
original. Se emplearon las primeras 601 iteraciones para entrenar a las redes, mientras que el resto
de los datos se usaron para probar la generalizacion de los algoritmos.

Asimismo, se establecieron p =9 reglas difusas para las redes (m=2, k=3, [=1). Aqui, el

error de modelado E(k) al final de cada fase se define como en (4.1) y representa el rendimiento de
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los algoritmos, un valor bajo indica un mejor rendimiento. Se utilizo a (4.1) para el entrenamiento

de las redes porque es el error que se quiere minimizar.
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Figura 6.2. Comparacion entre las Redes Recurrentes LSTM Difusas de tipo 1 y tipo 2 en la Subseccion 6.2.1 :
(a) identificacién del sistema con la red de tipo 1, el sistema corresponde a “A” y la red a “B”; (b) identificacion
del sistema con la red de tipo 2, el sistema corresponde a ‘A’ y lared a “B”; (c¢) indices de desempefio de las redes,
“A” corresponde a la Red Recurrente LSTM Difusa de tipo 1 y “B” a la Red Recurrente LSTM Difusa de tipo 2.

Tabla 6.1. Indices de desempeiio de las Redes Recurrentes LSTM Difusas de tipo 1y de tipo 2 en la Subseccién
6.2.1.

Red difusa Entrenamiento Generalizacion
Red de tipo 1 4.80x1072 3.78x1072
Red de tipo 2 1.19x 1072 1.62x1072

Los resultados del entrenamiento y la generalizacion se muestran en la Tabla 6.1 y en la
Figura 6.2, la figura tiene tres partes: (a) muestra la salida del sistema y la salida de la red de tipo
1, (b) muestra la salida del sistema y la salida de la red de tipo 2, y (c) muestra una comparacion
de rendimiento entre las redes.

Se puede observar que ambas redes tienen un comportamiento similar, sin embargo, la

red de tipo 2 aprendi6 la dindmica del sistema mas rapido en comparacion con la red de tipo 1, por
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lo que la primera tiene un menor error de modelado o mejor rendimiento durante todo el proceso.
6.2.2. Control de un sistema no lineal

Por medio de un esquema de control, similar al presentado en la Subseccion 4.2.2,
exceptuando el uso del control auxiliar (el Controlador 2 en la Figura 4.2), en este ejercicio se

requiere controlar al siguiente sistema:

a(k)y (k)
k+1)=——"—=+0(k)+u(k 6.11
yk+1) =+ +u(k) (6.11)
siendo y(0)=0, u(k)=r(k)—y(k) y:
1, kT <250
a(k)=
sen(—), 250<kT
10
valor aleatorio en [—0.1,0.1], 320<kT <380
0(k)=

0, en cualquier otro caso

este sistema es una modificacion de (4.10), en donde r(k) estd definida acorde a (4.11), a(k) es una
variable del sistema en cuestion que cambia en determinado tiempo, y (k) representa la presencia
de ruido en la sefial y(k) del sistema.

Asimismo, (6.11) esta disefiada de tal forma que se puedan apreciar de forma clara las
capacidades de adaptabilidad y robustez de las redes. Asi, la tarea consiste en que el modelo, J(k),
generado por las redes compense la variable del sistema, y (k), para que la respuesta de ésta se
asemeje a la de la referencia, r(k), lo méas cercano posible.

Se establecié una duraciéon de 500s para todo el proceso, tomando muestras de la
sefial del sistema con un periodo de muestreo T = 0.1s, obteniendo de esta forma un total
de k =1,...,5,001 iteraciones del proceso, el vector de entradas de las redes se definié como
(k) = [Ec(k—l),EC(k—Z)]l, siendo E. (k) como en (4.2). Ademds, para ambas redes, se
establecieron p=9 reglas difusas, siendo m=2, k=3 y [ =1, asi como pardmetros iniciales menores

a 0.1 para los pesos sinapticos.
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El desempefio de las Redes Recurrentes LSTM Difusas de tipo 1 y tipo 2 se midié con el error
mostrado en (4.2), de la forma de (3.27), creando un indice de desempeiio del actuar de las redes
en el control del sistema. Un valor bajo del indice de desempefio indica que las redes cumplieron
satisfactoriamente la tarea asignada, por lo que entre mds pequeiio el valor mejor. Asimismo, las
redes se entrenaron con el error de la forma (4.2), ya que este es el error que se quiere minimizar.

Se trabajo con las redes de la siguiente manera: el entrenamiento de los algoritmos se
realizo durante 100s, equivalente a 1,001 iteraciones. La generalizacion de las redes se efectud
inmediatamente después durante los 400s restantes del proceso, es decir, este proceso se desarrollo
durante unas 4,000 iteraciones mds. Los resultados de estos procesos se muestran en la Figura 6.3

yen la Tabla 6.2, en donde se muestra las diferencia durante los procesos de estos dos algoritmos.
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Figura 6.3. Comparacién entre las Redes Recurrentes LSTM Difusas de tipo 1 y tipo 2 en la Subseccién 6.2.2:
(a) seguimiento de la referencia por parte de la planta con el control obtenido de la red de tipo 1, la referencia
corresponde a “A” y la planta a “B”; (b) seguimiento de la referencia por parte de la planta con el control obtenido
de la red de tipo 2, la referencia corresponde a “A” y la planta a “B”; (c) indices de desempefio de las redes,
“A” corresponde a la Red Recurrente LSTM Difusa de tipo 1 y “B” a la Red Recurrente LSTM Difusa de tipo 2.

Los resultados de este ejercicio que se muestran en la Figura 6.3 se describen de la siguiente
manera: en (a) se muestra el seguimiento de la planta con respecto de la referencia, con el control

generado por la Red Recurrente LSTM Difusa de tipo 1; en (b) se muestra el seguimiento de la
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planta con respecto de la referencia, con el control generado por la Red Recurrente LSTM Difusa
de tipo 2; y en (c) se muestran los indices de desempefio de ambos controles, que se mantienen
en un valor cercano a cero, indicando que el control en cada caso fue efectivo.

En la Tabla 6.2, se muestra el valor del indice de desempefio de las Redes Recurrentes
LSTM Difusas de tipo 1 y tipo 2 (red de tipo 1 y red de tipo 2, respectivamente) como tnico control
del sistema (6.11); se muestran los valores de los indices de desempeqo en diferentes situaciones,
relevantes durante el periodo toral en que se realizo el control del sistema, concordando con lo
que se muestra en cada subfigura de la Figura 6.3, el valor de los indices se mantiene cercano a
cero indicando que el control fue exitoso, en el sentido que el sistema logro seguir a la referencia

con cierto grado de error en cada caso.

Tabla 6.2. Indices de desempefio de las Redes Recurrentes LSTM Difusas de tipo 1 y de tipo 2 durante los
eventos destacados en la Subseccion 6.2.2.

Evento Iteracion indice de desempefio
Red de tipo 1 Red de tipo 2
Fin del entrenamiento 1,001 1.11x1072 0.27x1072
Cambio en a(k) 2,501 0.75x1072 0.34x1072
Inicio de 8(k) 3,201 0.68x1072 0.36x1072
Final de 8(k) 3,801 0.65x1072 0.36x1072
Final del proceso 5,001 0.54x1072 0.31x1072

Al revisar los resultados del ejercicio propuesto en esta seccion, se nota que ambas redes
tuvieron un comportamiento similar a lo largo del ejercicio, pero la Red Recurrente LSTM Difusa
de tipo 2 entreg6 resultados mas robustos. Esto, debido a que con el control obtenido por la red
de tipo 2 el sistema tuvo el mejor seguimiento de trayectoria de la referencia. Aunado al hecho
de que ambas redes trabajaron bajo las mismas condiciones, tanto en condiciones iniciales, nimero
de reglas y tiempo de entrenamiento.

Dada la flexibilidad del algoritmo propuesto en esta tesis fue posible el cambio de éste aun
sistema de tipo 2, obteniendo mejores resultados en cuando a la reduccion del error de modelado
presente en la obtencién de cualquier modelo, en comparacion al sistema difuso inicial. Esto se
comprobd en el control de sistemas, ya que en la Seccién 4.2 los controladores obtenidos con la

propuesta original requieren de un control auxiliar para generar un control adecuado, con el cual
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el error de control se mantienen en valores minimos. Mientras que en esta seccion, para mejorar
el modelo de controladores obtenidos con la propuesta, es decir, no hacer uso de controladores
auxiliares ajenos a la Red Recurrente LSTM Difusa, se tuvo que aumentar el orden de la parte difusa
del algoritmo lo que implica aumentar la complejidad de éste.

Conla tecnologia actual de la computacién se puede hacer frente al problema de complejidad
que presenta el uso de la Red Recurrente LSTM Difusa de tipo 2, ya que conforme avanza el tiempo
van surgiendo procesadores capaces de realizar una gran cantidad de operaciones complejas, de
manera eficiente, en periodos de tiempo mas cortos. Esto se debe de tener en cuenta si se quiere
usar la modificacion de la Red Recurrente LSTM Difusa, porque es una desventaja considerable
de dicha modificacion. Para la mayoria de aplicaciones de identificacion de sistemas el algoritmo
original tendrd un buen desempefio, por lo que la eleccion del tipo de algoritmo a emplear en

determinada situacién dependera de la complejidad de las tareas que se busquen cumplir.

6.3. Conclusiones del capitulo

Se mostré una modificacién al algoritmo original de la Red Recurrente LSTM Difusa, la
cual consiste en cambiar la red de un sistema difuso de tipo 1 a un sistema difuso de tipo 2, lo que
aumenta la complejidad del algoritmo pero al mismo tiempo mejora la respuesta de la red en el

contexto en el que se emplee.
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Conclusiones generales

Se cumplieron los objetivos de esta tesis, planteados en el Capitulo 1, por medio del
establecimiento de la Red Recurrente LSTM Difusa. Por lo que la hipdtesis, guia de esta investigacion,
resulto ser afirmativa. Esta red se disefi6 a partir del Capitulo 2 y se desarroll6 en el Capitulo 3.

Lared a través de sus secciones procesa datos, con los cuales es alimentada, de forma paralela
yluego junta los resultados de cada seccion para obtener una respuesta global. Los modelos obtenidos
con la red corresponden a un conjunto de reglas causa-efecto, las cuales relacionan los datos de
entrada con funciones no lineales. Se incluye un algoritmo de entrenamiento, con condiciones de
estabilidad, para ajustar los pardmetros de la red; se trata de una variacion del algoritmo BPTT que
considera una “ventana” de datos de la red, en su iteracion actual e iteracién posterior, permitiendo
de esta manera la operacion de la red en tiempo real. Entonces, la implementacion de la red, debido
a su estructura y entrenamiento, no requiere de una gran capacidad computacional.

Elrendimiento de la red, asi como de los otros algoritmos mencionados en el trabajo, se midié
conforme a la cercania a cero de su error de modelado (el algoritmo mas eficiente es el que genera
el error mas pequefio). En el Capitulo 3, se mostrd la mayor eficacia de la red en la identificacion de
sistemas no lineales en comparacién a otros algoritmos similares. En el Capitulo 4, se hizo el control
de sistemas no lineales con la red por medio de tres esquemas de control. Asimismo, en el Capitulo 5,
se realizé una metodologia de deteccién de daiio estructural que involucra a la red. Con lo anterior,
se aprecia que la red es apta en el manejo de sistemas con cambios bruscos de comportamiento.

Por tltimo, en el Capitulo 6, se hablé de una modificacion al algoritmo de la red para
mejorar su rendimiento principalmente en el control de sistemas. Se logré una mejora substancial,
pero con la desventaja de que la red aumenta la complejidad de su estructura. Por otra parte, esto da

pie a que se siga trabajando en el algoritmo, buscando su simplificacién sin reducir su rendimiento.



114

Trabajo a futuro

Con los resultados favorables, que se mostraron en este trabajo, de la Red Recurrente LSTM
Difusa que exhiben las ventajas de la red propuesta sobre otros algoritmos inteligentes, es posible
que esta nueva red pueda aplicarse en varias dreas, aparte del monitoreo de salud estructural.
Areas que involucren la simplificacién de modelos, la identificacién y control de sistemas con ruido
persistente, o el procesamiento de grandes cantidades de datos.

Otros trabajos a futuro sobre esta red pueden contemplar la simplificacién de la estructura
del algoritmo, la modificaciéon del paradigma de su aprendizaje, asi como su expansion e
incorporacion con otras metodologias de la computacion inteligente. Lo anterior, en pro de mejorar

el rendimiento del algoritmo y que éste pueda ser usado en mas aplicaciones.
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