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Director de la Tesis:

Dr. Wen Yu Liu
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Resumen

En este trabajo de tesis se proponen tres tipos de arquitectura de una red neuronal con-

volucional (CNN) para la identificación de sistemas no lineales. Cada una de ellas, presenta

ventajas respecto a otros métodos al igual que entre ellas, por ejemplo atenuar el ruido de

medición, trabajar únicamente con datos de entrada o cuando los datos están incomple-

tos. Las tres arquitecturas propuestas son: un red neuronal convolucional en el dominio del

tiempo, una red neuronal convolucional en el dominio de la frecuencia y una red neuronal

convolucional con valores complejos. Estas nuevas propuestas de arquitecturas además de

las ventajas ya mencionadas, evitan realizar un procesamiento de los datos. Los métodos

propuestos son aplicados sobre conjuntos de datos de prueba comparándolos con otros méto-

dos existentes y entre śı, además de la aplicación en la detección de daño en estructuras de

edificios.

Abstract

In this thesis work, three types of architecture of a convolutional neural network (CNN)

are proposed for the identification of non-linear systems. Each one of them has advantages

over other methods as well as between them, for example reducing the measurement noise,

working only with input data, or when the data is incomplete. The three architectures

proposals are a convolutional network in the time domain, a convolutional neural network

in the frequency domain, and a convolutional neural network with complex values. These

new architectural proposals, in addition to the advantages already mentioned, avoid data

processing. The proposed methods are applied on benchmark sets comparing them with other

existing methods and with each other, in addition to the application in damage detection of

building structures.
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3.4.4. Resultados experimentales . . . . . . . . . . . . . . . . . . . . . . . . 62

4. CNN para la identificación de sistemas: Dominio de la frecuencia 69

4.1. Transformada Discreta de Fourier . . . . . . . . . . . . . . . . . . . . . . . . 70

4.1.1. Teorema de convolución . . . . . . . . . . . . . . . . . . . . . . . . . 70

4.1.2. Matriz DFT . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

4.2. Impacto de los pesos aleatorios en la identificación de sistemas no lineales

usando redes neuronales convolucionales . . . . . . . . . . . . . . . . . . . . 72

4.2.1. Análisis en el dominio de la frecuencia . . . . . . . . . . . . . . . . . 72

4.3. CNN para el modelado de sistemas no lineales en el dominio de la frecuencia 77

4.3.1. Arquitectura de la CNNf . . . . . . . . . . . . . . . . . . . . . . . . 77

4.3.2. Bloque convolucional . . . . . . . . . . . . . . . . . . . . . . . . . . . 78

4.3.3. Entrenamiento de la CNNf . . . . . . . . . . . . . . . . . . . . . . . . 80

4.3.4. Resultados experimentales . . . . . . . . . . . . . . . . . . . . . . . . 81

4.3.5. Análisis de daño en estructuras de edificios . . . . . . . . . . . . . . . 89

4.4. CNN como clasificador . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90
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2.6. Arquitectura profunda de una máquina restringida de Boltzmann . . . . . . 18

2.7. Arquitectura de una célula de memoria de largo plazo . . . . . . . . . . . . . 19

2.8. Arquitectura de una red de memoria de largo plazo . . . . . . . . . . . . . . 19

2.9. Conectividad dispersa. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
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Śımbolos y abreviaturas

CNN Red neuronal convolucional

CNNt Red neuronal convolucional en el dominio del tiempo

con valores reales

DFT Transformada discreta de Fourier

CNNf Red neuronal convolucional en el dominio de la frecuen-

cia

CNNfc Red neuronal convolucional en el dominio de la frecuen-

cia como clasificador
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Caṕıtulo 1

Introducción

La identificación de sistemas es el proceso de estimar modelos de sistemas dinámicos de

acuerdo datos obervados de este [1]. Los modelos matemáticos con los cuales se realiza este

proceso van desde una ecuación lineal hasta modelos más complicados como lo son las redes

neuronales. Una de las propiedades importantes de las redes neuronales es su naturaleza

adaptativa, lo que quiere decir que obtienen su conocimiento de su entorno mediante un pro-

ceso adaptativo llamado aprendizaje [2]. Se ha demostrado que las redes neuronales pueden

ser utilizada tanto para la identificación de sistemas como para el control de ellos [3].

El aprendizaje profundo (deep learning) es un conjunto de algoritmos dentro del aprendi-

zaje automático (machine learning), el cual utiliza un aprendizaje multinivel para represen-

tar datos o caracteŕısticas de manera jerárquica [4]. Las dos principales áreas de aplicación

del aprendizaje profundo son la clasificación y la regresión. La red neuronal convolucional

(CNN), es un caso particular de los algoritmos de aprendizaje profundo y consiste del em-

pleo de capas convolucionales y capas de submuestreo alternadas [5] seguidas de una capa

completamente conectada las cuales serán definidas mas adelante. Sin embargo, gracias a

las propiedades de la convolución, en el procesamiento de imágenes se han empleado para

resolver problemas de clasificación de imágenes u otro tipo de señales, siendo que también

pueden llegarse a ocupar para la identificación y control de sistemas.

En este trabajo se presenta el uso de redes neuronales convolucionales para la modelación
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de sistemas dinámicos no lineales aplicando tres arquitecturas de red diferentes: Descrita en

el dominio del tiempo con valores reales; descrita en el dominio de la frecuencia transfor-

mando la convolución en productos directos y operando sobre los componentes principales

de frecuencia del sistema y por último, descrita en el dominio del tiempo pero con valores

complejos. Se presenta una comparación de estas arquitecturas aśı como su aplicación dentro

de la detección de daños en estructuras de edificios, para lo cual se estima un parámetro del

modelo de Bouc Wen, el cual es utilizado en un análisis de enerǵıa para determinar si la

estructura presenta daño. Además, se utiliza la red neuronal convolucional en el dominio de

la frecuencia como un clasificador para localizar el daño en la estructura.

Se prueba además la existencia de una entrada óptima para los filtros convolucionales

aleatorios, los cuales consisten en vectores de números aleatorios que se convolucionan con

los datos de entrada en las capas convolucionales [6]. Se presenta un análisis de su respuesta

ante este tipo de entradas.

1.1. Motivación

La gran variedad de algoritmos de redes neuronales tiene una vasta cantidad de apli-

caciones, clasificación de imágenes, regresión de datos, reconocimiento de voz, etc. [7]. En

particular, en identificación, los resultados que se han obtenido son muy buenos y difie-

ren gracias a las propuestas de muchas arquitecturas de redes neuronales (redes neuronales

multicapas, [8] redes neuronales de base radial [9]) y algoritmos para el aprendizaje (retro

propagación, mı́nimos cuadrados, aprendizaje por refuerzo) [10]. En el caso ideal o en simu-

laciones donde se tiene un conocimiento total del sistema, los datos no contienen alteraciones

a causa de diferentes fuentes de ruido, como pueden ser los sensores. Pero en sistemas reales,

existen muchas fuentes de ruido que pueden afectar la parte de identificación y en particular

el control del sistema. Existen métodos para reducir estos efectos como son los filtros, pero

para poder hacer un correcto uso de ellos es necesario tener un poco de conocimiento del

sistema.

Las redes neuronales convolucionales se han utilizado para la tarea de clasificación, en la



1.2 Objetivos 3

cual se han obtenido muy buenos resultados y se han mejorado con el paso de los años gracias

a los componentes computacionales que de igual manera van mejorándose. Recientemente,

mas resultados de la aplicación de las redes neuronales en la identificación de sistemas se

han presentado [11, 12, 13], y el propósito siempre es desarrollar algoritmos más eficientes

para cualquier tarea que se proponga como objetivo, tanto en precisión como en velocidad.

1.2. Objetivos

Proponer una estructura de red neuronal convolucional profunda en el dominio del

tiempo (CNNt) para la identificación de sistemas.

Diseñar el algoritmo de aprendizaje de la CNNt.

Probar el comportamiento de la CNNt utilizando conjuntos de datos de prueba.

Proponer una estructura de red neuronal convolucional profunda en el dominio de la

frecuencia (CNNf) para la identificación de sistemas.

Diseñar un algoritmo de aprendizaje de la CNNf .

Probar el comportamiento de la CNNf utilizando conjuntos de datos de prueba.

Aplicar las CNNs propuestas en la detección de daños en estructuras de edificios.

Diseñar un clasificador basado en una CNN para la localización de daño.

Implementar el clasificador basado en una CNN para la localización de daño en es-

tructuras.

Proponer una estructura de red neuronal convolucional profunda en el dominio del

tiempo con valores complejos ( CV CNN) para la identificación de sistemas.

Diseñar un algoritmo de aprendizaje de la CV CNN .
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Probar el comportamiento de la CV CNN utilizando conjuntos de datos de prueba.

Realizar simulaciones numéricas agregando perturbaciones a los datos de prueba.

Comparar entre śı resultados de las redes neuronales propuestas y con otros métodos

ya publicados.

1.3. Estructura

El trabajo de tesis está estructurado en 7 caṕıtulos. El Caṕıtulo 1 contiene la introdcción

del trabajo realizado. El Caṕıtulo 2 consiste en el marco teórico del aprendizaje profundo para

la identificación de sistemas, que incluye una breve historia de la evolución de algoritmos de

aprendizaje profundo y propiedades y arquitecturas de las redes neuronales convolucionales

ya existentes. El Caṕıtulo 3 trata la identificación de sistemas no lineales utilizando redes

neuronales convolucionales en el dominio del tiempo, la arquitectura profunda propuesta y su

aplicación en la detección de daños. En el Caṕıtulo 4 se trata nuevamente la identificación de

sistemas utilizando la CNN en el dominio de la frecuencia, además de su aplicación y mejoras

en la detección de daños. Un teorema sobre la respuesta óptima de los filtros de acuerdo al

tipo de señal de entrada se presenta en este caṕıtulo. En este mismo caṕıtulo se incluye la

implementación de un clasificador para localizar daños en estructuras basado en información

del sistema, las diferencias principales con la CNN utilizado para la identificación de sistemas

en la parte de aprendizaje son mencionadas. En el Caṕıtulo 5, la identificación de sistemas

no lineales se aborda utilizando una CNN con valores complejos, la cual permite identificar

sistemas cuando existen perturbaciones en los datos. Finalmente, en los Caṕıtulos 6 y 7 las

conclusiones y el trabajo a futuro son presentados.

1.4. Contribuciones

En este trabajo de tesis se trata con el problema de la identificación de sistemas no

lineales mediante redes neuronales convolucionales. Esto se logra proponiendo arquitecturas
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para la red neuronal convolucional, esto es, definir la cantidad de unidades que se encuentran

en cada capa de la red y la cantidad de capas que contendrá, además del tipo de operaciones

que se llevan dentro de ella, ya sea las funciones de activación o en este caso si se trabajará

en el dominio del tiempo o de la frecuencia, o si se utilizarán valores reales o complejos para

los hiper-parámetros.

Una de las propuestas consiste utilizar una arquitectura de red neuronal convolucional

profunda en el dominio de la frecuencia, la cual se plantea reduzca el tiempo de computo

requerido y reduzca el efecto de ruido en los datos. Una vez construida la red, el entrenamiento

se realiza utilizando el algoritmo de retro propagación. La aplicación de esta nueva propuesta

es en la detección de daño en estructuras de edificios, con lo que la CNN identificará un

parámetro del modelo de Bouc Wen el cual es necesario para determinar los ciclos de histéresis

y la enerǵıa del sistema, aśı con base en estas dos elementos se determinará si existe o no

daño en la estructura del sistema. El modelo de Bouc Wen utiliza una gran cantidad de

parámetros del sistema los cuales en la mayoŕıa de veces son dif́ıciles de determinar y se opta

por métodos adaptables para determinarlos. Con esto queremos evitar la parte adaptable.

En este ámbito de la detección de daños, se propone un algoritmo de localización de daño

utilizando la CNN como un clasificador utilizando ademas de los datos obtenidos de los

sensores, la señal de salida de la CNN, con el cual el desempeño del clasificador mejora que

cuando no se introduce esta señal.

Un teorema sobre los efectos de utilizar filtros aleatorios en las capas convolucionales

es propuesto. Este teorema trata sobre la existencia de una entrada óptima con la cual los

filtros tendrán una mayor respuesta.

La propuesta de utilizar valores complejos en los hiper-parámetros conlleva ventajas en

el modelado de sistemas, la arquitectura propuesta, como los resultados lo indica, es una

mejor alternativa para el modelado de sistemas cuando existen perturbaciones en ellos, ya

sean ruidos de medición o pérdida de datos.
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Caṕıtulo 2

Aprendizaje profundo y redes

neuronales para la identificación de

sistemas dinámicos no lineales

2.1. Redes neuronales para el modelado de sistemas

Las redes neuronales son una abstracción de los sistemas nerviosos biológicos, constituidas

por un conjunto de unidades llamadas neuronas conectados unas con otras. El primer modelo

fue propuesto por McCulloch y Pitts en 1943 [14], era un modelo binario, donde cada neurona

teńıa un umbral fijo. De aqúı surgen dos tipos de modelos: los inspirados en la bioloǵıa y los

artificiales.

Los modelos de tipo biológico comprenden las redes que tratan de simular los sistemas

neuronales, además de ciertas funciones como la auditiva o visual. En el cerebro humano se

calcula que existen alrededor de cien millones de neuronas y cada una de ellas con alrededor

de mil sinapsis.

La segunda categoŕıa de redes neuronales son las artificiales [15]. Este tipo de red si-

guen basándose en las redes neuronales biológicas, aunque poseen otras funcionalidades y

estructuras de conexión.
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Las neuronas y las conexiones entre ellas constituyen la clave para el procesamiento de

información. Una neurona consta de tres partes: cuerpo, dendritas y axón, Figura 2.1.

Figura 2.1: Neurona Biológica.

Las relaciones que entablan dos neuronas no son del todo conocidas ya que dependen del

tipo particular de neurona que se esté tratando [16]. En general, el proceso de comunicación

inicia cuando la neurona env́ıa su información a otras neuronas a través de su axón y se

transmite por diferencias de potencial. Este proceso se modela como una regla de propagación

u(·). La neurona adyacente recoge las señales por su sinapsis sumando todas las influencias

positivas o negativas. Si las influencias positivas dominan, la neurona manda una señal

positiva a otras neuronas.

Figura 2.2: Neurona artificial basada en la bioloǵıa.

Una neurona artificial se presenta en la Figura 2.2, se indican los componentes que pue-

den compararse con las neuronas biológicas. Se tiene un conjunto de n entradas con sus
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correspondientes pesos sinápticos w. Una función de suma Σ, una función de activación f

y una salida y. La neurona puede adaptarse a su entorno modificando el valor de los pesos

sinápticos. En este modelo la salida está dada por:

y = f(
n∑
i=1

wixi) = f(u(x)) (2.1)

La función de activación f(·) se elige de acuerdo a la tarea a realizar. Las funciones de

activación más comunes se muestran en la Tabla 2.1.

Tabla 2.1: Funciones de activación [17].
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2.1.1. Redes neuronales multicapa

Un caso particular de las redes neuronales es cuando las neuronas se organizan por capas

[18], como se observa en la Figura 2.3, para este ejemplo se tiene una red neuronal con 2

capas de nodos (neuronas) y dos capas de pesos, comúnmente cuando se habla de capas, se

refiere a las capas de pesos y no de neuronas.

Figura 2.3: Red Neuronal Multicapa.

Si consideramos wji como el peso sináptico entre la neurona de entrada i y la neurona

oculta j. La señal de entrada que recibe una neurona de la capa oculta está dada por la

suma ponderada de las entradas de la red con su respectivo peso sináptico wji:

u(xi) =
N∑
i=1

wjixi + θj (2.2)

donde θj es el umbral o sesgo de la neurona. La señal de salida de esta neurona en la capa

oculta está dada por:

yj = f(u(xi)) (2.3)

donde f(·) es la función de activación [15]. Lo mismo ocurre para obtener la salida de la red,

obteniendo la suma ponderada de las salidas de las neuronas en la capa oculta y aplicando

sobre la suma una función de activación.
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Hay dos etapas en una red neuronal: aprendizaje y generalización. En la etapa de apren-

dizaje o entrenamiento, como se menciona en [19], se utiliza un conjunto de datos o patrones

de entrenamiento para calcular los pesos sinápticos de la red, iniciados en algún valor alea-

torio, los cuales se van modificando de manera iterativa utilizando los datos de prueba, de

manera que, una función de costo elegida se minimice, en su mayoŕıa se escoge el error entre

la salida de la red y la salida del sistema. En la etapa de generalización se busca que la

red pueda pueda seguir realizando su tarea de manera autónoma sin la necesidad de que

actualice sus parámetros, se pretende que se utilicen datos que no fueron utilizados durante

la etapa de aprendizaje para validar que la red funcione correctamente y no solamente haya

memorizado el conjunto de entrenamiento.

En el caso de modelado de sistemas dinámicos no lineales, se ha demostrado que una

red multicapa con una única capa oculta puede aproximar a cualquier función dándole la

suficiente cantidad de neuronas [20].

Para el aprendizaje de redes neuronales existen tres paradigmas populares [21].

El primero de ellos es el aprendizaje supervisado, en este tenemos un conjunto de datos de

entrada y salida del sistema (maestro), y lo que se quiere es encontrar los valores de los pesos

de la red neuronal (esclavo) a partir de este conjunto de datos. La función de costo utilizada

comúnmente es el error cuadrático medio entre la salida de la red y la salida del sistema. Esta

función de costo se minimiza a través del algoritmo de entrenamiento propuesto. Algunas

tareas que entran dentro de este paradigma es el reconocimiento de patrones y la regresión.

Puede verse como un aprendizaje donde tenemos un maestro que provee realimentación

continua.

El segundo paradigma corresponde al aprendizaje no supervisado. En este caso se tienen

algunos datos de entrada y una función de costo a minimizar. Está función vaŕıa dependiendo

de la tarea a realizar. La estimación de distribuciones estad́ısticas se encuentran dentro de

este paradigma.

El tercer paradigma corresponde al aprendizaje por refuerzo. Generalmente no existe

datos de entrada y estos se generan con agentes que interaccionan con el entorno. En cada

instante, el agente realiza una acción y el entorno produce una señal y costo instantáneo.
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El objetivo es encontrar alguna poĺıtica que minimice el costo a largo plazo. El entorno es

desconocido y puede modelarse como un proceso de decisión de Markov [22] .

2.1.2. Identificación de sistemas dinámicos no lineales

El punto de inicio en el análisis de un sistema es su representación por un modelo ma-

temático, el cual usualmente es un operador entre entradas y salidas del sistema, estos datos

generalmente se presentan como series de tiempo. Estas relaciones entrada-salida, a menudo

se pueden representar como una operación de convolución, o como un conjunto de ecuaciones

diferenciales [23].

Un modelo es una representación simplificada de un sistema. La mayoŕıa de los modelos

matemáticos utilizados son lineales, debido a su facilidad para ser manipulados comparados

con los sistemas no lineales, y pueden representar en forma precisa el comportamiento de

sistemas reales en muchos casos prácticos [24]. Un modelo es útil para realizar simulaciones

ya que representa la dinámica del sistema y para el diseño de controladores.

En la mayoŕıa de las técnicas de control es necesario conocer un modelo del sistema pa-

ra aplicarlas. El modelado del sistema se puede realizar a través de diferentes métodos, la

aplicación de las leyes de la f́ısica que rigen el comportamiento del sistema es una de las

más utilizadas [25]. Sin embargo, la aplicación de este método requiere de un conocimien-

to suficiente del sistema, de manera que cada uno de los parámetros de este puedan ser

determinados correctamente, lo que en la mayoŕıa de los casos es algo dif́ıcil de conseguir.

Las redes neuronales son modelos de caja negra, ya que sólo es necesario conocer los datos

de entrada y salida. Estos métodos de modelado basados en datos todav́ıa tienen problemas,

el principal es que no existe un método definido para determinar los hiper-parámetros de la

red neuronal, es decir, el número de capas ocultas, el número de nodos o neuronas en cada una

de las capas [26]. En el caso de las redes neuronales convolucionales, estos hiper-parámetros

correspondeŕıan a la cantidad de capas convolucionales y de submuestreo, a la cantidad

de filtros convolucionales y su tamaño. El teorema de aproximación universal [20] asegura

que un modelo neuronal puede aproximar virtualmente a cualquier sistema continuo usando
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cierto número de nodos usando una sola capa. Sin embargo, aumentar el número de nodos

en esta capa conduce a otro problema, el sobreajuste de los datos [27]. Como alternativa, en

lugar de sólo aumentar la cantidad de nodos en una sola capa oculta, se recomienda agregar

más capas ocultas con una menor cantidad de nodos por capa, esto se conoce como redes

neuronales profundas. En los últimos años, los modelos de esta nueva área, el aprendizaje

profundo, se han desempeñado en muchas áreas mejor que los modelos existentes [28], tanto

teórica como prácticamente [29].

La identificación de sistemas es una herramienta que permite representar el compor-

tamiento de sistemas con base en datos experimentales obtenidos del sistema. Esto es un

proceso iterativo, y el éxito de la identificación depende de la calidad de las señales de en-

trada y de la identificabilidad del sistema, la cual podemos definir como la posibilidad de

conocer los valores reales de los parámetros del modelo a partir de un número infinito de

observaciones [30].

2.1.3. Aprendizaje profundo

La Inteligencia Artificial (AI) es un campo en auge con muchas áreas de aplicación. Lo que

busca es resolver tareas repetitivas, identificar imágenes, realizar diagnósticos médicos, entre

otras tareas que para el ser humano sean tareas intuitivas de realizar, pero dif́ıciles de explicar.

Uno de los primeros algoritmos fue presentado por IBM, Deep Blue [31]. Este consiste en

un algoritmo para jugar ajedrez, el cual venció al campeón mundial Garry Kasparov en

1997. Estos algoritmos se basan en conocimientos previos dados por las personas que los

diseñaron. Una computadora por su parte no puede aprender conocimientos como lo hace un

ser humano, estos conocimientos deben ser formalizados, y en general no lo son, ya que cada

persona ve las situaciones desde su propio punto de vista. Dado este problema, la AI busca

la forma de adquirir sus propios conocimientos a través de patrones en los datos en bruto.

Esta capacidad de la AI se le conoce como aprendizaje automático (machine learning).

Uno de los algoritmos más sencillos del aprendizaje automático es la regresión loǵısti-

ca [32] y su desempeño se basa en la distribución de los datos de entrada. Otro algoritmo del
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aprendizaje automático es el Naive Bayes, generalmente utilizado como un clasificador [33].

Estos algoritmos se basan en aprender caracteŕısticas de los datos de entrada para poder

realizar su tarea. Sin embargo, saber que caracteŕısticas se necesitan aprender sigue siendo

un reto para estos algoritmos.

Dentro del aprendizaje automático se encuentran los denominados algoritmos de apren-

dizaje profundo (deep learning). Estos intentan resolver el problema de representación de los

datos, creando representaciones más simples que representen conceptos aún más complejos

que los iniciales [34]. Las dos ideas base del aprendizaje profundo son: el poder aprender de

la mejor representación posible de los datos y que al tener una estructura profunda se pueda

aprender más caracteŕısticas de los datos.

Las principales áreas de aplicación de los algoritmos de aprendizaje profundo son la clasi-

ficación [35] y predicción de series de tiempo [36]. A continuación se muestran los principales

algoritmos del área del aprendizaje automático.

Máquinas de soporte vectorial

El algoritmo denominado máquina de soporte vectorial (SVM) es uno de los principales

algoritmos dentro del aprendizaje automático, el cual tiene mejor precision con bajo cos-

to computacional en tareas de regresión lineal o loǵıstica. Se utiliza en su mayoŕıa para

clasificación de objetos.

El objetivo de este algoritmo es encontrar un hiperplano en un espacio N-dimensional

que clasifique de manera clara a los datos. Separar dos conjuntos de datos se puede hacer

mediante muchos hiperplanos, el algoritmo de SVM encuentra el hiperplano que tenga el

margen más grande (la distancia entre conjuntos). Los datos que se encuentra más cerca

del hiperplano son los llamados vectores de soporte y son los que influyen en la posición y

orientación del hiperplano, Figura 2.4.

Considere la clasificación lineal de los datos (x1, y1), · · · , (xn, yn) , donde yi solo tienen

valores 1 y -1, es decir solo pertenece a dos clases. Se desea encontrar un hiperplano de la

forma f(x) = wTx+ b, de tal manera que yif(xi) > 0 indique que la clasificación es correcta.

w son los pesos, b el sesgo. Cualquier hiperplano puede ser escrito como el conjunto de puntos
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Figura 2.4: Separación lineal usando SVM .

x que satisfacen wTx+ b = 0.

Los parámetros b
||w|| determinaran el desplazamiento del hiperplano del origen. Si los

datos se pueden separar linealmente, podemos definir dos hiperplanos mas wTx + b = 1 y

wTx + b = −1 y la distancia entre estos dos es 2
||w|| el cual es el margen del hiperplano

central. Por lo tanto, para obtener el margen se necesita minimizar ||w||, esto se convierte

en un problema de optimización.

Si xi es de la clase 1, se tiene:

(wTxi + b) ≥ 1, yi = 1 (2.4)

Si xi es de la clase 2, se tiene:

(wTx(i) + b) ≤ −1, yi = −1 (2.5)

Combinando las expresiones (2.4) y (2.5), se tiene que:

min(w,b)||w|| (2.6)

sujeto a:yi(w
Txi + b) ≥ 1, i = 1, 2, · · · ,m (2.7)
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Obteniendo este valor mı́nimo de w se tiene el máximo margen posible para los datos,

algunas modificaciones se han realiazdo para incluir datos clasificados erróneamente [37].

Dentro de las aplicaciones de estos algoritmos se encuentra la categorización de textos [38],

en clasificación de imágenes médicas [39, 40], para la predicción de series de tiempo de datos

financieros [41], entre otras muchas aplicaciones.

Máquinas de Boltzmann restringidas

Las máquinas restringidas de Boltzmann ( RBM) [42] definen una distribución de pro-

babilidad p sobre un vector de datos x

p(x) =
∑
h

e−E(x,h)∑
u,g e

−E(u,g)
(2.8)

El parámetro h corresponde a caracteŕısticas no observadas. Esta distribución de probabili-

dad se define por una función de enerǵıa E. Usando esta enerǵıa, la probabilidad condicional

p(h|v) y p(v|h) tienen la forma:

p(vi = y|h) =
1

σ
√

2π
e
−

(y−ai−σi
∑
j wijhj)

2

2σ2
i (2.9)

p(hj = 1|v) = sigmoide(bj +
∑
i

vi
σi
wij) (2.10)

donde ai y bj son los sesgos asociados a la entrada vi y las variables hj. wij representa los

pesos entre estas dos variables. La arquitectura de este algoritmo se presenta en la Figura 2.5.

Si se requiere trabajar con mas de una capa, se genera una estructura en cascada, co-

nectando la capas una después de otra como se observa en la Figura 2.6. En este caso, la

probabilidad p(h1|v) es la entrada para poder calcular p(h2|h1) y en el sentido contrario ocu-

rre lo mismo. Solo la primera capa tiene valores reales, todas las demás son capas binarias.

Trabajos recientes de aplicación de este tipo de algoritmos son presentados en [43, 44, 45].
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Figura 2.5: Arquitectura de una máquina restringida de Boltzmann.

Red de memoria a largo plazo

Las redes de memoria a largo plazo (LSTM) fueron introducidas en 1997 [47] para solu-

cionar problemas presentes en las redes neuronales recurrentes, utilizando células de memoria.

Las LSTM utilizan el concepto de compuertas, con las cuales definen el comportamiento

de cada célula. La entrada pasa a través de varias compuertas, cada compuerta tiene una

función espećıfica: escritura (compuerta de entrada), lectura (compuerta de salida) o reini-

cialización (compuerta de olvido). La activación de la célula se hace de manera similar a una

red recurrente. Las ecuaciones de actualización de una LSTM son:

it = σi(Wxixt +Whiht−1 +Wcict−1 + bi) (2.11)

ft = σf (Wxfxt +Whfht−1 +Wcfct−1 + bf ) (2.12)

ct = ftct−1 + itσc(Wxcxt +Whcht−1 + bc) (2.13)

ot = σo(Wxoxt +Whoht−1 +Wcoct + bo) (2.14)

ht = otσh(ct) (2.15)

donde i, f, o, c son las compuertas de entrada, olvido, salida y activación, respectivamente.

σ es la función de activación para cada compuerta, xt es la entrada a la célula en el instante

t, W son los pesos y b los sesgos [48]. En la Figura 2.7 se observa la estructura de una célula

de LSTM .
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Figura 2.6: Arquitectura profunda de una máquina restringida de Boltzmann [46].

Para construir una arquitectura profunda varias de células, éstas se deben apilar una

después de la otra,. La Figura 2.8 muestra 3 células conectadas entre śı. Algunas de sus

aplicaciones están mencionadas por distintos autores [50, 51, 52]

2.2. Redes Neuronales convolucionales

Uno de los modelos de aprendizaje profundo más populares son las redes neuronales

convolucionales CNN [53], que se utilizan principalmente en tareas que involucran imágenes.

Presentadas por LeCun et al [26] a principios de la década de los noventa, las redes

convolucionales son un ejemplo de una arquitectura de red neuronal especializada, la cual

incluye conocimiento sobre la invarianza de formas bidimensionales utilizando patrones de

conexión local y con restricciones en los pesos [54]. Están inspiradas en la organización de

la corteza visual de los animales que parte de los estudios de Hubel y Wiesel [55], en la

cual la respuesta de cada neurona se expresa matemáticamente como una convolución. Cada

neurona en la corteza visual responde a est́ımulos externos en una cierta región espacial

llamada campo receptivo. Los campos receptivos se sobrepone con sus adyacentes formando
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Figura 2.7: Arquitectura de una célula de memoria de largo plazo [49].

Figura 2.8: Arquitectura de una red de memoria de largo plazo [49].

una ret́ıcula del campo de visión [56].

Las redes neuronales convolucionales presentan una arquitectura multicapa, donde cada

capa está constituida por un número determinado de convoluciones con su respectiva función

de activación no lineal, las dos principales funciones utilizadas en este tipo de red son la ReLU

o tanh [57]. Se han presentado muchas variaciones en la arquitectura de la CNN como es el

caso presentado en [58], donde presenta una CNN en el dominio de la frecuencia.

Las CNN se utilizan para el procesamiento y la clasificación de imágenes [59, 60, 61], que

es el área donde se han presentado el mayor rendimiento y resultados, principalmente para

imágenes médicas [62, 63]. También existen aplicaciones en otras áreas como la predicción
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de series de tiempo [64, 65, 66, 67]. En [68], la serie de tiempo se forma en el modelo

autorregulado, mejorando algo el rendimiento. Para el modelado de sistemas tenemos [69]

donde presenta un modelo basado en redes neuronales para la estimación de casos de COVID-

19 en los siguientes meses de su análisis. En [70], la identificación del sistema no lineal se

transfiere al modelado de series de tiempo utilizando el modelo NARX. En [71], CNN

es entrenada para modelar incertidumbres en el sistema dinámico. Estas incertidumbres se

superan con la CNN debido a las propiedades del peso de las acciones y la conectividad

dispersa.

2.2.1. Propiedades

La principal caracteŕıstica de este tipo de algoritmo de aprendizaje profundo es la ope-

ración de convolución, la cual se ocupa en las primeras capas de la red y su principal uso

es la obtención de propiedades de los datos de entrada. Tomando de referencia la corteza

visual, tenemos dos tipos de células [72]: las células simples tiene una respuesta máxima a

patrones espećıficos dentro de su campo receptivo; y las células complejas que son localmente

invariantes a la posición exacta de patrones en su campo receptivo debido a que presentan

campos receptivos de mayor tamaño. De aqúı obtenemos dos propiedades más de la red

neuronal convolucional.

Convolución

Una convolución es un operador matemático que trabaja con dos argumentos (funciones),f

y g, y las transforma en una tercera. La convolución en tiempo continuo se define como la

integral del producto de dos funciones, una de ellas desplazada una distancia t [73]. Sean las

funciones f y g, su convolución está denotada como:

f ⊗ g =

∫ ∞
−∞

f(τ)g(t− τ)dτ (2.16)

El intervalo de integración depende del dominio sobre el cual están definidas las funciones.

Para el caso discreto, lo comúnmente utilizado con las redes neuronales convolucionales, se

tiene que la integral se intercambia por la suma, dando como resultado:
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f ⊗ g =
∞∑
−∞

f(k)g(n− k) (2.17)

donde una de las funciones está desplazada una distancia n, en ambos casos ⊗ representa la

operación de convolución. Las principales propiedades de la convolución son:

Conmutatividad

f ⊗ g = g ⊗ f (2.18)

Asociatividad

f ⊗ (g ⊗ h) = (f ⊗ g)⊗ h (2.19)

Distributividad

f ⊗ (g + h) = f ⊗ g + f ⊗ h (2.20)

Asociatividad multiplicado por un escalar

a(f ⊗ g) = (af)⊗ g = f ⊗ (ag) (2.21)

Regla de la derivación

D(f ⊗ g) = Df ⊗ g + f ⊗Dg (2.22)

Donde Df denota la derivada de f , y en el caso discreto el operador de diferencia.

Convolución con delta de Dirac

f(t⊗ δ(t) = f(t)

f(t)⊗ δ(t− t0) = f(t− t0)

f(t− t1)⊗ δ(t− t0) = f(t− t0 − t1)

(2.23)
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Conectividad dispersa

Las redes neuronales convolucionales aprovechan las correlaciones espacialmente locales

reforzando los patrones de conectividad local entre neuronas de capas adyacentes. Refiriéndo-

se a la Figura 2.9 para una neurona o unidad de la capa convolucional m + 1, sus entradas

son un subconjunto de las neuronas de la capa m, en este caso una neurona de la capa m+ 1

tiene un campo receptivo de 3. Cada neurona del subconjunto correspondiente en la capa m

tiene a su vez un campo receptivo de 3, los cuales son adyacentes.

Figura 2.9: Conectividad dispersa.

Dado que cada neurona tiene un campo receptivo de tamaño fijo, no toman en cuenta las

variaciones fuera de este, produciendo un tipo de filtrado con su campo receptivo. De este

hecho, es que los hiper-parámetros de las capas convolucionales son conocidos como filtros

convolucionales [74].

Pesos compartidos

La arquitectura de las redes neuronales convolucionales asegura que los filtros produzcan

la respuesta más fuerte a un patrón de entrada localmente espacial [75]. En este tipo de

red neuronal, cada filtro se utiliza a lo largo de todo el campo visual de la capa. Estas

unidades comparten la misma parametrización, es decir pesos y sesgos, formando un mapa

de caracteŕısticas.

En la Fig 2.10 se muestran en la capa m tres unidades que pertenecen al mismo mapa de
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Figura 2.10: Mapa de caracteŕısticas.

caracteŕısticas. Las ĺıneas del mismo color indican que el mismo peso sináptico es utilizado.

Utilizar estas unidades a lo largo del campo de visión permite identificar caracteŕısticas sin

importar su posición en él. Además, el empleo de pesos compartidos mejora la eficiencia de

aprendizaje reduciendo el número de parámetros libres para ser aprendidos [76]. También

reduce la brecha entre el error en la etapa de entrenamiento y en la etapa de generaliza-

ción [77] y la cantidad de memoria requerida para hacer funcionar la red neuronal. Una capa

Convolucional completa está constituida por una gran cantidad de mapas de caracteŕısticas,

los cuales detectan diferentes propiedades de manera local a lo largo de todo el campo de

visión.

2.2.2. Arquitectura

La CNN consiste de capas de convolución y de submuestreo en cascada conectadas a una

o varias capas completamente conectadas al final de la estructura.

Capa convolucional

Es el elemento principal de las redes neuronales convolucionales. Los hiper-parámetros de

esta capa consisten en un conjunto de filtros convolucionales k(`), los cuales tiene un campo

receptivo muy pequeño. En el paso hacia delante de aprendizaje, cada filtro se convoluciona

con todo el campo de visión y(`−1), produciendo un mapa de caracteŕısticas y(`). Cada ele-
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mento del mapa de caracteŕısticas puede interpretarse como la salida de una neurona que

extrae información de una pequeña región de la entrada y comparte parámetros con neuronas

que se encuentran en el mismo mapa. En general, el j−ésimo mapa de caracteŕısticas de una

capa está dado por [76]:

y
(`)
j = f

∑
i∈Mj

y
(`−1)
i k

(`)
ji + bj

 (2.24)

donde Mj representa el conjunto de entradas seleccionadas y el supeŕındice ` representa la

capa actual. La variable representa cada elemento de los filtros convolucionales en esta capa

el mapa. Cada mapeo de salida tiene un sesgo diferente. La convolución proporciona facilidad

para trabajar con entradas de tamaño variable.

La convolución transpuesta puede verse como el paso hacia atrás correspondiente a la

convolución, también conocida como deconvolución [78].

Capa de submuestreo

Una parte importante de las redes neuronales son las capas de submuestreo, son utili-

zadas después de las capas convolucionales. La función principal de estas capas es reducir

el tamaño de la entrada, aunque realizar esta reducción de tamaño conlleva perdidas de

información, pero también trae beneficios a la red como la reducción de carga de cálculo en

capas posteriores, además de reducir el sobreajuste de la red. Se dice que una red está sobre

ajustada cuando tiene un desempeño muy bueno en la etapa de entrenamiento, pero en la

etapa de generalización no, debido a que el modelo solo memoriza los datos de prueba y no

puede generalizar las reglas para predecir datos futuros [27].

La salida de esta capa tiene la forma general:

y`j = f(βjdown(y
(`−1)
j ) + bj) (2.25)

donde down(·) representa una función de submuestreo. La operación más común para realizar

esta reducción es max-pool [79], que divide la entrada en bloques, y de cada uno de estos

bloques conserva el elemento de mayor valor. En la Figura 2.11 se muestra la operación de
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max-pool reduciendo de una matriz de 4× 4 a una matriz de 2× 2 con los valores máximos

en cada subregión creada en la matriz de entrada.

Figura 2.11: Operación max-pool.

Lo más común es utilizar filtros de dimensión 2 × 2 con un paso de submuestreo de 2

unidades.

Algunas otras técnicas utilizadas en la capa de submuestreo se muestran a continuación:

Agrupamiento estocástico. Es un método inspirado en deserción. En lugar de elegir

el máximo valor dentro de cada región de agrupamiento, el agrupamiento estocástico

elige al azar la activación de acuerdo a una distribución multinomial, la cual asegura

que las activaciones no maximales del mapa de caracteŕısticas sean posibles de utilizar.

Agrupamiento Lp. Está inspirado en el proceso de agrupamiento biológico en las

células complejas [80]. Teóricamente el agrupamiento Lp da una mejor generalización

que el max-pool. Puede representarse como:

yi,j,k =

 ∑
(m,n)∈Ri,j

(am,n,k)
p

 1
p

(2.26)

donde yi,jk es la salida del operador en la posición (i, j) en el k-ésimo mapa de ca-

racteŕısticas y am,n,k es el valor de la caracteŕıstica en la posición (m,n) dentro de la

región de agrupación Ri,j del k-ésimo mapa de caracteŕısticas.
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Agrupamiento multi-escala sin orden. Es utilizado para mejorar la invarianza

de las redes neuronales convolucionales sin perder su habilidad discriminativa [81]. Se

extraen caracteŕısticas profundas de activación para la imagen total y para los parches

locales a diferentes escalas. La activación de la imagen completa se realiza como en

otras redes convolucionales.

La combinación entre capas convolucionales y de submuestreo, está inspirado en el trabajo

de Hubel y Wiesel sobre la noción de dos tipos de células en la corteza visual [82].

Capa completamente conectada

Al final de las combinaciones de las capas convolucionales y de submuestreo, se utilizan

capas completamente conectadas donde cada elemento corresponde a una neurona y el núme-

ro total de neuronas en estas capas corresponderá al número de clases que se desean predecir.

La última capa por lo general es utilizada para tareas de clasificación. El operador softmax

es el más usado. Otro método utilizado es el SVM , que combinado con las caracteŕısticas

de la red neuronal convolucional puede resolver diferentes tareas de clasificación [83].

Para el caso de modelado de sistemas, solo se requiere una neurona en la capa de salida

y no es necesario que se incluya una función de activación en esta última capa, dado que

las funciones de activación, como la tanh o ReLU , están acotadas y no podŕıan representar

señales fuera de su imagen. Si se desea utilizar una función de activación en la última capa

es conveniente normalizar la señal a modelar.

Funciones de activación

Algunas de las funciones de activación mas usadas en CNN se describen a continuación.

Sigmoide

Definida como:

f(x) =
1

1 + e−x
(2.27)
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Actualmente esta función ya no es muy utilizada, debido a los problemas que causa,

como lo son la saturación de la salida y la desaparición de los gradientes en la retro

propagación, provocando un mal entrenamiento. Otra razón es que no está centrada

en cero produciendo una dinámica de zigzag en el aprendizaje.

Tangente hiperbólica

Definida como:

f(x) = tanh x (2.28)

Esta función da resultados mejores que la función sigmoide porque está centrada en

cero. Aunque sigue presentando el mismo problemas de la saturación de la salida.

ReLU

Unidad lineal rectificada (ReLU), se define como:

f(x) = max(0, x) (2.29)

Es muy utilizada en redes profundas ya que acelera el aprendizaje por un factor de

6 [83] comparado con las funciones anteriores y evita el problema del desvanecimiento

del gradiente cuando hay muchas capas. La parte negativa de esta función, es que

durante el proceso de aprendizaje muchas neuronas pueden dejar de funcionar. Esto

se da cuando el gradiente mueve los pesos de tal manera que la neurona no se activa,

entonces el gradiente será siempre cero para esa neurona y no se actualizará.

2.3. Algoritmos de aprendizaje profundo para el mo-

delado de sistemas no lineales

Consideremos un sistema discreto desconocido descrito por la ecuación:

x̄(k + 1) = f [x̄ (k) , u (k)] , y(k) = g [x̄ (k)] (2.30)
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donde u (k) es el vector de entrada, x̄ (k) es el vector de estados internos del sistema y y (k)

es el vector de salida. f y g son funciones no lineales suaves, f, g ∈ C∞.

Denotemos ahora los conjuntos de entrada y salida

Y (k) = [y (k) , y (k + 1) , · · · y (k + n− 1)]

U(k) = [u (k) , u (k + 1) , · · ·u (k + n− 2)]

Si ∂Y
∂x̄

es no singular en x̄ = 0 y U = 0, esto nos lleva al siguiente modelo exógeno autoregresivo

no lineal ( NARX):

y(k) = Υ [$ (k)] (2.31)

donde Υ (·) representa la ecuación no lineal en diferencias correspondiente a la dinámica del

sistema, con:

$ (k) = [y (k − 1) , · · · y (k −my) , u (k) , · · ·u (k −mu)]
T (2.32)

$ (k) = [$1 · · ·$l]
T , l = my +mu + 1, k = 1 · · ·N, N es el total de datos para este sistema

en particular.

Para la identificación del sistema no lineal (2.31), dos tipos de modelos pueden ser utili-

zados:

Modelo paralelo.

Está definido como

ŷ(k) = NN [u (k) , · · · , u (k − nu)]
ó

ŷ(k) = NN [ŷ(k − 1), · · · , ŷ(k − ny),
u (k) , · · · , u (k − nu)]

(2.33)

donde ŷ(k) es la salida del modelo, NN [·] es la estructura del modelo a utilizar. ny

y nu son los órdenes de regresión para la salida y la entrada respectivamente. Esta

representación es conocida como modelo paralelo [84]. La principal caracteŕıstica es

que la salida real del modelo, y (k − 1), en instantes anteriores no se incluye como

entrada, en cambio la salida de la red es la que puede o no incluirse.
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Modelo serie-paralelo.

Se representa como:

ŷ(k) = NN [y (k − 1) , · · · , y (k − ny) ,
u (k) , · · · , u (k − nu)]

(2.34)

En este caso la regresión de datos es idéntica que el modelo NARX (2.32), con órdenes

de regresión distintos nu 6= mu, ny 6= my. Este tipo de modelo es el más utilizado, ya

que se cuenta tanto con datos de entrada como de salida de los sistemas a modelar.

Uno de los problemas que tiene el modelo paralelo es que no puede modelar sistemas no

lineales complejos tales como sistemas con ruido en los datos, o cuando hay pérdida de ellos,

esto es debido que no contamos con suficiente información utilizando únicamente los datos

de entrada del sistema. Al no conocer la información de salida, aún cuando el sistema no

presente alteraciones, los modelos tienden a diverger [85], este tipo de modelos es utilizado

para realizar predicciones, las cuales en general no son acertadas.

En ambos modelos de sistema, se utiliza la variable $̂ para denotar la entrada a las redes

neuronales utilizadas, por ejemplo para el modelo serie-paralelo tenemos

$̂ (k) = [y (k − 1) , · · · , y (k − ny) , u (k) , · · · , u (k − nu)] (2.35)

Este modelos presentados será utilizados en las secciones de simulaciones para cada ar-

quitectura propuesta en este trabajo.

En general la aplicación de estos algoritmos se realiza en sistemas dinámicos no lineales

discretos determińısticos, debido a que se trabaja con datos de sensores los cuales tienen un

tiempo de muestreo preestablecido generando únicamente valores discretos del sistema, los

sistemas en tiempo discreto son representados por medio de ecuaciones en diferencias, que en

la mayoŕıa de ocasiones se obtienen a partir de una aproximación de ecuaciones diferenciales

que modelen al sistema. Son sistemas determińısticos debido a que en un futuro se busca

emplear técnicas de control para modificar su comportamiento, de manera que necesitamos

que el sistema genere la misma señal ante el mismo est́ımulo. Por último, los algoritmos
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como las redes neuronales son empleadas principalmente en sistemas en lazo abierto, ya que

lo que se busca con estos algoritmos es poder aprender el comportamiento del sistema para

posteriormente ser utilizado para otros fines como lo son el control.



Caṕıtulo 3

CNN para la identificación de

sistemas: Dominio del tiempo

En este caṕıtulo se describe la aplicación de las redes neuronales convolucionales para

el modelado de sistemas dinámicos no lineales utilizando la operación de convolución en el

dominio del tiempo con valores reales. Se presentan simulaciones numéricas con diferentes

combinaciones de hiper-parámetros, cantidad de capas y cantidad de filtros convolucionales

por capa, de tal manera que se determine la mejor estructura de la red para cada situación.

En este caso, la longitud de los filtros se mantendrá fija. Lo que se busca es encontrar una

estructura de red lo suficientemente pequeña para satisfacer los criterios del modelado.

Además, se presenta un estudio de aplicación de la CNN en la identificación del cambio

de la posición de la estructura respecto a la velocidad, el cual es utilizado para detectar

fallas mediante un método de enerǵıa. Este método requiere tanto de la velocidad como el

el cambio en la posición debido a la histéresis, este último siendo dif́ıcil de determinar dado

que se requiere conocimiento de los parámetros f́ısicos de la estructura, los cuales la mayoŕıa

de veces no son conocidos.
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Figura 3.1: Arquitectura de un Red Neuronal Convolucional para el modelado de sistemas.

La arquitectura o estructura general de una red convolucional se muestra en la Figura 3.1

utilizada para la identificación de sistemas. Cuenta con dos capas de convolución y dos capas

de submuestreo intercaladas, seguidas de dos capas completamente conectadas con una única

salida.

3.1. Arquitectura en el dominio del tiempo

Considere la arquitectura de la red neuronal convolucional en el dominio del tiempo

con valores reales (CNNt) también denominada como red neuronal convolucional profunda

(DCNN) propuesta en la Figura 3.2 construida mediante bloques para identificar el sistema

mostrado en la expresión (2.31). Consta de n
2

bloques convolucionales conectados en casca-

da y al final conectados a una capa completamente conectada. Cada Bloque convolucional

consta de dos capas, una capa convolucional con h filtros convolucionales K
(`)
h , seguidos de

una función de activación ReLU ; y una capa de submuestreo que utiliza la operación max-

pool con una reducción s`+1, siendo ` el indicador de la capa actual. La salida de la capa

completamente conectada es la salida de la CNNt y cuenta con pesos sinápticos W . Para

Figura
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Figura 3.2: Arquitectura profunda de la CNN para el modelado de sistemas no lineales.

3.1.1. Bloque convolucional

Cada bloque convolucional consta de dos capas, una convolucional y otra de submuestreo.

La primera capa realiza la operación de convolución entre la salida del bloque anterior y los

filtros convolucionales de esta capa, para el bloque inicial, la convolución de los filtros se

realiza con el vector definido en (2.35). Matemáticamente se expresa como

χ
(`)
h = K

(`)
h ⊗ y

(`−1)
h (3.1)

K
(`)
h son los h-filtros en la capa actual ` con dimension K

(`)
h ∈ <fl , y

(`−1)
h es la salida del

bloque anterior y χ es uno de los h mapas de caracteŕısticas generado a partir de realizar

la convolución, y su longitud está definido por p` = (p`−1 − f` + 2P )/S + 1. La operación

de convolución se realiza con un paso S = 1 y un relleno de ceros P = 1 donde p`−1 es la

dimensión del vector de entrada y
(`−1)
h y la dimensión de los filtros f` = 3.

Una vez obtenida los mapas de caracteŕısticas, se procede a aplicar la función de activación

ReLU . La salida de la capa de convolución, y
(`)
h se define como:

y
(`)
h = max(0, χ

(`)
h ) (3.2)

La dimensión de estos nuevos vectores siguen siendo la misma que la de los mapas de carac-

teŕısticas, ya que la operación ReLU se aplica individualmente a cada elemento de los mapas

de caracteŕısticas.

Una vez aplicada la función de activación, una capa de submuestreo es utilizada. La

finalidad de esta capa es reducir el tamaño de los datos para aśı poder evitar problemas

de sobre ajuste de la red. Se propone utilizar la operación de max-pool, con la cual solo la



34 CNN para la identificación de sistemas: Dominio del tiempo

respuesta mas grande de los filtros es la que se seguirá propagando a través de la CNN . La

salida de esta capa se define como:

y
(`)
h = max-pool

(
y

(`−1)
h , s`

)
(3.3)

s` representa la cantidad de elementos a agruparse dentro del vector para que se elija el de

valor más alto. La dimensión del vector de salida esta definida como p` = p`−1

s`
.

3.1.2. Capa completamente conectada

Una vez terminados los bloques convolucionales, la estructura se termina con una capa

completamente conectada, para ello, las h-salidas del último bloque convolucional, se apilan

en el vector ϑ

ϑ =
[
y

(n)T
1 y

(n)T
2 · · · ; y

(n)T
h

]T
(3.4)

la dimension de este vector corresponde a multiplicar las salidas por la longitud de cada una,

i.e. ϑ ∈ <pn+1 donde pn+1 = pn ∗ h.

Una vez creado este nuevo vector, la salida de la CNNt se expresa mediante la siguiente

ecuación

ŷ(k) = WTϑ (3.5)

donde W es un vector de pesos sinápticos de dimension W ∈ <pn+1 , lo cual produce una

salida escalar. Como se puede observar en esta última capa, ninguna función de activación

es aplicada, dado que para el modelado de sistema la salida puede encontrarse fuera del

codominio de las funciones activación.

3.1.3. Entrenamiento de la CNNt

Entrenamiento empleando retro propagación

El aprendizaje o entrenamiento de los hiper-parámetros de la CNNt se realiza mediante

el algoritmo de retro propagación (BP ) como se observa en la Figura 3.3.
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Figura 3.3: Proceso de entrenamiento.

Este algoritmo calcula el gradiente de una función de costo propagado hacia atrás a

través de la CNNt respecto a cada hiper-parámetro a actualizar, para la CNNt únicamente

se actualizan son los filtros convolucionales y los pesos sinápticos de la capa de salida, el

cual se utiliza para actualizarlos. Lo primero es definir una función de costo la cual es una

medida del desempeño de la CNNt, en el caso de modelado e identificación de sistemas, la

mas utilizada es la del error medio cuadrático, definida como:

J(k) =
1

2
e2(k) = ŷ(k)− y(k) (3.6)

Para calcular el gradiente se utiliza la regla de la cadena, y los hiper-parámetros se

actualizan según la regla delta. El algoritmo empieza por la capa de salida actualizando los

pesos sinápticos W de la siguiente manera:

wi(k + 1) = wi(k)− η(`) ∂J

∂wi
(3.7)

donde wi es cada uno de los elementos del vector W , η(`) es la tasa de aprendizaje y esta se

define para cada capa, para garantizar que estos pesos sinápticos están acotados, la conver-

gencia para este algoritmo se presenta en [86] en el caso de tasas de entrenamiento constantes

y pequeñas. La derivada parcial de la función de costo respecto del sináptico queda como:

∂J

∂wi
=
∂J

∂e

∂e

∂ŷ

∂ŷ

∂wi
= eϑi (3.8)
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donde ϑi es el elemento del vector ϑ correspondiente a al peso wi. Finalmente, la actualización

de lo pesos sinápticos de la capa de salida es:

wi(k + 1) = wi(k)− η(`)eϑi (3.9)

El gradiente hacia los bloques convolucionales se calcula, utilizando la regla de la cadena,

como:
∂J

∂ϑ
=
∂J

∂e

∂e

∂ŷ

∂ŷ

∂ϑ
= eW (3.10)

El gradiente a través de los bloques convolucionales pasa primero por la capa de submues-

treo. En esta capa, la operación inversa del max-pool es realizada y el gradiente se obtiene

mediante:
∂J

∂y(`−1)
= up

(
∂J

∂y(`)

)
(3.11)

donde up(·) es un operador que aumente la dimensión de su argumento para igualarlo al de

la entrada de la capa de submuestreo actual, y colocando el gradiente en las posiciones en las

cuales max-pool encontró el valor máximo en la etapa hacia adelante, colocando las demás

posiciones en cero.

Para la capa convolucional, el gradiente de la función de costo respecto a cada peso es

calculado como sigue:
∂J

∂K
(`)
h

= y
(`−1)
h ⊗ rot180(δ

(`)
h ) (3.12)

donde

δ
(`)
h,i =

∂J

∂y
(`)
h,i

f
′
(x

(`)
h,i) (3.13)

f
′
(·) es la derivada de la función ReLU . Esta derivada está definida a continuación:

f
′
(x) =

1 if x > 0

0 otro caso

Para poder actualizar los hiper-parámetros de las capas convolucionales, la regla delta es

utilizada, por lo tanto, se tiene:

K
(`)
h (k + 1) = K

(`)
h (k)− η

(
y

(`−1)
h ⊗ rot180(δ

(`)
h )
)

(3.14)
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Finalmente, la retro propagación del gradiente a través de la capa convolucional hacia el

bloque anterior está dada por:

∂J

∂y
(`−1)
h

= δ
(`)
h � rot180(K

(`)
h ) (3.15)

el operador rot180(·) es equivalente a utilizar los valores del argumento de abajo hacia

arriba, como se se pusiera boca abajo el argumento. Considere un vector x definido como

x = [x1 x2 x3 x4]T . Aplicando el operador rot180(·) al vector x se tiene que rot180(x) =

[x4 x3 x2 x1]T .

Entrenamiento por mı́nimos cuadrados

El entrenamiento en esta sección se realiza mediante la pseudo inversa generealizada de

Moore-Penrose [87]. Con este método de mı́nimos cuadrados solamente es necesario actualizar

los pesos de la capa de salida al final de la etapa de entrenamiento, se ilustra el proceso en la

Figura 3.4. De este algoritmo se tiene que, los pesos sinápticos óptimos de la capa de salida

Figura 3.4: Modelo de aprendizaje por mı́nimos cuadrados.

W ∗ se obtiene mediante la minimización de la función de costo:

J =
∑
k

‖y(k)− ŷ(k)‖2 (3.16)

y están dados por :

W ∗
5 = YΨT (ΨΨT )−1 = Y Xi+ (3.17)
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donde Y es vector de las salidas deseadas durante las ktrain iteraciones de la etapa de entre-

namiento:

Y =
[
y(1) y(2) · · · y(ktrain)

]
(3.18)

y Ξ+ es la pseudoinversa de Moore-Penrose de la matriz Ξ, definida como:

Ξ+ = ΞT (ΞΞT )−1 (3.19)

donde

Ξ =
[
ϑ(1) ϑ(2) · · · ϑ(ktrain)

]
(3.20)

La existencia y unicidad de la matriz Ξ+ se describen en [88]. Este procedimiento combi-

nado con la inicialización de los hiper-parámetros de la red, filtros de las capas convolucionales

y pesos sinápticos de la capa de salida, se conoce como algoritmos aleatorios [89].

3.2. Simulaciones CNN en el dominio del tiempo con

valores reales.

Lo que se busca con estas simulaciones es encontrar de manera experimental los hiper-

parámetros libres de la CNNt para satisfacer un criterio de modelado. Se utilizan dos conjun-

tos de datos de prueba para realizar estas comparaciones, para cada uno de ellos se realizan

simulaciones con 3 cantidades diferentes de bloques aśı como 3 cantidades diferentes de fil-

tros por capa convolucional. En total 9 simulaciones son realizadas por cada conjunto de

datos. Par esta sección solo se ocupa el modelo serie-paralelo (2.34), que es el mas utilizado

en la literatura. Todas las simulaciones fueron realizadas en MATLAB, en el mismo equipo

de cómputo con las siguientes especificaciones: procesador Intel Core i7 de cuatro núcleos a

2,6 GHZ con 16 GB de RAM.

3.2.1. Sistema Wiener-Hammerstein

El sistema Wiener-Hammerstein es una estructura orientada de bloques [90]. Consta de

dos funciones lineales invariantes en el tiempo conectadas entre śı por una función no lineal.
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Las no linealidades hacen que la identificación del sistema no lineal sea problemático. El

conjunto de datos consta de 18800 parejas entrada/salida.

Para las simulaciones se utilizan 13300 parejas para el entrenamiento y las restantes para

la generalización. Los valores numéricos para el orden de regresión del vector de entrada a la

CNNt definido en (2.35) son ny = 16 y nu = 15. La inicialización de los valores numéricos

de los pesos sinápticos de la capa de salida se realiza de manera aleatoria en el rango de

[−1, 1], igualmente los filtros convolucionales se inicializan en este mismo intervalo.

El número de filtros convolucionales para las capas convolucionales son h = 5, 10, 20, y el

primer conjunto de simulaciones corresponden a una CNNt con 2 bloques convolucionales,

i.e. n = 4. En cada capa de submuestreo se realiza una operación max-pool con s2 = s4 = 2.

La Figura 3.5a muestra el resultado en la etapa de generalización utilizando los hiper-

parámetros indicados anteriormente, con h = 5. La forma de comparar los resultados de

cada CNNt es utilizando el error medio cuadrático (MSE). Para este caso se obtuvo un

valor de 5,2275×10−4 con un tiempo de cómputo aproximado de 42s, el cual es un resultado

bastante aceptable. Se prosigue a cambiar el valor de h.

La siguiente simulación corresponde a utilizar 10 filtros por cada capa, esto aumenta el

número de hiper-parámetros en la red, causando que el tiempo de cómputo llegue a los 49

segundos aproximadamente. En la Figura 3.5b se puede observar que el seguimiento mejoró

a comparación de la simulación anterior, obteniendo un MSE de 9,825× 10−5.

Finalmente, se realiza las simulaciones ahora con 20 filtros por capa, h = 20. Los resulta-

dos obtenidos se pueden observar en la Figura 3.5c. El MSE en esta simulación corresponde

a 2,873× 10−5 con un tiempo de cómputo aproximado de 65s.

A continuación se presentan los resultados utilizando 3 bloques convolucionales, n = 6,

similarmente, se realizan 3 simulaciones con esta arquitectura, utilizando 10,20 y 40 filtros en

las capas convolucionales. La razón por la cual estos valores son mayores que en las simulacio-

nes anteriores es que para valores inferiores a 10, la CNNt no realizaba un buen modelado del

sistema Wiener-Hammerstein. Las Figuras 3.6a, 3.6b, 3.6c muestran los resultados obtenidos

para 10, 20 y 40 filtros respectivamente. Los MSE, en el mismo orden, son 2,3049 × 10−4,

8,133× 10−5 y 1,0418× 10−5, mientras que los tiempos de cómputo aproximados son: 103s,
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Figura 3.5: Resultados de simulación, sistema Wiener-Hammerstein con dos bloques convo-

lucionales.
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122s y 139.

Se puede observar que utilizar 10 filtros con 3 bloques convolucionales genera un resultado

similar a utilizar dos bloques con 5 filtros, pero el tiempo requerido para este caso aumenta

considerablemente a 103,1241s. Caso similar ocurre para 3 bloques, 20 filtros y 2 bloques y

10 filtros.

Finalmente se realizan las simulaciones utilizando 4 bloques convolucionales, n = 8,

y utilizando h = 40, 60, 100. Ocurre lo mismo que en las 3 simulaciones anteriores, para

valores inferiores de 40 filtros, la CNNt no puede realizar el seguimiento del sistema Wiener-

Hammerstein, por eso se opta por aumentar la cantidad de filtros en cada capa. El MSE

para cada caso, en orden 40,60, 100 filtros son 0,0016, 2,8714×10−4 y 1,1343×10−4, mientras

que los tiempos de computo son de 152s, 181s y 207s. Los resultados de simulación pueden

observarse en las Figuras 3.7a, 3.7b. Se muestran únicamente los resultados para 60 y 100

filtros.

En la Figura 3.7c se muestra los errores de seguimiento de cuatro combinaciones distintas

de bloques convolucionales y de filtros para el sistema Wiener-Hammerstein, en esta imagen

se puede notar que todas las señales empiezan con valores altos de error debido a que la

entrada de la CNNt tiene muchos ceros, como van llegando datos las señales empiezan a

acercarse a cero. Las combinaciones de 2 bloques con 20 filtros y 3 bloques con 40 filtros

son las que se mantienen mas cerca del cero comparado con las otras dos señales restantes.,

no es tan fácilhacer una comparación con estas señales, por lo que se decide a utilizar otras

formas de medir el desempeño de los algoritmos.

De las 9 pruebas realizadas para el modelado del sistema Wiener-Hammerstein utilizando

CNNt, se puede concluir que a mayor números de bloques convolucionales, es necesario un

mayor número de filtros en cada capa, esto permite mantener el modelado dentro de cierto

rango de precisión pero aumenta considerablemente el tiempo de cómputo. La comparación

de los errores medios cuadráticos aśı como del tiempo de cómputo para las 9 simulaciones

presentadas para este sistema se muestran en Tabla 3.1. En esta tabla se puede apreciar el

error medio cuadrático es muy similares en todas las pruebas.
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Figura 3.6: Resultados de simulación, sistema Wiener-Hammerstein con tres bloques convo-

lucionales.
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Figura 3.7: Resultados de simulación, sistema Wiener-Hammerstein con cuatro bloques con-

volucionales.
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Tabla 3.1: comparación de resultados para el sistema Wiener-Hammerstein.

No. filtros MSE Tiempo [s]

2 bloques

5 5.2275×10−4 42.2451

10 9.825×10−5 49.1234

20 2.873×10−5 65.1974

3 bloques

10 2.3049×10−4 103.1241

20 8.133×10−5 122.4124

40 1.0418×10−5 139.7942

4 bloques

40 0.0016 152.8452

60 2.8714×10−4 181.5168

100 1.1343×10−4 207.3515
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3.2.2. Sistema con histéresis

Los datos de prueba son obtenido de [91], el cual consta de un sistema con una no

linealidad dinámica. En total se tiene 8192 ejemplares entrada/ salida a una frecuencia

de muestreo de 750 Hz. Se utilizan 5000 datos para el entrenamiento y el restante para

la generalización, el orden de regresión para este sistema es ny = 16y nu = 15. Los hiper-

parámetros de la red se inicializan en el intervalo [−1, 1]. Al igual que con el sistema anterior, 6

simulaciones diferentes son realizadas, cambiando la cantidad de bloques convolucionales,n =

4, 6, 8, y la cantidad de filtros en cada capa cambiará de acuerdo a la cantidad de bloques

convolucionales.

El primer conjunto de simulaciones corresponde a dos bloques convolucionales, n = 4,

utilizando h = 5, 10, 20, de los cuales, utilizar 20 filtros por capa genera mejor resultado

entre este conjunto. Utilizar únicamente 5 filtros generan un MSE de 1,0372 × 10−7 con

un tiempo de cómputo de 25s. La Figura 3.8a muestra los resultados de simulación para el

caso de 2 bloques y 10 filtros, como se puede apreciar, el seguimiento aún no es adecuado,

presenta un MSE de 3,8802 × 10−8 con un tiempo de 29s aproximadamente. El orden del

error es de esa magnitud debido a la magnitud de la señal se encuentra en el rango de 10−3.

Aumentando la cantidad de filtros en las capas convolucionales a 20, mejora el desempeño

de la CNNt, obteniendo un MSE de 1,4935 × 10−8 con un tiempo de cómputo de 42s. Se

obtienen resultados parecidos que en el sistema anterior, aumentando la cantidad de filtros

se disminuye el error de aproximación. Los resultados se pueden observar en la Figura 3.8b.

El siguiente grupo de simulaciones corresponde a utilizar 3 bloques convolucionales con

10, 20 y 40 filtros por capa. La primer simulación corresponde a utilizar 10 filtros, este el

número más pequeño de filtros para que la CNNt funcione de manera adecuada, ya que,

con menos filtros la red no generaliza la función. Se requiere de 40s de entrenamiento para

obtener un MSE de 9,4496 × 10−8. Mientras que, para 20 filtros, se requiere de 50s para

obtener un MSE de 2,0789 × 10−8. Por último, para 40 filtros se obtiene un MSE de

1,0407× 10−8 con un tiempo de 60s. Los resultados para 20 y 40 filtros se pueden observar

en Figuras 3.8c, 3.8d.

En este grupo se observa de manera similar al anterior que aumentar un bloque convo-
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Figura 3.8: Resultados de simulación, Sistema con histéresis con dos y tres bloques convolu-

cionales.
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lucional también requiere de un aumento de la cantidad de hiper-parámetros de la red aśı

como del tiempo requerido de cómputo.

El último grupo de simulaciones corresponden a utilizar 4 bloques convolucionales, te-

niendo una CNNt de 9 capas en total, 4 capas convolucionales , 4 de submuestreo y una com-

pletamente conectada. La cantidad de filtros utilizados para este grupo son h = 60, 100, 600.

En este grupo, la cantidad mı́nima para que se realice la generalización dentro de un rango

aceptable fue de 50 como se puede observar en la Figura 3.9a.

Para este sistema en particular, por más que se aumente la cantidad de filtros, la CNNt

no logra mejorar su desempeño. se muestra el resultado obtenido para 100 filtros en la

Figura 3.9b, se realizaron simulaciones utilizando hasta 600 filtros, que es el valor en el cual

su desempeño de la CNNt mejora, ver Figura 3.9c. La gráfica de los errores de seguimiento

de combinaciones distintas se presenta en la Figura 3.9d, donde se puede notar que las cuatro

señales tiene un comportamiento muy parecido entre ellas, se puede notar mejor la diferencia

si se compara el ı́ndice de desempeño MSE presentado en la Tabla 3.2. La comparación

de estos tres grupos de simulaciones para el sistema con histéresis puede encontrarse en la

Tabla 3.2. En esta tabla se puede observar que utilizar 2 bloques con 20 filtros convolucionales

seŕıa la mejor opción a escoger ya que el valorMSE esta un poco por arriba de la combinación

de 3 bloques y 40 filtros, pero es aproximadamente un 70 % mas rápido, esto puede deberse

a distintas causas, una de ellas puede ser que debido a que al aumentar la cantidad de

hiper-parámetros a la estructura podemos provocar el sobre ajuste de los datos lo cual no

empeora la etapa de generalización. Otra causa puede ser la misma naturaleza aleatoria

de la estructura, como todos los hiper-parámetros son inicializados al azar, puede que esa

combinación para la combinacion de 2 bloques y 20 filtros haya encontrado un mı́nimo local

más pequeño que el resto de las combinaciones.

Como se observó en estos dos sistemas anteriores, la arquitectura de CNNt propuesta

utilizando únicamente dos bloques convolucionales con 20 filtros por capa puede ser utilizada

para el modelado de sistemas no lineales.
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Figura 3.9: Resultados de simulación, Sistema con histéresis con cuatro bloques convolucio-

nales.
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Tabla 3.2: Comparación de resultados para el sistema con histéresis.

No. filtros MSE Tiempo [s]

2 bloques

5 1.0372×10−7 25.6713

10 3.8802×10−8 29.1682

20 1.8649×10−8 42.5135

3 bloques

10 9.4496×10−8 40.8731

20 2.0789×10−8 50.1582

40 1.0407×10−8 60.1519

4 bloques

60 8.4877×10−8 69.9346

100 3.6154×10−8 100.7928

600 3.025×10−8 498.2714
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3.3. Simulaciones con pesos aleatorios

En esta sección se utilizan 2 ejemplos de prueba para mostrar la eficacia en el modelado

de sistemas no lineales de la CNNt con pesos aleatorios. Tres casos se muestran

Pesos aleatorios sin pre-entrenamiento, inicializados en el intervalo [0, 1].

Pesos aleatorios sin pre-entrenamiento, inicializados en el intervalo [−1, 1].

Pesos aleatorios con pre-entrenamiento, inicializados en el intervalo [−1, 1].

Los primeros dos casos consisten en variar el rango de inicialización de los pesos, mientras

que en el tercer se pretende mostrar la eficacia de los pesos aleatorio comparando el tiempo

requerido para el entrenamiento incluyendo el pre-entrenamiento. Este pre-entrenamiento

consiste en utilizar el BP para actualizar todos parámetros de la CNNt. Para estas simu-

laciones también únicamente se utiliza el modelo serie-paralelo (2.34) para alimentar a la

CNN .

3.3.1. Sistema no lineal

Este ejemplo de prueba fue propuesto en Narendra y Parthasarathy [84]. El sistema está

descrito por:

y(k + 1) =
y(k)

1 + y2(k)
+ u3(k) (3.21)

donde u(k) es la entrada periódica, la cual se diferencia en la etapa de entrenamiento y en la

de generalización, u(k) = A sin(πk
50

) + B sin(πk
20

). En la etapa de entrenamiento A = B = 1,

mientras que en la etapa de generalización A = 0,9, B = 1,1. Este ejemplo de prueba es muy

utilizado para modelos de predicción, donde la salida y(k−1) no está disponible y únicamente

las señales de entrada. Para este sistema se propone utilizar $̂ = [u(k) · · ·u(k − 5)]. Se realiza

una comparación con un red neuronal multicapa (MLP ), la cual consta con dos capas, y la

capa oculta tiene 20 neuronas. Esta comparación se puede ver en la Figura 3.10. Se puede

observar que la CNNt puede modelar el sistema con mejor precisión que la MLP .
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Figura 3.10: Resultados de simulación de modelado del sistema no lineal.

Los errores de generalización se reducen al utilizar el pre-entrenamiento, como se muestra

en la Figura 3.11. El error utilizado es el mismo que se ha utilizado en caṕıtulos anteriores,

el error medio cuadrático acumulado. Se puede observar que utilizar un pre-entrenamiento

mejor el desempeño de la CNN pero no lo suficiente para compensar el tiempo requerido

para ello.
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Figura 3.11: Errores de generalización.

Ahora la distribución de los pesos se cambia, de [0, 1] a [−5, 5]. La Tabla. 3.3 muestra

como la precisión del modelado es afectada al cambiar la distribución de los pesos. Se puede

observar que diferentes distribuciones de pesos pueden mejor el desempeño de la CNNt. El



52 CNN para la identificación de sistemas: Dominio del tiempo

rango [1, 3] es el que presenta mejores resultados.

Tabla 3.3: Errores medios cuadráticos para el modelado del sistema no lineal (×10−3).

Distribución de filtros Aleatorios Pre-entrenamiento,

[−5, 3] 4.11 5.98

[−3, 0] 3.26 3.57

[0, 1] 1.42 4.64

[1, 3] 1.37 1.02

[−5, 5] 3.51 5.95
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3.3.2. Horno de gas

El conjunto de datos del horno de gas es otro problema de identificación muy usado [92].

El conjunto consiste de 296 ejemplares muestreados cada 9s. Box et al. [92] utilizan una

aproximación por series de tiempo para desarrollar un modelo lineal, Sugeno y Yasukawa [93]

y Wang y Langari [94] utilizan estos datos evaluar su modelo difuso. Para estas simulaciones

se utiliza el modelo paralelo (2.33) con $̂ = [u(k) · · ·u(k − 10)]. 200 muestras son utilizadas

para el entrenamiento y las restantes para la generalización. Los errores de generalización

se muestran en la Figura 3.12. Para este ejemplo se puede ver que la CNN tiene un mejor

resultado que la MLP . El pre-entrenamiento mejora ligeramente el desempeño de la CNN .
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Figura 3.12: Errores de generalización.
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De igual forma que para el ejemplo anterior, la distribución de los pesos es cambiada de

[0, 1] a [−5, 5]. La Tabla. 3.4 muestra los errores de modelado para el horno de gas, para

sistema en particular, el rango [0, 1] presenta el mejor resultado.

Tabla 3.4: Errores cuadráticos medios para el modelado del horno de gas(×10−3).

Distribución de filtros Aleatorios Pre-entrenamiento,

[−5, 3] 27.6 24.1

[−3, 0] 12.7 21.1

[0, 1] 9.5 8.9

[1, 3] 11.7 9.1

[−5, 5] 24.3 31.2
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3.4. Detección de daño en estructuras de edificios ba-

sada en datos de vibración y el modelo de Bouc

Wen

Los edificios son estructuras civiles susceptibles a diversos tipos de daños durante su vida

útil debido principalmente al continuo deterioro, fatiga, arrastramiento y cargas pesadas

inesperadas causadas por fenómenos naturales, como terremotos, fuertes vientos, tifones,

entre otros. En este sentido, la tecnoloǵıa de Monitoreo de Salud Estructural (SHM) es un

tema emergente en la ingenieŕıa civil que evita fallas estructurales catastróficas y prolonga la

vida útil, mediante evaluaciones continuas y periódicas de la integridad de las infraestructuras

civiles. La mayoŕıa de los métodos SHM se basan en el análisis de vibraciones que estudia

caracteŕısticas globales como frecuencias naturales, formas de modales y curvaturas modales.

Se puede encontrar una extensa revisión de estos métodos en [95, 96] mientras que una amplia

revisión de los métodos vibracionales con énfasis en aplicaciones de ingenieŕıa estructural se

describe en [97, 98]. Del mismo modo, los métodos presentados en [99, 100, 101] también son

técnicas para la detección de daños mediante el análisis de los cambios en sus frecuencias

de vibración. Dichos cambios se comparan con un ancho de banda en una situación sin

daños. Sin embargo, en ambos casos, estos métodos requieren excitar un edificio a altas

frecuencias, lo cual no es fácil de lograr y, por lo tanto, el daño puede pasar inadvertido.

Además, las influencias ambientales como la lluvia y la temperatura pueden inducir cambios

en las frecuencias de vibración incluso si no hay daños [102, 103, 104].

Por otro lado, el daño progresivo inducido en los componentes estructurales podŕıa empu-

jar significativamente la respuesta estructural al régimen no lineal. Por lo tanto, recientemen-

te se han desarrollado enfoques más generales para la identificación de sistemas estructurales

no lineales, basados en la equivalencia de entrada-salida. En estudios de identificación ba-

sados en un enfoque paramétrico, varios investigadores han adoptado el modelo de Bouc

Wen [105, 106, 107]. Sin embargo, estos métodos deben satisfacer la condición de excitación

persistente, que es dif́ıcil de lograr, de lo contrario, no se puede garantizar la convergencia
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paramétrica. Además, la complejidad de los métodos crece de acuerdo con el número de

parámetros a identificar, de modo que ajustar los parámetros puede resultar en una tarea

dif́ıcil. Otros trabajos relacionados son [108, 109] donde se discuten diferentes técnicas de

identificación no lineal para la detección de daños.

Entre los esquemas de identificación no paramétricos, el enfoque de red neuronal artificial

se ha utilizado recientemente para caracterizar sistemas no lineales de estructura desconocida.

Se puede encontrar una revisión exhaustiva de estos métodos en [110]. Bajo este enfoque,

se presenta un método para la localización de daños utilizando modelos autorregulados y

un conjunto de registros de aceleración en [111]. De manera similar, en [112] se presenta un

algoritmo de ubicación de daños, donde las señales de vibración se suponen como la salida

de un modelo de promedio móvil autorregresivo (ARMA). La hipótesis es que la reducción

de la rigidez induce cambios en los coeficientes de la parte autorregresiva del modelo. Se

pueden consultar otros algoritmos similares para la detección de daños en [113]. En [114]

se presenta un sistema de detección de daños que utiliza redes neuronales convolucionales

de una dimensión que fusionan tanto la extracción de caracteŕısticas como los bloques de

clasificación en un cuerpo de aprendizaje único y compacto. Las CNN introducidas en [54]

se utilizan principalmente para el reconocimiento y clasificación de imágenes.

En esta sección, se desarrollan procesos de identificación y extracción de caracteŕısticas

del sistema no lineal como una solución alternativa a los métodos de análisis modal para la

evaluación de la salud de edificios de varios pisos. Se introduce una CNN para estimar el el

parámetro correspondiente al hysteretic displacement del modelo de Bouc Wen, analizando

los datos provenientes de los sensores de aceleración. La hipótesis principal es que después

de dañar el edificio, se reduce su capacidad de disipación de enerǵıa. Este hecho puede ser un

claro indicador de la presencia de daño. En este sentido, el modelo de Bouc Wen es capaz de

capturar, en forma anaĺıtica, una gama de formas de ciclos de histéresis que coinciden con

la enerǵıa del sistema. Por lo tanto, los modelos de histéresis degradantes están relacionados

con la pérdida de enerǵıa del sistema. Los resultados experimentales de una construcción

a escala reducida de cinco pisos confirman que el método propuesto es prometedor para

aplicaciones prácticas.
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3.4.1. Modelo matemático de una estructura

H

Figura 3.13: Edificio de múltiples grados de libertad

El modelo de estructuras de construcción de grados múltiples de libertad (MDOF ), ver

Figura 3.13 ,excitado śısmicamente está dado por (3.22)

M(ẍ+ lẍg) + Cẋ+Kx = 0 (3.22)

donde M, C y K son las matrices de masa, amortiguamiento y de rigidez, respectivamente,
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y están definidas como:

M =


m1 0 · · · 0

0 m2 · · · 0
...

...
. . .

...

0 0 · · · mn

 > 0 ∈ Rn×n

C =


c1 + c2 −c2 · · · 0

−c2 c2 + c3 · · · 0
...

...
. . .

...

0 0 · · · cn

 ≥ 0 ∈ Rn×n

K =


k1 + k2 −k2 · · · 0

−k2 k2 + k3 · · · 0
...

...
. . .

...

0 0 · · · kn

 > 0 ∈ Rn×n (3.23)

x = [x1, x2, . . . , xn]T , ẋ = [ẋ1, ẋ2, . . . , ẋn]T ∈ Rn×1,

ẍ = [ẍ1, ẍ2, . . . , ẍn]T ∈ Rn×1, l = [1, 1, 1, . . . , 1] ∈ Rn
(3.24)

donde, n es el número de pisos, ci y ki con i = 1, 2, . . . n, son respectivamente, el amortigua-

miento lateral y la rigidez entre los pisos (i) e (i− 1). Las entradas del vector x, ẋ, ẍ son el

desplazamiento relativo, la velocidad y la aceleración de cada piso, respectivamente, medidos

con respecto al sótano, mientras que ẍg es la aceleración del suelo inducida por el terremoto.

Suponiendo que existe daño estructural en el edificio, el comportamiento no lineal se agrega

a la rigidez en (3.22):

M(ẍ+ lẍg) + Cẋ+ ρ(x, z) = 0 (3.25)

ρ(x, z) =
[
ρ1(x1, z1) ρ2(xi, z2) . . . ρi(xi, zi)

]T
(3.26)
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donde:

ρi(xi, zi) =akixi − (1− α)Dkizi, (3.27)

żi =
Aiẋi − νi(βi|ẋi|z|r−1

i zi − γiẋi|z|ri )
ηi

(3.28)

Tenga en cuenta que (3.28) representa el parámetro del modelo de Bouc Wen correspondiente

al hysteretic displacement del edificio de corte no lineal. Desde el modelo de Bouc Wen, A, β

y η son parámetros que controlan la forma de los bucles generados [115]. En general, β y γ

afectan el tamaño, mientras que r > 1 influye en la suavidad del ciclo de histéresis. Además,

la degradación de la resistencia y la rigidez se modela mediante el parámetro ν y η, que

vaŕıan en función de la duración y la amplitud de la respuesta śısmica [116].

En general, la degradación depende de la duración y la gravedad de la respuesta. Una

medida conveniente del efecto combinado de duración y gravedad es la enerǵıa disipada a

través de la histéresis desde el tiempo inicial t = 0 hasta el tiempo actual t, como

ei(t) =

∫ t

0

ziu̇idu (3.29)

Hay que considerar que la función de degradación de la rigidez ηi(e) y la función de degra-

dación de la resistencia νi(e), se pueden obtener configurando

ηi(e) = 1,0 + δηei (3.30)

νi(e) = 1,0 + δνei (3.31)

donde δη y δν son parámetros no negativos que se conocen como relación de degradación de

rigidez y resistencia, respectivamente. Estas variables, tanto los parámetros como el estado

interno z son desconocidos, por lo tanto, ambos deben estimarse. Tradicionalmente, esto se

lograŕıa empleando un observador adaptable. Sin embargo, teniendo en cuenta el número de

parámetros a identificar, es dif́ıcil de lograr. Además, suponiendo ruido de medición, no se

puede asegurar la convergencia paramétrica. Por esta razón, la aplicación de la CNN para

superar estos problemas es propuesta.
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3.4.2. Propiedad de estabilidad del modelo de Bouc Wen

Esta subsección está basada en el trabajo presentado en [117] donde analizan la estabili-

dad del modelo de Bouc Wen.

Considere el sistema f́ısico con un componente de histéresis que puede ser representado

por un mapeo x(t) 7−→ Φs(x)(t) el cual es conocido como histéresis real. El llamado modelo

de Bouc Wen representa la histéresis real en la forma [118] 1:

ΦBM(x)(t) =αkx(t) + (1− α)Dkz(t), (3.32)

ż =D−1(Ax− β|ẋ||z|n−1z − γẋ|ż|n) (3.33)

donde ż denota la derivada temporal, n > 1, D > 0, k > 0 y 0 < α < 1. También, considere

que β + γ 6= 0. Se introduce el siguiente conjunto:

Ωα,k,D,A,β,γ,n = {z(0) ∈ R tal que ΦBM es BIBO estable

para todo C1 señales de entrada x(t) con valores fijos

the los parámetros α, k,D,A, β, γ, n} (3.34)

Si el conjunto Ωα,k,D,A,β,γ,n es vaćıo, entonces, para cualquier condición inicial z(0) existe

una señal acotada x(t) tal que, la salida de histéresis correspondiente ΦBM no está acotada.

Esto es, el conjunto de parámetros {α, k,D,A, β, γ, n} no corresponde a un modelo Bouc

Wen BIBO estable

Por el contrario, sea z(0) un elemento de Ωα,k,D,A,β,γ,n. Entonces para cualquier C1 con

entrada acotada x(t), la salida ΦBM(x)(t) está acotada. Esto quiere decir que el conjunto

Ωα,β,γ,n = {z(0) ∈ R tal que z(t) está acotado para cualquier

C1 señales de entrada acotadas x(t) con valores fijos

de los parámetros α, β, γ, n} (3.35)

es tal que Ωα,k,D,A,β,γ,n ⊂ Ωα,β,γ,n. La importancia de esta igualdad se deriva del hecho de que

es más fácil determinar el conjunto Ωα,β,γ,n [117]. Para mayor detalle consultar la Tabla 3.5.

1el sub́ındice (i) se omite por facilidad de lectura
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Tabla 3.5: Clasificación de modelos Bouc Wen BIBO estables [117]

Caso Ω Cota superior Clase

A > 0, β + γ > 0 y β − γ ≥ 0 R max(|z(0)|, z0) I

β − γ < 0 y β ≥ 0 [−z1, z1] max(|z(0)|, z0) II

A < 0, β − γ > 0 y β + γ ≥ 0 R max(|z(0)|, z1) III

β + γ < 0 y β ≥ 0 [−z0, z0] max(|z(0)|, z1) IV

A = 0, β + γ > 0 y β − γ ≥ 0 R |z(0)| V

Otros casos 0

3.4.3. CNN para la identificación del parámetro z del modelo de

Bouc Wen

Se propone utilizar una red neuronal convolucional en el dominio del tiempo (CNNt) para

identificar el parámetro z del modelo de Bouc Wen de una estructura de edificio. Se utiliza

la arquitectura propuesta en la sección 3, ver Figura 3.14, utilizando bloques convolucionales

conectados en cascada seguidos de una capa complemente conectada para aśı obtener la señal

de salida.

Figura 3.14: Arquitectura CNNt para la identificación del parámetro de histéresis
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3.4.4. Resultados experimentales

Los experimentos para evaluar el rendimiento del algoritmo de estimación propuesto se

llevaron a cabo utilizando un prototipo de construcción de cinco pisos, que se muestra en la

Figura 3.15. El edificio está hecho de aluminio, con la excepción de 3 columnas que están

hechas de latón. Las dimensiones de las columnas del primer piso y el resto de los pisos

son (0,635× 0,635× 31,5) cm y (0,635× 0,635× 36) cm, respectivamente. Las dimensiones

del edificio son de (60 × 50 × 180) cm y se monta en una mesa de batido accionada por

servomotores de Parker, modelo 406T03LXR. La mesa está equipada con acelerómetros con

tecnoloǵıa MEMS, modelo ADXL203E con un rango de medición de ±1,7 g y banda de ancho

(0− 50) Hz. La adquisición de datos se realizó utilizando dos tarjetas electrónicas de la serie

PCI-6221-3 de National Instruments. La comunicación entre estos tableros y Simulink se

realizó utilizando Matlab Real-Time Windows Target Toolbox. Los experimentos se llevaron

a cabo con un tiempo de muestreo de 0,001 s. Para representar el daño en la estructura la

sección transversal de una de las columnas fue reducida en el piso 2 y posteriormente en el

piso 5, la reducción fue de 0.635 mm a 0.500 mm mediante el fresado de las mismas. Reducir

la sección transversal afecta directamente a la rigidez de la columna en ese piso en particular,

lo mismo ocurre cuando se presenta algún daño en la estructura. Debido a este proceso de

fresado, toda la adquisición de datos del del sistema sin daños estructural se realizó previo

a este proceso., luego se realizaron nuevas mediciones con la columna dañada en el piso 2 y

finalmente con ambos columnas dañadas, en los pisos 2 y 5.

La excitación śısmica utilizada en los experimentos es el componente Norte-Sur del te-

rremoto de la Ciudad de México de 1985, registrado en la Secretaŕıa de Comunicaciones

y Transportes (SCT ). La señal de excitación se escala para que coincida con el prototipo

experimental, como se ilustra en la Figura 3.16.

Se realizan seis experimentos, dos cuando no se presenta daño en el edificio, dos cuando

se detecta daño en el piso dos y otros dos cuando se detecta daño en los pisos dos y cinco. De

cada pareja, se toma un experimento para la etapa de entrenamiento, utilizando los 25000

datos para ello, y el otro se utiliza para la generalización. Para poder desarrollar la detección

de daño es necesario tener cierta información previa acerca de las condiciones nominales de la
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Figura 3.15: Prototipo a escala de un edificio de 5 pisos.

estructura del edificio. Para esto, el sistema de identificación con CNNt propuesto es usado,

donde $̂ es un vector formado por las señales de velocidad de la estructura,ẋ y la salida de

la CNNt en iteraciones pasadas ẑ.

$̂ (k) = [ẋ (k − 1) , · · · , ẋ (k − r1) , ẑ (k) , · · · , ẑ (k − r2)]T (3.36)

El orden de regresión para cada señal es n1 = 10 and n2 = 10.

Como ya se mencionó, hay dos bloques convolucionales conectados en cascada , cada

uno con 10 filtros por cada capa convolucional, h = 10. Para las capas de submuestreo, la

reducción en cada una de ella es s2 = s4 = 2. Esta arquitectura permite recuperar la respuesta

estructural del edificio como se presenta en la Figura 3.17a, donde la estimación del parámetro

z del segundo piso está suficientemente cerca del valor de referencia, con un error cuadrático

medio acumulado de 8,2572× 10−4. Los valores de referencia son generados anaĺıticamente.

Resultados similares se presentan con los pisos restantes. Los valores numéricos del edificio
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Figura 3.16: Componente Norte-Sur del terremoto de la Ciudad de México de 1985 a escala.

son: m = [9,17, 9,17, 9,14, 9,12, 9,08] kg, k = [12011, 12108× 0,77, 11966, 11850, 19406× 0,77]

N/m, donde el amortiguamiento c (Ns/m) se considera como el 5 % del valor de la rigidez

en cada piso. Estos valores son utilizados únicamente para obtener la señal de referencia en

la etapa de entrenamiento.

Detección de daño en el piso dos, y pisos dos y cinco

En este apartado se investiga la detección de daños en el segundo piso, en dos escenarios

diferentes. El primero de ellos consiste en daño inducido en el segundo piso, mientras que

para el segundo caso el daño se extiende en el segundo y quinto piso. En ambos casos, la

sección transversal cuadrada de estas columnas se redujo aproximadamente 23 %, cambiando

de 6,35 a 5 mm. Para detectar daños, se utilizaron el esquema de identificación propuesto

con la CNNt y tres tipos diferentes de datos de vibración. El primero de ellos corresponde

a una situación nominal, donde el edificio está libre de daños, otro, donde el piso dos tiene

daños, y uno más donde los daños se encuentran en el segundo y quinto piso. Para ilustrar

este algoritmo, la salida de la CNNt, ẑ correspondiente al segundo piso se presenta en la

Figura 3.17b con un error medio cuadrático acumulado de 0,0071. Esta figura corresponde al
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Figura 3.17: Parámetro z del modelo de Bouc Wen para el segundo piso.
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Figura 3.18: Diagrama de histéresis del quinto piso.

segundo escenario, donde el daño solo ocurre en el segundo piso. Esta imagen fue seleccionada

dado el caso de estudio. Sin embargo, los resultados de estimación son similares para los pisos

restantes.

Además, a partir de la estimación de ẑ, se calculan los ciclos de histéresis, donde se puede

apreciar la pérdida de enerǵıa para el edificio dañado con respecto al modelo de no daño. Una

comparación entre los ciclos de histéresis con daños y sin daños correspondientes al quinto

piso se ilustra en la Figura 3.18a y en la Figura 3.18b.

En ambos casos se observa que en presencia de daño, los ciclos de histéresis reducen su

área, concentrándose en el centro del ciclo de histéresis sin daño. Se obtuvieron resultados

similares en los pisos restantes.

Una vez obtenidos los resultados de la CNNt, se calcula la enerǵıa disipada por el edificio
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Figura 3.19: Comparativa de enerǵıas entre estructura sin daño y con daño.

usando la ecuación (3.29). Estos resultados se pueden ver en las Figuras 3.19a y 3.19b. Es

evidente que debido al daño, la capacidad de la estructura para disipar enerǵıa se reduce,

lo cual indica que la estructura ha cambiado de una zona elástica a una plástica. Adicio-

nalmente, cuando ocurre el daño en otro piso, la enerǵıa disminuye, como se muestra en las

Figuras 3.19a y 3.19b. Esto es, las magnitudes para las ĺıneas rojas son menores, la cuales

corresponden cuando hay daño en el segundo y quinto piso, en comparación con las lineas

naranja, las cuales corresponde a daño en el segundo piso. Por lo tanto, la aproximación

propuesta basada en la disipación de la enerǵıa puede ser una herramienta alternativa útil

para la detección de daño, dado que nos permite observar la dinámica de la estructura en

términos energéticos.
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Los resultados experimentales han confirmado que cuando un edificio tiene daño estruc-

tural, en este debido a una reducción de la rigidez de las columnas de la estructura,se reduce

su capacidad de disipación de enerǵıa, lo que está directamente relacionado con la pérdida

de rigidez. En este sentido, el modelo Bouc Wen ha sido una herramienta útil, dado que

nos permite realizar una estimación de la enerǵıa del sistema mediante el parámetro z del

modelo de Bouc Wen de la estructura. Además, los resultados experimentales utilizando la

CNNt para estimar el z confirman que el método propuesto es prometedor para aplicacio-

nes prácticas, únicamente necesitando mediciones de posición y de velocidad para calcular

la enerǵıa sin la necesidad de realizar alguna prueba extra a la estructura.



Caṕıtulo 4

CNN para la identificación de

sistemas: Dominio de la frecuencia

En este caṕıtulo las redes neuronales convolucionales son utilizadas para el modelado de

sistemas no lineales utilizando la operación de convolución en el dominio de la frecuencia, lo

cual conlleva ventajas respecto a la propuesta del caṕıtulo 3 como lo es el tiempo de cómputo

y la robustez ante el ruido en los datos.

Dentro del área de modelado de sistemas, un problema muy común son las perturbaciones

externas, ya sea ruido de medición o alguna perturbación generada por alguna otra razón.

El procesamiento de datos se puede llevar a cabo para reducir su efecto sobre el proceso.

También podemos reducir este efecto a través de una red neuronal, por ejemplo para un

MLP , aumentar el número de nodos y capas es una solución viable, pero esto implica

que tenemos que entrenar un mayor número de hiper-parámetros que podŕıan causar más

problemas de modelado. En el caso de las CNN , esta puede reducir el ruido directamente

en las capas convolucionales, haciéndolas efectivas en este tipo de casos. Como la CNN se

usa con más frecuencia para otras tareas [119], no hay tantas referencias en las que CNN

pueda usarse para modelado de sistemas no lineales.

Se realizan comparaciones entre ambas arquitecturas de red, observándose que la CNN

en el dominio de la frecuencia disminuye el error de identificación, reduce el tiempo de
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cómputo y brinda cierta robustez ante la presencia de ruido en los datos de entrada. Se añade

un teorema que utiliza la transformada de Fourier para mostrar que para filtros aleatorios

dentro de la CNN , existe una entrada óptima que al interactuar con los filtros se obtiene

la máxima respuesta. La utilización de filtros aleatorios durante la etapa de entrenamiento

ayudan a disminuir el tiempo requerido obteniendo resultados muy parecidos que cuando

estos se van modificando mediante un algoritmo de aprendizaje.

4.1. Transformada Discreta de Fourier

La transformada de Fourier discreta (DFT ), denotada por F(·) y definida en (4.1), es

una herramienta poderosa además de ser una transformación lineal.

Xk =
N−1∑
n=0

xne
−i2π
N

kn (4.1)

donde xn y Xk son una secuencia de N números complejos, k = 1, 2, · · · , N − 1,n =

1, 2, · · · , N − 1. La transformación inversa está dada por:

xn =
1

N

N−1∑
k=0

Xke
i2π
N
kn (4.2)

La DFT tiene muchas aplicaciones en varias ramas del conocimiento. En el análisis espec-

tral de señales, convierte muestras espaciales en una secuencia de muestras de valor complejo

en el dominio de la frecuencia para lo cual primero es necesario convertir nuestras muestras

de tiempo continuo a discreto, lo que por lo general conlleva varios tipos de distorsión en

la señal como el aliasing y leakage [120]. En el procesamiento de señales digitales también

es muy utilizado [121], principalmente para la compresión de imágenes y sonido. Otras apli-

caciones incluyen la multiplicación de polinomios y para resolver ecuaciones diferenciales

parciales [122].
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4.1.1. Teorema de convolución

Este teorema indica que la convolución de dos funciones puede ser obtenida mediante la

transformación inversa del producto de la transformación de cada una de las dos secuencias.

Matemáticamente, sea f, g dos funciones, se tiene:

f ⊗ g = F−1 (F(f)�F(g)) (4.3)

donde ⊗ es la operación de convolución y � es el producto elemento a elemento. Este teorema

simplifica esta operación, en cuestión de complejidad computacional, es mas conveniente

transformar las señales utilizando la DFT y luego realizar la multiplicación para regresar

posteriormente al dominio del tiempo que realizar la operación de convolución en si.

4.1.2. Matriz DFT

Otra forma de ver esta transformación es mediante una matriz. La matriz DFT de n-

puntos definida como A = F(a) tiene la forma siguiente

Fn =
1√
n



1 1 1 . . . 1

1 ω ω2 . . . ωn−1

1 ω2 ω3 . . . ω2(n−1)

...
...

...
. . .

...

1 ωn−1 ω2(n−1) . . . ω(n−1)(n−1)


(4.4)

donde ω = e
−2πi
n

Dos de las propiedades importantes de la matriz DFT son su linealidad y que es uni-

taria [123]. Su transformada inversa está dada por F−1(·) = F(·)∗ que es el conjugado de

la propia transformación. Esta última propiedad es muy importante para implementar de

manera rápida la etapa de entrenamiento en el dominio de la frecuencia, ya que al utilizar

el algoritmo BP, es necesario pasar del dominio de la frecuencia a la del tiempo en varias

ocasiones.
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4.2. Impacto de los pesos aleatorios en la identificación

de sistemas no lineales usando redes neuronales

convolucionales

Los algoritmos aleatorios fueron presentados inicialmente por Schmidt et al [124] y fueron

estudiados a profundidad por Igelnik y Pao [125]. Sus pesos ocultos se eligen al azar y se

aplica el enfoque pseudoinversa (o el método de mı́nimos cuadrados) para calcular los pesos

de salida. Muestran que la optimización de los hiper-parámetros de la capa oculta no mejora

significativamente el comportamiento de generalización, mientras que la actualización de los

pesos de salida es más efectiva [126]. La importancia del alcance para la asignación aleatoria

de parámetros ocultos se describe en Li y Wang [127]. El modelo neuronal puede ser generado

por el método de configuración estocástica, esta red de configuración estocástica [35] necesita

menos intervención humana y su aprendizaje es más rápido. Se han aplicado con éxito algo-

ritmos aleatorios a la identificación de sistemas no lineales en Tapson y van Schaik [128]. En

de la Rosa y Yu [89] los pesos ocultos aleatorios se ajustan por las caracteŕısticas estad́ısticas

de la entrada del sistema a través de máquinas de Boltzmann restringidas. Cheney et al. [129]

muestra que la CNN tiene un grado significativo de robustez en la clasificación de imágenes

con filtros aleatorios. Para el procesamiento de imágenes, Saxe et al. [130] explican por qué

la agrupación de cuadrados en CNN funciona bien con pesos aleatorios.

A continuación se presenta el estudio de la CNN con pesos aleatorios que genera resul-

tados sorprendentes para la identificación de sistemas. Se combinan las propiedades de la

CNN y de los algoritmos aleatorios. El comportamiento del modelo propuesto se analiza en

el dominio de la frecuencia, con lo cual se llega a la existencia de entradas óptimas (o pesos

óptimos) y que la precisión con pesos aleatorios es muy parecida a la de los óptimos.

4.2.1. Análisis en el dominio de la frecuencia

De acuerdo a la arquitectura propuesta en la sección 3.1, en los bloques convolucionales,

después de realizar la operación de convolución, una función de activación es aplicada seguida
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de una operación max-pool. Ahora se considera que no existe una función de activación entre

estas dos capas. La operación max-pool puede verse como el producto de un vector por

una matriz S, donde esta matriz contiene ceros en la mayoŕıa de sus posiciones y en las

posiciones en las cuales se encuentra la respuesta mas grande de la entrada se colocan unos.

Además, la convolución puede verse como el producto de matrices donde Km es la matriz

de convolución. Este nuevo bloque convolucional queda definido, utilizando estas dos nuevas

formas de definir las operaciones, como:

y(2) = S$TKm (4.5)

Se utiliza el conjunto de datos de un horno de gas, el cual es el conjunto de prueba

en [92]. El vector de entrada con su orden de regresión correspondiente es de $̂(k) =

[y(k − 1) · · · y(k − 4)u(k) · · ·u(k − 5)], este corresponde al modelo serie-paralelo. Al resul-

tado de la convolución se le aplica la transformada discreta de Fourier y su espectro en

frecuencia se presenta en la Figura 4.1, donde varios filtros son aplicados en la entrada.

Comparando la figura anterior con la Figura 4.2, se puede notar que ciertos filtros aumentan

la magnitud mientras que otros la disminuye, pero ninguno cambia la forma de esta, esto es,

las caracteŕısticas de $̂(k) pueden extraerse utilizando filtros aleatorios. Esta propiedad no

puede encontrarse en el dominio del tiempo.

Desde el punto de vista de la identificación, se espera que la amplitud alcance un valor

máximo, para que la propiedad pueda ser extráıda con la mayor enerǵıa. En el dominio del

tiempo, queremos encontrar el mejor filtro posible K(`) tal que:

máx
K

[$̂ ⊗K] (4.6)

Es una tarea complicada. Sin embargo, en el dominio de la frecuencia, (4.6) se convierte en:

máx
K

[
ϑ̂s)�K(s)

]
(4.7)

donde ϑ̂(s) = F($̂), K(s) = F(K). Dado que los datos de entrada son conocidos, es fácil

hacer un cambio a:

máx
ϑ̂

[
ϑ̂(s)�K(s)

]
(4.8)



74 CNN para la identificación de sistemas: Dominio de la frecuencia

0 5 10 15 20 25 30 35 40 45 50
0

5

10

15

20

25

Frecuencia (Hz)

A
m
p
l
i
t
u
d

Figura 4.1: El espectro en frecuencia de $̂ (k)⊗K(1)
k con pesos aleatorios.

(4.8) significa que podemos encontrar la entrada óptima en lugar de los pesos óptimos.

El siguiente teorema provee la entrada óptima, tal que (4.6) se maximiza.
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Figura 4.2: El espectro en frecuencia de la entrada $̂ (k).

Teorema 4.1 Los datos de entrada $̂(k), k = 1, 2, · · ·N pasan a través de un filtro K =

[K(1) · · ·K(p)], p < N . Existe una entrada óptima que maximiza el bloque convolucional,

i.e. (4.6) o (4.8) utilizando una operación max-pool como:

$̂∗ =
2
√

2

N
cos

(
2πf0

N
+ φ

)
(4.9)

donde f0 es la frecuencia óptima y φ es la fase.

Demostración. Cada bloque convolucional incluye la operación de convolución (4.6) y

la operación max-pool. El problema de optimización (4.8) es:

Smáx
$̂

[Km$̂] o Smáx
X

[KmX] (4.10)

donde X es la normalización de $̂, ||X||2 = 1, S está definida en (4.5) y Km como ya se

definió anteriormente es una matriz circular, i.e. cada fila es la cambio circular de la fila

anterior [131]. EL problema puede ser reescrito como

S máx
X,X 6=0

(XTKT
mKmX)

1
2

XTX
= S máx

X,X 6=0
J (4.11)
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Aqúı X 6= 0 está bajo el supuesto de que la frecuencia cero puede ser la frecuencia máxima

f0. La solución óptima debe ser el vector propio asociado con el valor máximo de KT
mKm.

Como vimos anteriormente, la transformada de Fourier discreta se puede usar para colocar

los valores propios de KT
mKm en la matriz diagonal. (4.11) está en una forma cuadrática

semi-definida positiva. Las soluciones óptimas son los vectores propios asociados con el valor

máximo de KT
mKm. Usamos la DFT en (4.11) para obtener:

J =
(XTKT

mKmX)
1
2

XTX
=

(XTF TFKT
mKmF

TFX)
1
2

XTF TFX
(4.12)

La matriz de la transformada de Fourier F satisface F TF = 1. Definimos q = FX y

reescribiendo la ecuación anterior se tiene:

J =
(qTFKT

mKmF
T q)

1
2

qT q
(4.13)

Considerando que Km es una matriz circular, entonces FKmF
T = Λ. Finalmente el

problema de optimización (4.10) es:

Smáx
q

(qT |Λ|2q) 1
2

qT q
Sujeto a: F T q ∈ < (4.14)

La restricción F T q ∈ < garantiza que $̂ ∈ <. La matriz Λ es diagonal , Λii = β|FKm|i, β
es un factor de escalamiento. Entonces, los eigenvalores son λi = β|Λ|ii. Dado que ϑ debe

ser real, los coeficientes de la DFT correspondientes a las frecuencias negativas deben ser

el complejo conjugado de las positivas, i.e. q−i = ¯q−i y q−j = q̄j. Para que se satisfaga esta

condición, una posible solución es:

qj =

{
visign(j)b|j|a|j|, λj ∈ máx (λ)

0 otros casos
(4.15)

con a, b vectores de valores arbitrarios, uno de ellos es la frecuencia máxima f0, ||a|| = 1, v

es el eigenvector de (4.14). La condición de realidad es:

a|j|e
isign(−j)φ|j| = a|j|e

ising(j)φ|j| = q̄j (4.16)
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Para qj y q̄j no ceros, la condición de realidad se satisface. Dado que (4.16) alcanza su máximo

sin restricciones de realidad, también es la solución para el problema completo. Convirtiendo

q al dominio de tiempo, el máximo de $̂ es (4.9).

4.3. CNN para el modelado de sistemas no lineales en

el dominio de la frecuencia

Como se vio en la sección 3.4, la CNNt puede utilizarse para la identificación del paráme-

tro de histéresis z del modelo de Bouc Wen en estructuras de edificios. Una nueva arquitectura

de red convolucional en el dominio de la frecuencia (CNNf) es propuesta para resolver este

problema, la cual presenta ventajas sobre la CNNt, como el tiempo de entrenamiento es

mucho menor para arquitecturas similares y la CNNf puede modelar el sistema aun en la

presencia de ruido de frecuencia mayor a la del sistema a modelar, evitando el uso de filtros

para reducirlo y que pueden afectar las propiedades del sistema.

4.3.1. Arquitectura de la CNNf

La principal diferencia entre la CNNt propuesta en secciones anteriores y la propues-

ta ahora, es la aplicación de la DFT a la entrada de la CNNf y a los filtros en capas

convolucionales, por lo que las operaciones se vuelven más simples desde el punto de vista

computacional. Además de que no es necesario utilizar funciones de activación en toda la

arquitectura.

Considere el sistema a identificar representado en (2.31), lo que se busca es utilizar una

CNNf para modelar dicho sistema, para ello se propone una red convolucional en el dominio

de la frecuencia:

ŷF (k) = V TΥ (4.17)

donde ŷF (k) es la salida escalar de la CNNf , V son los pesos sinápticos y Υ es la salida del

último bloque convolucional.
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Figura 4.3: Arquitectura de la CNNf para el modelado de sistemas.

La arquitectura se presenta en la Figura 4.3, tiene una entrada $̂ definida como:

$̂ (k) = [y (k − 1) , · · · , y (k − ny) , u (k) , · · · , u (k − nu)]T (4.18)

ny y nu son el orden de regresión para cada señal, los cuales son diferentes para cada sistema.

Se utiliza el modelo serie-paralelo para definir la arquitectura de la CNNf .

UnaDFT se aplica a la entrada, de manera que se obtenga su representación en frecuencia

de la misma longitud, i.e. Φ(0) = F($̂). En esta nueva representación se asume que el

componente de frecuencia cero se encuentre en el centro.

Al finalizar los bloques convolucionales, a cada salida se la aplica la transformada inversa

de Fourier para obtener su representación en el dominio del tiempo, i.e. ψ
(`)
i = F−1

(
Ψ

(`)
i

)
y

estas son apiladas en un vector Υ

Υ =
[
ψ

(`)T
1 , ψ

(`)T
2 , · · · , ψ(`)T

h2

]T
(4.19)

4.3.2. Bloque convolucional

El bloque convolucional consta de dos capas, una de convolución y otra de submuestreo.

En la primera de ella se define los hiper-parámetros, los cuales son los filtros y su dimensión.

Por cada capa convolucional hay hF filtros %(`) cuya dimensión es f`, donde ` indica la

capa actual. A estos filtros también es necesario aplicarles la DFT , Γ
(`)
i = F(%

(`)
i ) para

i = 1, . . . , hF , su representación en frecuencia debe coincidir con la entrada del bloque. La

operación de convolución queda definida como:

Ψ
(`)
i = Ψ

(`−1)
i � Γ

(`)
i (4.20)
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donde � es el producto elemento a elemento de los vectores. La dimensión de Ψ
(`)
i es la misma

que la entrada de este bloque. En la Figura 4.4 se observa la diferencia de la operación de

convolución, mientras que en el dominio del tiempo la dimensión de los filtros es menor que

en los de la frecuencia, la cantidad de operaciones que se realizan en el tiempo son mayores

que en el de la frecuencia haciendo mas rápido el proceso en el dominio de la frecuencia.

Además, no se aplica ninguna función de activación reduciendo también el tiempo.

Figura 4.4: Operaciones de convolución.

Para la capa de submuestreo, la operación de agrupamiento espectral es realizada [132].

La idea de está técnica es remover los componentes de alta frecuencia para reducir su repre-

sentación por un factor s`. La salida de esta capa está dada por:

Ψ
(`)
i = Shrink(Ψ

(`−1)
i , s`) (4.21)

Para facilitar esta operación , se diseña la CNNf de tal manera que todas las represen-

taciones en el dominio de la frecuencia sea de dimensión impar.
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4.3.3. Entrenamiento de la CNNf

El proceso de aprendizaje se realiza mediante el algoritmo de retro propagación. La

función de costo a utilizar es:

J(k) =
1

2
e2(k) = [ŷF (k)− y(k)]2 (4.22)

Para la capa completamente conectada, el gradiente de J respecto a los pesos sinápticos V

es:

V (k + 1) = V (k)− η ∂J
∂V

= V (k)− ηeΥ (4.23)

donde η
(`)
F es la tasa de aprendizaje y se define una para cada capa de la CNNf.

El gradiente propagado hacia las capas anteriores está definido por:

∂J

∂Υ
=
∂J

∂e

∂e

∂ŷF

∂ŷF
∂Υ

= eV (4.24)

Dado que Υ es el apilamiento de las salidas del bloque convolucional, se tiene que descom-

poner para cada salida ψ
(`)
1 . Una vez separado el gradiente, se utiliza la DFT para cambiar

su representación y seguir con el algoritmo de propagación. Para las capas de submuestreo,

solo es necesario aumentar la representación en frecuencia para igualar la dimensión de la

entrada, i.e.:

∂J

∂Ψ
(`−1)
i

= up

(
∂J

∂Ψ
(`)
i

)
(4.25)

donde up(·) es la operación realizada para aumentar la representación espectral. En esta

capa no se necesita actualizar ningún hiper-parámetro y solo se calcula el gradiente a la capa

anterior.

Para la capa convolucional, la actualización de los pesos se realiza de la siguiente manera,

primero se calcula el gradiente respecto a cada filtro Γ, el cual está dado por:

∂J

∂Γ
(`)
i

=
∂J

∂Ψ(`)
�Ψ(`−1) (4.26)

Esto es el producto elemento a elemento entre el gradiente del error de la salida y la entrada

del bloque convolucional. Dado que cada elemento del filtro puede ser actualizado de manera
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separada, (4.26) puede reescribirse como:

∂J

∂Γ
(`)
i,a

=
∂J

∂Γ
(`)
i,a

Ψ
(`−1)
i,a (4.27)

donde i = 1, · · · , hF y a = 1, · · · , f`. La actualización de los filtros se hace mediante la regla

delta

Γ
(`)
i (k + 1) = Γ

(`)
i (k)− η ∂J

∂Γ
(`)
i

= V (k)− η ∂J

∂Ψ(`)
�Ψ(`−1) (4.28)

El gradiente del error propagado a capas a bloques convolucionales anteriores se obtiene con

∂J

∂Ψ(`−1)
=

∂J

∂Ψ(`)
� Γ(`) (4.29)

el cual también es el producto elemento a elemento entre los filtros y el gradiente de la capa

actual.

4.3.4. Resultados experimentales

Para probar la nueva arquitectura CNNf , se propone identificar el parámetro de histére-

sis z del modelo de Bouc Wen de un prototipo de una estructura de edificio de dos pisos, la

cual se encuentra en el laboratorio del departamento de control automático del CINVESTAV-

IPN. Este prototipo de dos pisos está construido de aluminio con dimensiones (32,5× 53)cm

y una altura de 1,2 m. Todas las columnas tiene un sección transversal rectangular de

(0,635× 2,54) cm con 58 cm de altura el primer piso y 62 cm el siguiente, ver Figura 4.5. El

edificio está montado sobre una mesa accionada por servomotores de Quanser, modelo l-40.

Durante los experimentos, la estructura se excita con el terremoto de Northridge, que se

ajusta en amplitud para estar de acuerdo con la estructura y se muestra en la Figura 4.6. El

edificio está equipado con acelerómetros Analog Devices modelo XL403A, con un rango de

medición de 1 a 15 g y banda de ancho [1× 800]Hz, para medir las respuestas en cada piso

y en la base. La adquisición de datos se realizó mediante el uso de placas electrónicas de la

serie RT-DAC / USB2 de Inteco. Los programas de adquisición fueron operados en Windows

7 con Matlab 2011a / Simulink. La comunicación entre estos tableros y Simulink se llevó
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Figura 4.5: Prototipo DCA

a cabo utilizando el compilador C. Los experimentos se llevaron a cabo con un tiempo de

muestreo de 0 : 005s. Las frecuencias de vibración son fi = 1,758Hz y f2 = 4,0Hz, como

resultado de los experimentos de respuesta de frecuencia. Los parámetros estructurales como

la masa, la rigidez y el amortiguamiento son necesarios para calcular el parámetro z que se

utiliza para el entrenamiento de la red.Las masas fueron medidas directamente dando como

valor m1 = 2,034Kg y m2 = 2,534kg. la rigidez k1 = 12011N/m y k2 = 363,24N/m fueron

calculadas usando sus valores nominales de las propiedades mecánicas de los materiales. El

amortiguamiento propuesto es del 3 %

Para identificar z, el proceso de aprendizaje se muestran en la Figura 4.7 para ambas

CNN , se utiliza el algoritmo BP para el entrenamiento, 2 bloques convolucionales son

utilizadas en cada CNN y la tasa de aprendizaje se coloca en 0.3 para todas las capas de

ambas redes, con 15 filtros por capa convolucional de dimensión 3.

Para la CNNt, s2 = s4 = 2, lo cual implica que de cada 2 elementos se elige el de mayor

valor para seguir en la red, la entrada se construye de la siguiente manera, 4 datos de la

salida de CNNt en iteraciones anteriores, 4 datos de la aceleración del piso, 4 datos de la
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Figura 4.6: Prototipo DCA

señal de excitación, 4 datos de la velocidad y 4 de la posición del piso:

$̂ (k) =[ŷ (k − 1) , · · · , ŷ (k − 4) , ẍ (k − 1) , · · · , ẍ (k − 4) ,

ẋ (k − 1) , · · · , ẋ (k − 4) , x (k − 1) , · · · , x (k − 4) ,

ẍg (k) , · · · , ẍg (k − 3)]T

(4.30)

La inicialización para ambas CNN se realiza en el intervalo [1, 1]. Dada las limitaciones

f́ısicas, las mediciones de las aceleraciones de cada piso son las únicas disponibles, las restantes

deben ser estimadas. Por esta razón dos filtros pasa bandas junto con un integrador son

usados para obtener las señales restantes, estos filtros están definidos como:

f(s) =
s2

s2 + 3,77 + 3,55︸ ︷︷ ︸
hp

× s2

s2 + 3,77 + 3,55︸ ︷︷ ︸
hp

×1

s
(4.31)

con una frecuencia de corte de 0.3 Hz.

Se realizan 11 experimentos , 9 de ellos son usados para entrenamiento y los dos restantes

para la generalización, cada experimento dura 25s muestreados cada 5ms.

En la Figura 4.8a se muestran los resultados de simulación para la CNNt en el primer

piso de la estructura, los datos de aceleración tienen ruido de medición, su MSE es de
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Figura 4.7: Proceso de identificación

1,0127×10−7. Se requiere de 158.52 s para la etapa de entrenamiento con 5 épocas. La señal

del error de seguimiento se presenta en la Figura 4.8b, de la cual se nota que el error es

grande, pero sigue siendo útil la señal obtenida para calcular la enerǵıa de la estructura.

Ahora se utiliza un filtro Butterworth para limpiar la señal, reduciendo componentes de

alta y baja frecuencia, el ancho de banda va de 0.3 a 5 Hz. Un conocimiento previo sobre

las frecuencias naturales del sistema es necesario para poder diseñar el filtro. La Figura 4.9a

muestra los resultados para la CNNt utilizando el filtro mencionado en el segundo piso

de la estructura, se observa que el error de generalización disminuye a 2,38 × 10−8 con un

tiempo de entrenamiento de 165.73s. Mientras que el error de seguimiento se muestra en la

Figura 4.9b.

Para la CNNf, s2 = s4 = 4, la entrada esta dado similarmente , pero en lugar de utilzar

orden de regresión 4, se utiliza 3, i.e.

$̂ (k) =[ŷ (k − 1) , · · · , ŷ (k − 3) , ẍ (k − 1) , · · · , ẍ (k − 3) ,

ẋ (k − 1) , · · · , ẋ (k − 3) , x (k − 1) , · · · , x (k − 3) ,

ẍg (k) , · · · , ẍg (k − 2)]T

(4.32)

Los mismos 11 experimentos son utilizados para realizar pruebas con la CNNf . La CNNf
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Figura 4.8: Resultados de simulación.
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Figura 4.9: Resultados de simulación.
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Figura 4.10: Resultados de simulación.

identificará el parámetro z del modelo de Bouc Wen de los pisos uno y dos del edificio

realizando dos simulaciones para cada piso, una con ruido en los datos de entrada y otra

utilizando filtros pasa bandas para limpiar la señal. En la Figura 4.10a se muestran los

resultados obtenidos al aplicar la CNNf para modelar z del segundo piso, se observa que

aunque los datos presenten ruido el modelo se realiza de manera correcta obteniendo un

MSE de 2,0901 × 10−9 requiriendo un tiempo de 43,97 s para 5 épocas de entrenamiento

utilizando 9 experimentos. La gráfica del error se presenta en la Figura 4.10b, en este caso

se tiene un error grande al inicio del modelado y manteniéndose por debajo de 0,5× 10−4 en

el resto del tiempo.

Una comparación completa se puede encontrar en la Tabla. 4.1, donde se puede apreciar

que la CNNf tiene mejores resultados de generalización al comparar los errores medios
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cuadráticos para ambos pisos aśı como también reduciendo aproximadamente 3.5 veces el

tiempo requerido para el entrenamiento. Esta reducción en el tiempo tanto de entrenamiento

como de generalización es debido principalmente a la estructura de la CNNf , al no contar

con la operación de convolución como tal, y realizando un producto directo en las capas con-

volucionales, en cada iteración se requiere realizar menos cantidad de operaciones. Respecto

al ı́ndice de desempeño RMSE de la CNNf , aún con los datos sin filtrado, su valor es de

un orden de magnitud más pequeño que la CNNt, con datos filtrados que seŕıa el mejor de

los casos para el modelado. Comparando ambas situaciones para la CNNf , de igual manera

existe un orden de magnitud de diferencia en el valor del RMSE para ambos pisos, pero

se tendŕıa que considerar si esa diferencia haga que valga la pena realizar el filtrado de los

datos. La principal ventaja que se obtiene al emplear la CNNf es poder reducir el efecto

del ruido en el modelado de sistemas, aśı como también en reducir el tiempo y al carga

computacional.

Tabla 4.1: Comparación de la CNNf contra CNNt.

Caso Tiempo de Tiempo RMSE RMSE

entrenamiento (s) de generalización(s) piso 1 piso 2

CNNt sin ruido 164.4124 1.3247 2,34× 10−8 3,6151× 10−8

CNNt con ruido 157.2137 1.3122 1,8245× 10−7 1,0127× 10−7

CNNf sin ruido 44.2361 1.0652 2,4728× 10−10 1,9167× 10−10

CNNf con ruido 42.9391 1.0352 2,3511× 10−9 2,0901× 10−9
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Figura 4.11: Ciclo de histéresis y enerǵıas de la estructura con y sin daño.

4.3.5. Análisis de daño en estructuras de edificios

Para determinar si la estructura presenta daño, hacemos uso de los ciclos de histéresis, que

se forman al trazar la velocidad contra el desplazamiento histérico para cada piso. Se ejecuta

una simulación más con la CNNf , aqúı se usan los datos de construcción de estructuras

dañadas del mismo prototipo para que la CNNf pueda obtener su desplazamiento histérico.

Estos datos se obtienen aflojando una tuerca en el piso superior, esto se considera como

pérdida de rigidez. En la Figura 4.11a se presenta una comparación entre los ciclos obtenidos

cuando no hay daños y cuando hay daños en el edificio en el primer piso. Aqúı puede verse

que cuando hay daños, el ciclo se vuelve más pequeño, lo cual es un gran indicador de que

la estructura sufrió daños.

Calculando la enerǵıa del sistema con la salida de la CNNf , se puede mostrar la diferencia
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de estas cuando hay y cuando no hay daño en la estructura. En la Figura 4.11b se puede

notar como la enerǵıa es mucho menor cuando la estructura presenta daño.

Hasta este punto solo se ha mostrado que la CNNf puede modelar el parámetro de

histéresis del modelo de Bouc Wen y con los ciclos de histéresis determinar si existe daño

o no en la estructura, pero todav́ıa no se ha identificado en donde se localiza el daño. La

siguiente sección consiste en un clasificador basado en la CNNf para localizar daños en

estructuras utilizando señales de aceleración y de z.

4.4. CNN como clasificador

La principal aplicación de la CNN es como un clasificador. Debido a las propiedades de

invarianza que presenta es muy utilizada en la clasificación de imágenes. En esta sección,

además de utilizarse para identificar el parámetro z del modelo de Bouc Wen, la CNNf es

utilizada como un clasificador de señales de aceleración para determinar si existe daño o no

en estructuras de edificios e indicar en que piso de la estructura se encuentra en caso de que

exista daño, esta clasificación se realiza utilizando la señal de aceleración de cada piso para

aśı determinar en conjunto si algún piso presenta daño.

4.4.1. Detección de daños en edificios usando CNN

Para la tarea de clasificación, una nueva arquitectura de CNNf es propuesta (CNNfc),

la cual consiste en bloques convolucionales ya descritos seguidos de un bloque de clasifica-

ción. Para resolver este problema de localización de daño en estructuras de edificios, una

CNNfc con dos bloques convolucionales seguidos de un bloque clasificador es utilizado, ver

Figura 4.12.

La CNNfc cuenta con una salida para cada clase de dato a clasificar pi. En este sentido,

4 diferentes clases son designadas para la evaluación y localización de daño en el estructura:

Clase 1. Evaluación global del edificio, si no existe daño esta salida tendrá valor igual

a 1.
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Figura 4.12: Arquitectura CNNfc para clasificación.

Clase 2. Evaluación del piso 1, solamente si en el primer piso se presenta el daño esta

salida lo indicará.

Clase 3. Evaluación del piso 2, solamente si en el segundo piso se presenta el daño esta

salida lo indicará.

Clase 4. Evaluación del piso 1 y 2, Si ambos pisos presentan daño con esta clase se

podrá identificar.

Por lo tanto, cada grupo de datos tendrá la etiqueta correspondiente a la clase a la que

pertenece.
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Por otro lado, la entrada de la CNNfc φ(q) para la clasificación se crea mediante el

uso del algoritmo de Análisis de componentes principales (PCA) aplicado al desplazamiento

histérico y los datos de aceleración con el fin de obtener los componentes principales para

cada piso, incluida la base del edificio. Para cada señal obtenemos una matriz (3× 3) que se

convierte en vectores de tamaño 9, como se muestra en la Figura 4.13.

Figura 4.13: Diseño de entrada a la CNN

Una vez obtenido este vector, se procede a utilizar la DFT para obtener su representación

en el dominio de la frecuencia, Φ(0) = F(φ(q)).

4.4.2. Bloque convolucional

El bloque convolucional consta de dos capas, una de convolución y otra de submues-

treo. Para la capa convolucional, filtros aleatorios son definidos como λ
(`)
i ∈ <f` , donde

i = 1, 2, · · · , r, r es el total de filtros en la capa actual `. Estos filtros pasan a través de

una DFT para coincidir con la dimensión del vector de entrada del bloque (para el primer

bloque, la transformación deberá coincidir con la dimensión de Φ(0)), i.e. Λ
(`)
i = F(λ

(`)
i ).
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Por consiguiente, la salida de una capa convolucional se define como el producto elemento a

elemento (�) de la salida del bloque anterior con los filtros, esto es:

Φ
(`)
i = Φ

(`−1)
i � Λ

(`)
i (4.33)

Para la capa de submuestreo, una operación de agrupamiento espectral es realizada. Con

esto obtenemos una representación mas pequeña de tamaño s(`), removiendo las frecuencias

altas. La salida del bloque de convolución está definida como:

Φ
(`)
i = Shrink(Φ

(`−1)
i , s(`)) (4.34)

4.4.3. Bloque de clasificación

Este bloque consta de dos capas completamente conectadas seguidas de un capa de cla-

sificación. En seguida de los dos bloques convolucionales, la salida se necesita regresar al

dominio del tiempo, i.e. φ
(`)
i = F−1

(
Φ

(`)
i

)
y se apila en un vector

Ψ =
[
φ

(`)T
1 , φ

(`)T
2 , · · · , φ(`)T

r

]T
(4.35)

Este vector se utiliza como entrada para la primer capa completamente conectada, de

donde su salida está definida por:

φ(`) = V TΨ + b (4.36)

donde b es el sesgo en esta capa y V son los pesos sinápticos de la capa. Se utilizan LL nodos

ocultos, i.e. φ(`) ∈ <LL. Las dimensiones de b y V deben ser adecuadas para las operaciones.

Una función de activación es aplicada, en este caso la función ReLU es la elegida:

y(F1) = max(0, φ(`)) (4.37)

y se aplica a cada elemento del vector por separado. Finalmente, las salidas de la CNNfc

ŷ(q) son:

ŷ(q) = W Ty(F1) + b2 (4.38)
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donde ŷ(q) es un vector de cuatro elementos, cada uno corresponde a las diferentes clases a

clasificar, W is la matriz de pesos sinápticos de la capa de salida, con dimensiones adecuadas,

y b2 es el sesgo de la capa de salida.

Una vez obtenida la salida de la CNNfc, se utiliza un clasificador softmax, el cual calcula

las ”probabilidades”para todas las clases, esto significa que la suma de todas las salidas del

clasificador deben sumar uno. La función softmax está definida como:

pi =
eŷi∑C
j e

ŷj
(4.39)

donde C son el total de clases y pi las probabilidades predichas para cada clase.

4.4.4. Entrenamiento CNNfc

Para entrenar la CNNfc también se usa el algoritmo BP , pero en este caso se cambia

la función de costo o pérdida, comúnmente cuando se utiliza softmax, la entroṕıa cruzada es

la indicada como función de costo. La función de entroṕıa cruzada entre dos distribuciones

de probabilidad (m,n) es:

xEnt(m,n) = −
∑
j

mj log (nj)) (4.40)

donde j recorre cada clase en C. Considerando que cada grupo de datos tiene una etiqueta,

se define Y (j) como la probabilidad ”verdadera”de la clase dada por los datos. Aqúı, debe

notarse que Y en general, contiene únicamente un 1 en la clase verdadera y ceros en los

demás componentes, para que la suma de sus valores den 1. Definiendo la entroṕıa cruzada

para la CNNfc se tiene:

J(Y, p) = −
∑
j

Yj log (pj) (4.41)

Su gradiente para cada una de las salidas de la CNNfc se obtiene mediante:

∂J

∂ŷj
= pj − Yj (4.42)

Esta expresión disminuye el valor de la función de costo cuando la salida de corresponde a

la clase etiquetada Una vez obtenido el gradiente respecto a las salidas de la CNNfc, el

proceso de entrenamiento se procede de la misma manera que se indica en la sección 4.3.3.
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4.4.5. Detección de daño en estructuras mediante CNNfc

Dos clasificadores son propuestos, uno utilizando los datos de aceleraciones medidas de

los sensores y otro utilizando además el parámetro de histéresis del modelo de Bouc Wen

generados por la CNNf . Una vez obtenidos resultados de identificación de la CNNf para

el parámetro z, se utilizan esos datos como entrada para la CNNfc.

El primer experimento consiste en inducir daños reduciendo la rigidez k1 del primer piso

aflojando solo un tornillo en una columna que se conecta con la losa. Las 3 columnas restantes

no se modifican. El siguiente paso consiste en extraer las caracteŕısticas de la construcción de

daños. Primero, el edificio está excitado nuevamente por el terremoto del Centro. A partir

de la medición de la aceleración, se observa que el daño inducido produce una reducción

del ancho de banda, cambiando a f1 = 1,709 Hz, f2 = 4,0 Hz. Estos cambios son un buen

indicador de detección de daños para métodos basados en análisis vibracional, sin embargo,

aqúı utilizamos curvas de deformación de carga y cambios de enerǵıa disipativa. A través de

CNNf y la identificación basada en el modelo, es posible confirmar el daño estructural y la

ubicación del mismo.

La tasa de aprendizaje para la capa convolucional es 0.0001 y para ambas capas comple-

tamente conectadas se establece en 0.007.

Considere 1 de los 28 experimentos realizados con daño en el primer piso, los resultados

obtenidos al usar la CNNfc con zcomo entrada además de los datos de aceleración confirman

que existe daño en el primer piso con una probabilidad de 99,95 % como se observa en la

Figura 4.14a. En general, la precisión de ambos clasificadores para daño en el primer piso es

de 96,43 % al utilizar únicamente datos de aceleración y 100 % al utilizar z.

Ahora se investiga la ubicación del daño en el segundo piso. Similar al apartado anterior,

el daño en el edificio se induce al reducir la rigidez k2 del segundo piso al aflojar solo un

tornillo en una columna que se conecta con la losa. Los elementos y configuraciones restantes

no son modificadas. Una vez más, el edificio está excitado por el terremoto del Centro para

extraer caracteŕısticas de daños. La frecuencia de vibración fundamental y el ancho de banda

también cambian debido al daño inducido, produciendo f1 = 1,733 Hz, f2 = 3,97 Hz. Para

el segundo piso ambos clasificadores obtuvieron una precisión del 100 % sobre el conjunto de
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datos. Para uno de los 35 experimentos de prueba, el segundo clasificador obtuvo que existe

daño en el segundo piso con 99,99 % de precisión, ver Fig 4.14b.

Por último, el daño se localiza en ambos piso. Como se mostró anteriormente, el daño en

el edificio es inducido reduciendo la rigidez k1 y k2 al aflojar tornillos en columnas de ambos

pisos. El edificio es excitado con el terremoto del el Centro para extraer las caracteŕısticas del

daño. Los resultados indican que que debido al daño estructural, la frecuencia de vibración

fundamental y el ancho de banda se reduce, produciendo f1 = 1,66Hz y f2 = 35,97 Hz, lo

cual es un indicador claro de la presencia de daño.

Se utilizan 25 experimentos para los clasificadores, el primer clasificador obtiene una

precisión de 92 % comparado con 100 % que obtiene el segundo. Como se observa en la

Figura 4.14c, el clasificador que utiliza ambas señales como entrada indica que existe daño

en ambos pisos con un 99,57 % de probabilidad.

En resumen, se utilizaron 74 experimentos para entrenamiento que incluyen datos sin

daño y con daño que caen en las 4 clases definidas y un total de 121 experimentos para

la generalización, se requiere de 5500 épocas para el entrenamiento. Los resultados para el

primer clasificador se muestran en la Tabla. 4.2, donde se puede notar que tiene una precisión

del 95,04 % sobre todos los datos.

Tabla 4.2: Resultados de clasificación utilizando datos de aceleración.

Número de pruebas Aciertos Precisión ( %)

Sin daño 33 30 90.91

Daño piso 1 28 27 96.43

Daño piso 2 35 35 100

Daño ambos pisos 25 23 92

Precisión total 121 115 95.04

En la Tabla. 4.3 agregando la salida de la CNNf como datos de entrada se incrementa

la precisión del clasificador a 100 %

Una gran diferencia entre el clasificador propuesto con otros, es que no solo usa datos sin
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(a) Localización de daño en el primer piso.
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(b) Localización de daño en el segundo piso.
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(c) Localización de daño en ambos pisos.

Figura 4.14: Resultados de clasificación del daño en la estructura.
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Tabla 4.3: Resultados de clasificación utilizando datos de aceleración y el parámetro zi.

Número de pruebas Aciertos Precisión ( %)

Sin daño 33 33 100

Daño piso 1 28 28 100

Daño piso 2 35 35 100

Daño ambos pisos 25 25 100

Precisión total 121 121 100

procesar sin saber nada sobre ellos, se tiene conocimiento previo de un modelo que puede

contribuir a un mejor rendimiento como se demostró. Los resultados experimentales han

demostrado que la inclusión de las señales del parámetro z en el esquema clasificador por

CNNfc mejora la precisión para localizar el daño estructural, en contraste cuando solo se

utilizan datos de aceleración.

No se presenta una comparación de resultados con métodos ya publicados debido a que

estamos empleando una técnica de clasificación basada en les mediciones del sistema como

también de la señal generada por la CNNf correspondiente al parámetro z del modelo de

Bouc Wen. Además, el prototipo utilizado se encuentra en el laboratorio del departamento

de control automático del CINVESTAV, por lo que no es de fácil acceso para que prueben

sus algoritmos sobre éste sistema.



Caṕıtulo 5

CNN para la identificación de

sistemas: Arquitectura con valores

complejos

La mayoŕıa de los algoritmos de aprendizaje profundo funcionan con valores reales, como

redes multicapa, máquina de vectores de soporte, memorias de largo y corto plazo y redes

neuronales convolucionales. Por otro lado, tenemos los números complejos, un conjunto más

completo con el que se puede trabajar, por ejemplo, hay redes neuronales multicapa con

valores complejos que funcionan mejor que su contraparte real [133].

Las redes neuronales de valor complejo no se limitan a MLP . Hay otros tipos, como

las redes RBF de valor complejo [134] y las redes neuronales convolucionales con valores

complejos (CV CNN) [135, 136]. En la mayoŕıa de los casos, los modelos de redes neuronales

normales se modifican para trabajar con números complejos. Las modificaciones se encuen-

tran tanto en la estructura del modelo como en los métodos de aprendizaje [137]. En [135]

se introduce un algoritmo de entrenamiento para las redes neuronales de valor complejo.

Una red neuronal de valor complejo puede considerarse como dos redes neuronales de valor

real [138], que ampĺıan la información que se puede aprender. Es más dif́ıcil dar un análisis

teórico para valores complejos que para números reales como se menciona en [139]. En áreas
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como el procesamiento de imágenes, la CV CNN ha demostrado ser un método útil para

eliminar el ruido de imágenes [140] y para la clasificación de imágenes SAR polarimétricas

[141].

En el caso de imágenes automotrices, en [142] se propone un CV CNN como clasifi-

cador basado en el tensor de rango-haz-Doppler generado por radares automotrices, útil

para otros sistemas integrados dentro del automóvil. En [143] se propone la clasificación de

las actividades humanas mediante un CV CNN , donde se capturan los movimientos de los

humanos transformando estas imágenes al dominio de frecuencia para obtener información

micro-Doppler, que se utiliza como datos de clasificación.

La principal ventaja de la CV CNN es que se puede tener la misma estructura que la

CNN de valor real, pero al mismo tiempo mejorar el rendimiento de la segunda en el sentido

de modelado de sistemas no lineales. Con el fin de crear una red neuronal que pueda modelar

sistemas no lineales con datos faltantes y grandes incertidumbres, en este caṕıtulo se presenta

una nueva arquitectura de CV CNN para el modelado de sistemas no lineales, junto con su

algoritmo de aprendizaje.

Para mostrar las ventajas del CV CNN , las comparaciones con los otros modelos de

redes neuronales se realizan utilizando sistemas de referencia no lineales utilizando 5 tipos

de ı́ndices de desempeño, comparándolo también con otros métodos actuales que se emplean

para el mismo fin.

5.1. Propiedades de una red neuronal convolucional

con valores complejos.

La arquitectura de una red neuronal convolucional para el modelado de sistemas se pre-

sentó con anterioridad en el caṕıtulo 3.1. Para agregar la parte compleja a la estructura, es

necesario cambiar todos los hiper-parámetros de la red, i.e. filtros y pesos sinápticos a valores

complejos. Para modelar sistemas no lineales complejos, es necesario que la estructura de

la red neuronal sea lo suficientemente grande, lo cual conlleva una gran cantidad de hiper-
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Figura 5.1: Arquitectura de una red neuronal convolucional para el modelado de sistemas no

lineales

parámetros. Dado esto último, se generan ventajas sobre otros métodos que a continuación

se enlistan:

Las CNN poseen la propiedad de pesos compartidos, la cual permite disminuir la

cantidad de filtros y pesos comparándola con una red neuronal multicapa por ejemplo.

Mas aún, al contar los hiper-parámetros de la red con parte real e imaginaria, se obtiene

información extra sobre el sistema sin tener que aumentar la cantidad de ellos. De igual

manera, en la etapa de entrenamiento, como se verá mas adelante, la actualización de

ellos no requerirá de operaciones extras.

Cuando se extrae información de los datos de entrada, la propiedad de conectividad

dispersa juega un papel importante, ya que los filtros buscan sobre todo el conjunto

caracteŕısticas para las cuales estos reaccionen de mejor manera. Estas caracteŕısticas

serán mas diversas debido a que los filtros son números complejos, adquiriendo mayor

cantidad de información, o información distinta de la que puede obtener su contra-

parte en el dominio real, generando mapas de caracteŕısticas mas enriquecidos con

información del sistema [144].

La mayoŕıa de las funciones de activación generan el problema del desvanecimiento del
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gradiente [145], más cuando la estructura es profunda. Para reducir este problema se

hace uso de la función ReLU modificada para el dominio complejo, la cual mantiene

la propiedad de reducir el desvanecimiento del gradiente.

El sobreajuste de los datos es otro de los problemas recurrentes en este tipo de algo-

ritmos, la capa de submuestro es la encargada de reducir este efecto, al utilizar una

función compleja para la reducción de los datos, estamos eliminando caracteŕısticas

que no tienen mucha relevancia en el sistema quedándose con las que mayor respues-

tas se generen a partir de los filtros, lo cual implica que la probabilidad de presentar

sobreajuste en los datos es mı́nima [146].

5.2. Arquitectura con valores complejos

Para modelar sistemas no lineales complejos, se emplea la arquitectura mostrada en la

Figura 5.1 con las siguientes operaciones caracteŕısticas.

5.2.1. Bloque convolucional

Para el bloque convolucional con valores complejos definimos la operación de convolución

como:

ϕ
(`)
j = φ

(`−1)
j ⊗ Γ

(`)
j (5.1)

donde ϕ es el j−ésimo mapa de caracteŕısticas en la capa `, producido por la convolución

entre la entrada φ(`−1), y el filtro de la capa actual Γ
(`)
j ∈ C. En cada capa hay h filtros con

una longitud de f`. Cada capa convolucional se denota con C`.

En la primera capa, φ(`−1) = $̂, la cual es la entrada de la CV CNN .

Una vez se han generado los mapas de caracteŕısticas, se utiliza una función de activación,

en este caso es necesario sustituir la función ReLU por la función CReLU definida como:

CReLU(x) = ReLU(x<) + iReLU(x=)

x = x< + ix= ∈ C
(5.2)
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La función CReLU satisface las ecuaciones de Cauchy-Riemann, cuando ambas partes, real

e imaginaria, son estrictamente positivas o negativas. Esta condición también se cumple

cuando θx ∈
[
0, π

2

]
or θx =∈

[
π, 3

2
π
]
, θx = arg(x), θx es la fase o argumento del numero

complejo x.

Aplicando la función de activación CReLU al mapa de caracteŕısticas (5.1),

φ
(`)
j = CReLU(ϕ`j) (5.3)

donde φ
(`)
j es la salida de la capa convolucional.

Para terminar el bloque convolucional, viene una capa de submuestreo. Dado que los

números complejos tiene mas propiedades que un numero real, las operaciones de agrupa-

miento tales como el max-pool tienen un significado distinto. Por la propiedad ćıclica, no

podemos evaluar únicamente números complejos por su fase. La magnitud es una propiedad

más confiable en el submuestreo. La operación a ocupar es conocida como agrupamiento por

magnitud (max− by −magnitude), y se define como:

arg máx
x∈conjunto

M(x) (5.4)

de donde:

M(x) = |x| M : C→ < (5.5)

la expresión (5.4) permite mantener valores complejos a los largo de la CV CNN ya que

la salida de esta función es del mismo dominio que el de su entrada.

5.2.2. Capa completamente conectada

La capa final de la CV CNN es una capa completamente conectada con pesos sinápticos

W ∈ Cn. La salida de la CV CNN se define como:

ŷC(k) = Wφ(`−1) (5.6)
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5.2.3. Algoritmo de retro propagación en el dominio complejo

La etapa de entrenamiento se realiza mediante el algoritmo de retro propagación modi-

ficado para esta red neuronal en particular.

Para lograr el objetivo del modelado de sistemas no lineales usando una red neuronal con-

volucional con valores complejos, es necesario actualizar los hiper-parámetros de la CV CNN ,

los filtros Γ
(`)
j y los pesos sinápticos W , de tal manera que la salida de la CV CNN ŷC(k)

converja a la salida del sistema y (k) de (2.31):

arg mı́n
Γ
(`)
j ,W (`)

N∑
k=1

[ŷC (k)− y (k)]2 , ` = 1, 2, · · · ,m

donde N es total de elementos en el conjunto de entrenamiento. Para alcanzar este objetivo,

el algoritmo de retro propagación basado en el gradiente descendiente es empleado, el cual

busca minimizar:

arg mı́n
Γ
(`)
j ,W (`)

[ŷC (k)− y (k)]2

donde ` = 1, 2, · · · ,m, k = 1, 2, · · · , N.
La función de costo está definida como:

J (k) =
1

2
eo (k)2 , eo (k) = ŷC (k)− y (k) (5.7)

donde eo (k) es el error de modelado. La salida se descompone de la siguiente manera:

ŷC = ŷ< + iŷ=

La estructura de la CV CNN cuenta con n− 1 bloques convolucionales, tanto capas convo-

lucionales y de submuestreo, mas la capa de salida, donde cada capa convolucional cuenta

con h filtros. Por lo que al final de los bloques convolucionales tendremos h× (n− 1) filtros

para actualizar, más los pesos sinápticos de la capa de salida, ver Figura 5.2.

Para aplicar este algoritmo a la CV CNN es necesario definir conceptos que se utilizarán

para ello.
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Figura 5.2: Estructura jerárquica de la CVCNN para el modelado de sistemas.

Para valores complejos, es necesario calcular el gradiente de funciones complejas, las

cuales se definen como f : C → C. La derivada de una función compleja puede ser vista

como si se tratara de una función multivariable, definida como f : <2 → <2.

Si f(x) y f(x, y) son diferenciables en el punto a ∈ <1 y (a, b) ∈ <2, entonces:

ĺımx→α
f(x)−f(α)

x−α = β

ĺım(x,y)→(a,b)
‖f(x,y)−f(a,b)−F (x−a,y−b)‖

‖(x−a,y−b)‖ = 0
(5.8)

donde x, α, β ∈ <.

Si f(x, y) = f [u(x, y), v(x, y)] y se denota la derivada de f como Df, definida como:

Df =

[
∂u
∂x

∂u
∂y

∂v
∂x

∂v
∂y

]
(5.9)

Aplicando el Teorema de Cauchy-Riemann [147], una función compleja f(x) = r(x) + is(x),

r, s : < → < es diferenciable si y solo si f(x<, x=) = (r(x<, x=), s(x<, x=)) es diferenciable

en <2 → <2, y sus derivadas parciales satisfacen:

∂r

∂x<
=

∂s

∂x=
,

∂s

∂x<
= − ∂r

∂x=
(5.10)

donde x< y x= son las partes reales e imaginarias del número complejo x. Considerando un

punto a+ ib, las derivada de Wirtinger está dada por:

ĺım
x<+ix=→a+ib

f(x< + ix=)− f(a+ ib)

x< + ix= − (a+ ib)
= ς< + iςIm (5.11)

El número complejo ς = ς< + iςIm. (5.11) se convierte en:

ĺım
x<+ix=
→a+ib

[
f(x< + ix=)− f(a+ ib)

−(ς< + iςIm)(x< + ix= − (a+ ib))

]
x< + ix= − (a+ ib)

= 0 (5.12)
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Por lo tanto, la derivada compleja de la función f puede verse como una transformación

lineal, la cual es equivalente a la derivada de la función en <2 → <2. La derivada compleja

son funciones lineales especiales con matrices ortogonales y con determinante positivo.

El diferencial de una función con valores complejos f(x) : S → C, S ⊆ C puede expresarse

mediante:

df =
∂f(x)

∂x
dx+ i

∂f(x)

∂x∗
dx∗ (5.13)

donde x∗ se encuentra en el conjunto de los complejos. En este caso la derivada de la función

real genera una matriz ortogonal con determinante positivo.

Actualización de los hiper-parámetros

Comenzando por la capa de salida, los pesos sinápticos se actualizan siguiendo la regla

delta:

W (k + 1) = W (k)− η ∂J
∂W

(5.14)

con η > 0 siendo el factor de aprendizaje.

Las ecuaciones de Cauchy-Riemann se satisfacen para eo con r = ŷ< − y y s = ŷ=:∣∣∣∣∣ ∂r∂ŷ< = 1 ∂r
∂ŷ=

= 0
∂s
∂ŷ<

= 0 ∂s
∂ŷ=

= 1

∣∣∣∣∣ > 0,
∂e0

∂ŷC
= 1 (5.15)

Es necesario calcular dos gradientes en esta capa, uno para actualizar los pesos sinápticos

y otro para pasar el error a capas anteriores, primero se verifica que:∣∣∣∣∣ ∂r
∂W<

= Φ
(n−1)
<

∂r
∂W=

= −Φ
(n−1)
=

∂s
∂W

= Φ
(n−1)
=

∂s
∂W=

= Φ
(n−1)
<

∣∣∣∣∣ > 0 (5.16)

de aqúı que, la derivada parcial de ŷC respecto a W es:

∂ŷC
∂W

=
∂r

∂W<
+ i

∂s

∂W<
= Φ

(n−1)
< + iΦ

(n−1)
= = Φ(n−1) (5.17)

donde Φ(n−1) = [φn1,1 · · ·φn1,h]
T es la salida de todos los filtros del último bloque convo-

lucional del modelo (5.6).
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Aplicando la regla de la cadena, se obtiene la expresión de la derivada de la función de

costo respecto a W como:

∂J

∂W
=
∂J

∂eo

∂eo
∂ŷC

∂ŷC
∂W

= (eo)(1)(Φ
(n−1)
< + iΦ

(n−1)
= ) = eΦ(n−1) (5.18)

El gradiente de ŷC respecto a Φ(n−1) se obtiene con ayuda de la ecuación de Cauchy-Riemann

con r = ŷ< y s = ŷ=: ∣∣∣∣∣∣
∂r

∂Φ
(n−1)
<

= W<
∂r

∂Φ
(n−1)
=

= −W=
∂s

∂Φ
(n−1)
<

= W=
∂s

∂Φ
(n−1)
=

= W<

∣∣∣∣∣∣ > 0 (5.19)

Por lo tanto:
∂ŷ

∂Φ(n−1)
=

∂r

∂Φ
(n−1)
<

+ i
∂s

∂Φ
(n−1)
<

= W< + iW= = W (5.20)

El error propagado hacia capas anteriores proveniente de la capa n a la capa n − 1 se

describe como:
∂J

∂Φ(n−1)
= eoW (5.21)

Para la capa de submuestreo, que es la siguiente en orden inverso, simplemente el error

pasa a través de esta capa sin modificación de manera similar a lo que ocurre con la función

max-pool (3.11) .

Después de la capa de submuestreo el error tienen que pasar por la función de activación.

Para este caso se utiliza:

r = ReLU(Ψ<)(m), s = ReLU(Ψ
(m)
= )

para expresar Ψ
(n−1)
< , lo cual nos lleva a:∣∣∣∣∣∣

∂r

∂Ψ
(n−1)
<

= Ψ
(n−1)
<

∂r

∂Ψ
(n−1)
=

= 0

∂s

∂Ψ
(n−1)
<

= 0 ∂s

∂Ψ
(n−1)
=

= Ψ
(n−1)
=

∣∣∣∣∣∣ > 0 (5.22)

∂Φ(n−1)

∂Ψ(n−1)
= Ψ

(n−1)
< (5.23)
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El gradiente a través de la función de activación se determina agregando Ψ
(n−1)
ıj al vector

correspondiente ϕ
(n−1)
j , dando como resultado:

∂J

∂ϕı
=

∂J

∂φ
(n−1)
ı

ϕ(n−1)
ı (5.24)

La capa convolucional es similar a la capa completamente conectada, por el hecho de que

la definición de convolución es una suma de productos, en la cual tenemos:

∂J

∂γ
(`)


=

N−f`∑
a=0

ϕ(`)
a φ

(`−1)
+a (5.25)

y el gradiente a través de esta capa se calcula como:

∂J

∂φ
(`−1)


=

f`−1∑
a=0

∂J

∂ϕ
(`)
−a

∂ϕ
(`)
−a

∂φ
(`−1)


=

f`−1∑
a=0

∂j

∂ϕ
(`)
−a

γ(`)
a (5.26)

En la siguiente subsección se detallan las operaciones realizadas en la etapa hacia adelante

de la red.

Etapa hacia adelante

Los filtros y los pesos sinápticos para la CV CNN están definidos como:

Γ(`) =


γ

(`)
1,< + iγ

(`)
1,=

...

γ
(`)
p,< + iγ

(`)
p,=

 ∈ C (5.27)

y

W = [W1,< + iW1,= · · ·Wm,< + iWm,=]T ∈ Cm (5.28)

La entrada a la CV CNN es $̂ =


φ

(0)
1

φ
(0)
2

· · ·
φ

(0)
l

.
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En la primera capa, la operación de convolución genera los primeros mapas de carac-

teŕısticas ϕ(1),

ϕ
(1)
1 = φ(0) ∗ Γ

(1)
1 =


Ψ

(1)
1,1
...

Ψ
(1)
1,q


=


φ

(0)
1
...

φ
(0)
q

 ∗

γ

(1)
1,< + iγ

(1)
1,=

...

γ
(1)
p,< + iγ

(1)
p,=


(5.29)

donde cada elemento Ψ(1) ∈ C se obtiene mediante la operación

Ψ
(1)
1,j =

q∑
a=0

φ(0)
a γj−a (5.30)

Posteriormente, la función de activación CReLU se aplica a estos mapas de caracteŕısticas,

φ
(1)
1 = CReLU(ϕ

(1)
1 ) (5.31)

Los elementos de este vector son:

φ
(1)
1 =


Φ

(1)
1,1
...

Φ
(1)
1,q

 =


CReLU(Ψ

(1)
1,1)

...

CReLU(Ψ
(1)
1,q)


=


ReLU(Ψ

(1)
1,1,<) + iReLU(Ψ

(1)
1,1,=)

...

ReLU(Ψ
(1)
1,3,<) + iReLU(Ψ

(1)
1,p,=)


(5.32)

Esta operación se repite para todos los bloques convolucionales que se tengan hasta

llegar a la capa completamente conectada, en la cual la operación para obtener la salida de

la CV CNN es:

ŷC = Wφ(n−1) = [W1 · · ·Wp]


Φ

(n−1)
1

· · ·
Φ

(n−1)
p

 (5.33)
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La salida se descompone de la siguiente manera:

ŷC = ŷ< + iŷ=

donde ŷ< y ŷ= se definen como:

ŷ< = W1,<Φ
(n−1)
1,< −W1,=Φ

(n−1)
1,= + · · ·

+Wp,<Φ
(n−1)
p,< −Wp,=Φ

(n−1)
p,=

...

ŷ= = W1,<Φ
(n−1)
1,= +W1,=Φ

(n−1)
1,< + · · ·

+Wp,<Φ
(n−1)
p,= +Wp,=Φ

(n−1)
p,<

(5.34)

aqúı Φ
(n−1)
1,< y Φ

(n−1)
1,= son las partes real e imaginaria del elemento Φ

(n−1)
1 , respectivamente.

5.3. Simulaciones

En esta sección se utilizan 3 ejemplos de prueba para mostrar la efectividad de la red

neuronal convolucional con valores complejos. Los resultados de simulación se comparan con

la red mostrada en el caṕıtulo 3.1 y con una MLP .

La inicialización de los filtros y pesos sinápticos de la CV CNN se realiza de manera

aleatoria en el intervalo [−1, 1] tanto para la parte real como para la parte imaginaria.

mientras que para la CNN la inicialización de los hiper-parámetros se hace en el intervalo

[−1, 1]. Los pesos sinápticos de la MLP se inicializan en el mismo intervalo [−1, 1].

Para propósitos comparativos, se utilizará la misma estructura para la CV CNN y para

la CNN , i.e. la misma cantidad de bloques convolucionales. La diferencia radicará en la

cantidad de hiper-parámetros, los filtros y pesos sinápticos, y en el hecho que unos serán

valores complejos y otros reales. Esta cantidad vaŕıa de acuerdo al sistemas que estemos

utilizando. Ambas CNN tendrán dos bloques convolucionales, con sus respectivas funciones

de activación y de agrupamiento, CReLU con max-by-magnitude y ReLU con max-pool,

respectivamente.
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En el caso de la MLP , está es una red neuronal de dos capas, con la función de activación

tanh (·). El número de neuronas o nodos en la capa oculta cambia de acuerdo al sistema

utilizado buscando siempre la mejor configuración posible, se especifica en cada sistema la

cantidad utilizada.

Se utilizan 4 tipos de modelo de la entrada a los métodos empleados para las simulaciones:

1. Modelo serie-paralelo (2.34)

ŷ(k) = NN [y (k − 1) , · · · y (k − ny) , u (k) , · · ·u (k − nu)] (5.35)

tanto la entrada u (k) y la salida y (k − 1) del sistema a identificar están disponible

para alimentar a la red neuronal NN [·] .

2. Modelo paralelo (2.33)

ŷ(k) = NN [ŷ(k − 1), · · · ŷ(k − ny), u (k) , · · ·u (k − nu)] (5.36)

únicamente se cuenta con la entrada u (k) del sistema a identificar como entrada de la

red neuronal NN [·] . En lugar de la salida real del sistema, la salida de la red neuronal

ŷ(k − 1) es utilizada como entrada.

3. Modelo serie-paralelo con ruido en los datos.

ŷ(k) = NN [y (k − 1) + ρ, · · · y (k − ny) + ρ, u (k) , · · ·u (k − nu)] (5.37)

donde ρ es el ruido aleatorio agregado a los datos de entrenamiento.

4. Modelo serie-paralelo con pérdida de datos.

ŷ(k) = NN [ȳ (k − 1) , · · · ȳ (k − ny) , ū (k) , · · · ū (k − nu)] (5.38)

donde ȳ (k − 1) y ū (k) son pares de datos elegidos de manera aleatoria del conjunto

original {y (1) , · · · y (N)} y {u (1) , · · ·u (N)}. Para las simulaciones, se utilizan 70 %

del total de datos y el 30 % restante se considera como perdido.

Se describe a continuación cada sistema a identificar utilizado junto con los hiper-paráme-

tros de la red que mejor resultados presentaron.



112 CNN para la identificación de sistemas: Arquitectura con valores complejos

Horno de gas

El conjunto de datos para la primera parte de simulación de la CV CNN es el mismo

que se utiliza en la sección 3.3.2.

Para los modelos serie-paralelo (5.35), (5.37) y (5.38), el vector de entrada de los modelos

neuronales está definido como

[y (k − 1) , · · · y (k − 5) , u (k) , · · ·u (k − 4)]

Para el modelo paralelo (5.36), el vector de entrada es [ŷ (k − 1) , u (k) , · · ·u (k − 10)]. Para

la CV CNN y CNN , cada capa convolucional tiene 3 filtros convolucionales de tamaño 3.

La MLP tiene 50 neuronas en la capa oculta.

En el caso de los datos con ruido, la potencia de este es de un 10 % de la amplitud de los

datos.

Los resultados de simulación utilizando el modelo paralelo se muestra en la Figura 5.3

para el sistema del horno de gas, de la gráfica se nota que los tres algoritmos realizan el

seguimiento de la mejor manera.

La gráfica del error de seguimiento se presenta en la Figura 5.4, como se esperaba, el error

entre la MLP y los datos reales es muy grande comparada con las de las CNN, recordando

que se esta utilizando el modelo paralelo para las simulaciones.

La principal métrica de desempeño utilizada para evaluar los sistemas es la del error

cuadrático medio MSE. Para este caso la CV CNN tiene un valor de 0.0069 mientras que

la CNN tiene un valor de 0.0215 y la MLP de 0.0158.

Los resultados de las distintas métricas de desempeño se muestran en la siguiente sección

para todos los sistemas a identificar.
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Figura 5.3: Resultados de simulación para el sistema del horno de gas utilizando el modelo

paralelo.
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Figura 5.4: Error de seguimiento sistema del horno de gas utilizando el modelo paralelo.
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Figura 5.5: Resultados de simulación para el sistema no lineal de primer orden utilizando el

modelo paralelo.

Sistema no lineal

El siguiente sistema a utilizar se presentó en la sección 3.3.1. Para los modelos serie-

paralelo (5.35), 5.37 y (5.38)), el vector de entrada a los modelos neuronales es:

[y (k − 1) , · · · y (k − 10) , u (k) , · · ·u (k − 13)]

Para el modelo paralelo (5.36), el vector de entrada es [ŷ (k − 1) , u (k) , · · ·u (k − 12)]. La

CV CNN y la CNN tienen cada una 8 filtros en cada capa convolucional, para la MLP se

utilizan 35 nodos en la capa oculta. Cuando los datos presentan ruido, este es como máximo

un 10 % de la amplitud de los datos.

Los resultados de la identificación para este sistema se presenta en la Figura 5.5, en la que

se observa que cuando se utiliza el modelo paralelo, la CV CNN tiene el mejor desempeño,

considerando la métrica MSE, 0.0050, mientras que la CNN y MLP obtuvieron un valor

de 0.1743 y 0.3822, respectivamente.

Los errores mostrados en la Figura 5.6 muestran también que ambas CNN tiene un

seguimiento mejor que la MLP para este sistema, una mejor comparación se realiza en la
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Figura 5.6: Error de seguimiento sistema no lineal de primer orden utilizando el modelo

paralelo.

siguiente sección utilizando distintos ı́ndices de desempeño.

Los resultados de simulación de los otros modelos se presentan en la siguiente sección.

Sistema Wiener-Hammerstein

Este sistema ya fue descrito en la sección 3.2.1. Ahora se utilizan 12000 datos para

entrenamiento y lo restante para generalización. Para los modelos serie-paralelo (5.35), (5.37)

y (5.38), el vector de entrada a los modelos neuronales es:

[y (k − 1) , · · · y (k − 4) , u (k) , · · ·u (k − 5)] .

Para el modelo paralelo (5.36), el vector de entrada está definido por:

[ŷ (k − 1) , · · · ŷ (k − 3) , u (k) , · · ·u (k − 80)].

La cantidad de filtros utilizados para este sistema es de 15 de tamaño 6 para ambas

CNN , mientras que para la MLP se utilizan 50 neuronas en la capa oculta.

Los resultados de la identificación del sistema cuando se utiliza el modelo paralelo (5.36)

se muestra en Figura 5.7.

De la Figura 5.8 podemos observar que tanto la CNN como la MLP presentan un error
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Figura 5.7: Resultados de simulación para el sistema Wiener-Hammerstein utilizando el

modelo paralelo.

de seguimiento muy grande comparado con la CV CNN , de aqúı que para este sistema en

particular solo la CV CNN es la que está realizando la identificación correctamente. El valor

del ı́ndice MSE que se obtuvo para la CV CNN es 0.0042, mientras que para la CNN 0.0106

y la MLP 0.0544. Para los tres sistemas mostrados, la CV CNN tiene un mejor desempeño

que los otros dos, haciéndola una opción factible para la identificación de sistemas.

Una comparación mas detallada se presenta en la siguiente sección.
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Figura 5.8: Error de seguimiento sistema Wiener-Hammerstein utilizando el modelo paralelo.

5.3.1. Discusión de los resultados

Se presentan a continuación tablas comparativas de las distintas métricas de desempeño

utilizadas sobres nuestros algoritmos propuestos. Se presentan primero las correspondientes

al sistema del horno de gas

Tabla 5.1: Métricas de desempeño para el sistema del horno de gas usando el modelo serie-

paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.8784 0.9669 0.0069 0.0729 0.0829

MLP 0.7207 0.9166 0.0158 0.1279 0.1257

CNN 0.6200 0.8833 0.0215 0.1313 0.1466

Las Tablas 5.1, 5.2, 5.3 y 5.4 muestran los resultados de simulación para el sistema del

horno de gas utilizando 5 métricas de desempeño comparando tres modelos distintos, hay que

tener en cuenta que únicamente se está comparando este ı́ndice y no se está considerando



118 CNN para la identificación de sistemas: Arquitectura con valores complejos

Tabla 5.2: Métricas de desempeño para el sistema del horno de gas usando el modelo paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.4042 0.8270 0.0337 0.1914 0.1835

MLP -1.1887 0.0983 0.1237 0.3222 0.3518

CNN 0.5052 0.8657 0.0280 0.1742 0.1672

Tabla 5.3: Métricas de desempeño para el sistema del horno de gas usando el modelo serie-

paralelo con ruido en los datos.

R2 WI MSE MAE RMSE

CVCNN 0.8785 0.9669 0.0074 0.0980 0.0860

MLP -3.4390 0.4211 13.9291 1.7413 3.7322

CNN 0.7255 0.9420 0.1015 0.1293

Tabla 5.4: Métricas de desempeño para el sistema del horno de gas usando el modelo serie-

paralelo con pérdida de datos.

R2 WI MSE MAE RMSE

CVCNN 0.9305 0.9841 0.0042 0.0736 0.0650

MLP -0.6885 -0.3736 0.0953 0.3530 0.3087

CNN 0.6803 0.9454 0.0195 0.1041 0.1395

la parte computacional requerida para obtener esos resultados, como lo es el tiempo de

entrenamiento o de generalización ni los recursos utilizados por el procesador. Como se

puede apreciar en estas tablas, la CV CNN propuesta se desempeña mejor que los otros dos

métodos con los que se compara. Por otro lado, en la Tabla 5.5, los resultados del estado de

arte para este sistema se presentan comparando únicamente la métrica RMSE [148]. Para

estos resultados, los datos se utilizaron sin ninguna modificación, como se menciona en cada
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trabajo.

Hasta donde se tiene conocimiento, no hay resultados publicados para los casos que se

presentan donde se generen datos faltantes o haya alteraciones en ellos con los cuales se

pueda hacer una comparación.

Tabla 5.5: Métricas RMSE para el sistema del horno de gas encontradas en la literatura.

modelo RMSE

Arima 0.843

Tong’s model 0.685

Xu’s model 0.573

Sugeno’s model 0.596

surmans’s model 0.4

ANFIS 0.405

Generalized fuzzy NN 0.273

PEC-WNN 0.0589

OSELM-K [149] 0.3341

LSTM 0.9730

Los resultados obtenidos muestran que el método propuesto tiene un mejor desempeño

que los otros métodos, comparando la métrica RMSE, únicamente superado por PEC-WNN.

Para este modelo en particular se concluye:

En el caso de ruido o de perdida de datos, la CV CNN propuesta presenta un me-

jor desempeño que la MLP o la CNN con valores reales, la cual es una alternativa

adecuada para estos casos.

Cuando se utiliza el modelo paralelo, tanto la CV CNN como la CNN logran modelar

el sistema mucho mejor que la MLP , esto puede notarse en los valores obtenidos en la

Tabla 5.3
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En el caso del modelo serie-paralelo, las tres redes neuronales tienen valores cercanos en

sus métricas, haciendo que todas sean alternativas para el modelado, este es el formato

de modelado mas utilizado.

Las Tablas 5.6, 5.7, 5.8 y 5.9 muestran las comparaciones de las métricas de desempeño

para las tres redes neuronales con los cuatro tipos de modelo, i.e. serie-paralelo, paralelo,

serie-paralelo con ruido en los datos y serie-paralelo con pérdida de datos, respectivamente

para el sistema Wiener-Hammerstein.

Tabla 5.6: Métricas de desempeño para el sistema Wiener-Hammerstein usando el modelo

serie-paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.9991 0.9998 0.000076 0.0.0018 0.0087

MLP 0.9551 0.9884 0.0038 0.0641 0.0617

CNN 0.9975 0.9994 0.00021 0.0127 0.0146

Tabla 5.7: Métricas de desempeño para el sistema Wiener-Hammerstein usando el modelo

paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.9503 0.9867 0.0042 0.0684 0.0649

MLP 0.3588 0.7217 0.0544 0.2458 0.2322

CNN 0.8747 0.9734 0.0106 0.0992 0.1031

Como puede notarse en las tablas presentadas para el sistema Wiener-Hammerstein, la

CV CNN propuesta en este trabajo tiene mejores resultados en las métricas de desempeño

que las otras dos redes, en algunas pruebas como lo es el modelo serie-paralelo, las tres redes

neuronales tienen un desempeño muy parecido, mientras que en el caso del modelo serie-
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Tabla 5.8: Métricas de desempeño para el sistema Wiener-Hammerstein usando el modelo

serie-paralelo con ruido en los datos.

R2 WI MSE MAE RMSE

CVCNN 0.9734 0.993 0.00018 0.0155 0.0138

MLP -0.0350 -0.0237 0.0878 0.3445 0.2963

CNN 0.1471 0.5112 0.0723 0.3082 0.2690

Tabla 5.9: Métricas de desempeño para el sistema Wiener-Hammerstein usando el modelo

serie-paralelo con pérdida de datos.

R2 WI MSE MAE RMSE

CVCNN 0.8753 0.9702 0.00089 0.0100 0.0298

MLP 0.7890 0.9344 0.0015 0.0430 0.0388

CNN 0.7129 0.9341 0.0020 0.0106 0.0453

paralelo con ruido o con pérdida de datos, la CNN y la MLP tienen un desempeño muy

pobre, comparándolo con el obtenido por la CV CNN .

Tabla 5.10: Métricas RMSE para el sistema Wiener-Hammerstein encontradas en la litera-

tura.

modelo RMSE

LSTM [150] 0.011

BLA [151] 0.00607

SVM [152] 0.047

PNLSS [153] 0.00042

La Tabla 5.10 muestra los resultados obtenidos por otros métodos propuestos en la litera-

tura para este mismo sistema, la comparación se realiza únicamente con la métrica RMSE.



122 CNN para la identificación de sistemas: Arquitectura con valores complejos

De esta tabla podemos observar que la CV CNN tienen resultados similares para el modelo

serie-paralelo, el cual es el utilizado por los otros métodos. De manera similar que para el

sistema del horno de gas, resultados con ruido o pérdida de datos no se encontraron en la

literatura para poder realizar la comparación correspondiente. Como en el sistema anterior,

únicamente se compara el valor RMSE y se toma en cuenta otras cuestiones computacionales

que pueden beneficiar o perjudicar a los métodos propuestos.

Para el sistema no lineal de primer orden los resultados para los mismos cuatro casos se

presentan en la Tabla 5.11, Tabla 5.12, Tabla 5.13 y Tabla 5.14. Para este último sistema, los

resultados fueron consistentes con los anteriores, presentando mejor desempeño la CV CNN

en las cuatro comparaciones con la mayoŕıa de los ı́ndices de desempeño

Tabla 5.11: Métricas de desempeño para el sistema no lineal de primer orden usando el

modelo serie-paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.9993 0.9998 3.97×10−5 0.0061 0.0063

MLP 0.9501 0.9884 0.0030 0.0585 0.0551

CNN 0.9936 0.9984 3.90×10−4 0.0222 0.0198

Tabla 5.12: Métricas de desempeño para el sistema no lineal de primer orden usando el

modelo paralelo.

R2 WI MSE MAE RMSE

CVCNN 0.9179 0.9829 0.0050 0.0799 0.0707

MLP -1.3991 0.7553 0.1461 0.3007 0.3822

CNN 0.5012 0.9167 0.0304 0.2033 0.1743

Con base en las tablas, se puede notar que tanto la CV CNN como la MLP tienen buen

desempeño cuando se trata del modelo serie-paralelo y paralelo. Cuando se presentan pertur-
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Tabla 5.13: Métricas de desempeño para el sistema no lineal de primer orden usando el

modelo serie-paralelo con ruido en los datos.

R2 WI MSE MAE RMSE

CVCNN 0.9122 0.9758 0.3111 0.6106 0.5577

MLP 0.8710 0.9645 0.4572 0.7495 0.6761

CNN 0.8915 0.9710 0.3846 0.6767 0.6201

Tabla 5.14: Métricas de desempeño para el sistema no lineal de primer orden usando el

modelo serie-paralelo con pérdida de datos.

R2 WI MSE MAE RMSE

CVCNN 0.9760 0.9940 0.0850 0.2423 0.2915

MLP -2.1640 0.5257 11.2123 1.0461 3.3485

CNN 0.9560 0.9895 0.1561 0.1512 0.3951

baciones en los datos, ambas CNN se desempeñan mejor que la MLP . Estas afirmaciones

se realizan considerando el ı́ndice RMSE.

Dado la naturaleza arbitraria de este sistema, encontrar resultados para este en la litera-

tura es complicado, por lo que la comparación con métodos existentes es omitida para este

último sistema.

En general se puede ver las ventajas de la CVCNN respecto de la MLP y de la CNNt.

Cuando trabajamos con datos de entrada únicamente, es decir ocupamos un modelo paralelo,

tanto la MLP y la CNN su estructura es insuficiente para poder realizar la tarea con un buen

desempeño. Caso similar cuando se ocupa el modelo serie-paralelo con perturbaciones o que

los datos estén incompletos, la CVCNN presenta mejor desempeño, utilizando los ı́ndices

presentados en las tablas, que la MLP y la CNNt. Esta es una de las contribuciones de este

trabajo, presentar la estructura de la CVCNN para utilizar en los casos ya mencionados.
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Caṕıtulo 6

Conclusiones

Este trabajo sirvió para mostrar ventajas de las redes neuronales convolucionales para la

identificación de sistemas no lineales

En el contexto de la identificación de sistemas mediante modelos de caja como lo son

las redes neuronales, las perturbaciones externas, ya sean ruido de medición o la pérdida

de datos, son de los principales problemas con los que nos enfrentamos para poder definir

un modelo, podemos realizar un procesamiento de los datos antes de emplearlos para la

obtención del modelo, como puede ser una etapa de filtrado para disminuir el ruido o alguna

extrapolación de datos para completarlos. Sin embargo, este procesamiento extra a los datos

requiere que se tenga un conocimiento más profundo del sistema al momento de aplicarlo,

dado que podemos alterar las interrelaciones de los datos al aplicar técnicas de filtrado

correctamente.

Los algoritmos propuestos en este trabajo intentan reducir estos problemas, al ocupar los

datos como fueron obtenidos directamente de los sistemas a modelar. Como se pudo observar

en las secciones de simulación. La CNN tanto en el dominio de la frecuencia como la CNN

con valores complejos presentaron un mejor desempeño cuando los datos presentaban ruido

de medición comparado con otras redes neuronales.

El tipo de datos que tengamos serán de suma importancia para elegir qué arquitectura

es la mas conveniente para utilizar. En el caso de tener ruido de medición, como es el caso
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de la detección de daños en edificios, la arquitectura mas conveniente será la del dominio de

la frecuencia como se pudo observar.

Utilizar la CNN en el dominio de la frecuencia conlleva ventajas sobre la CNN en

el dominio del tiempo, como lo es la simplificación de la operación de convolución por un

producto reduce el tiempo de computo de manera considerable, lo cual es importante en la

aplicación de detección de daños.

En general, la CNN para la identificación de sistemas resulta una buena alternativa para

esta tarea en particular, podemos obtener valores muy competitivos en cuanto a las métricas

de desempeño se refiere comparándolas con distintos métodos propuestos en otros trabajos

los cuales tengan el mismo objetivo.



Caṕıtulo 7

Trabajo a futuro

Ya que se ha verificado que los tres tipos de arquitecturas propuestas de la CNN son

una alternativa para la identificación de sistemas, podemos dar el paso para aplicarla como

controlador neuronal.

El planteamiento del controlador seŕıa utilizando dos CNN , una para el modelado del

sistema y otra como el controlador. Cada una de las redes entrenará utilizando el algoritmo

de retro propagación, ambos con el mismo objetivo, minimizar el error de seguimiento entre

nuestro modelo y la señal de referencia. Como conocemos la estructura de la CNN para el

modelado del sistema, podemos pasar el error a través de ella y aśı entrenar al controlador.
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